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RESUMO

O presente trabalho de Iniciacdo Cientifica na UFPR foi desenvolvido dentro
do projeto intitulado “Meninas na Matematica: Procuram-se Arletes”, que possui
financiamento do CNPq - Conselho Nacional de Desenvolvimento Cientifico e
Tecnologico (processo 442132/2018-2) e é coordenado pela Professora Elizabeth
Wegner Karas. O projeto, que deseja motivar e influenciar mulheres a seguir
carreiras dentro das ciéncias exatas, conta com a participacéo de trés bolsistas da
graduacdo da Universidade Federal do Parana (UFPR) e quinze bolsistas de
ICJanior das cinco escolas publicas participantes, além de parcerias com outros
projetos da UFPR.

Este trabalho tem como objetivo principal introduzir o leitor ao universo dos
problemas inversos e apresentar algumas técnicas para encontrar a sua solucao.

Serdo apresentadas algumas das técnicas de regularizagcdo mais usadas
para resolver problemas inversos discretos e lineares, entre elas a regularizacdo de
Tikhonov e a regularizacdo denominada de decomposicdo em valores singulares
truncada ou TSVD. Esta ultima técnica é de uso estendido em processamento de
imagens digitais. Em patrticular, sera aplicado o método de regularizacdo da TSVD

no problema da compressao de imagens.

Palavras-chave: Métodos de Regularizacdo. Problemas Inversos.

Decomposi¢cdao em Valores Singulares.



1. INTRODUCAO

Os Problemas Inversos aparecem em diversas areas do conhecimento,
como, por exemplo, em imagens médicas, em geofisica e ciéncias ambientais, em
engenharias e, de forma geral, estdo relacionados com a determinacéo de causas
desconhecidas atraves de efeitos observados.

Uma das principais caracteristicas de um problema inverso é que, em geral,
ele ndo satisfaz pelo menos um dos postulados do matematico Jacques Hadamard
para problemas bem postos. Para Hadamard, um problema bem-posto é aquele que
cumpre as condicdes de existéncia, unicidade e estabilidade. Isto significa que nos
problemas inversos pode ocorrer que nao exista solucao, que no caso de existir esta
ndo seja Unica ou que a solucdo ndo dependa continuamente dos dados do
problema. A estabilidade € necesséaria para garantir que pequenas variacbes nos
dados resultem em pequenas mudancas na solugdo, logo a perda da estabilidade
implica sérias dificuldades na hora de resolver numericamente um problema inverso.

De acordo com [5], o problema de estabilidade pode ser facilmente

exemplificado por uma equacao algébrica do 2° grau:
ax?—2x+1 =0 (D

Para a = 1, temos as solugdes: x; =x, = 1. Introduzindo um erro de 1%
no coeficiente «, isto €, a = 1,01, a solugédo da equacéo (1) torna-se: x;, = 1 *
0,1 *1i, ou seja, com 1% de ruido em a a equacao (1) ndo tem mais solugédo dentro
dos nameros reais.

Outro exemplo a ser tratado é problema do tipo Ax = b, tal que

Py ®

Se tivermos o vetor b da forma b = [;] teremos a solugdo x = [g] Por
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200.021

Isso nos mostra que nao basta apenas resolver o problema Ax = b da forma

outro lado, para b = [2 %2] teremos a solucéo x = [

x = A~'b, mesmo que a matriz seja invertivel, pois, se ela estiver muito proxima de
ser singular, a estabilidade da solugcéo nao € garantida.
Uma das estratégias mais usadas para mitigar os problemas que resultam

7

da perda da estabilidade na solugdo dos Problemas Inversos € o conjunto de



técnicas matematicas chamadas de Métodos de Regularizacdo. A ideia central
destes métodos consiste em aproximar a solucdo do problema inverso mal-posto
por uma sequéncia de problemas bem-postos aproximados.

Formalmente, o problema inverso consiste em determinar os parametros x a
partir dos dados observados b, relacionados através do modelo descrito pelo
operador 4, isto €: Ax = b. Quando o operador A € linear, o problema inverso é dito
linear. A maior parte das técnicas de regularizacdo consiste em construir uma
familia de operadores dependentes de um parametro de regularizacéo R;, tal que no
limite quando o parametro A tende a zero, estes aproximem a inversa do operador
A, quando esta inversa existir, ou, em caso contrario, a pseudo-inversa de A. A
escolha do parametro de regularizacdo A é crucial neste tipo de método, ja que ele
estabelece um equilibrio entre a fidelidade da solu¢do aos dados observados e a
estabilidade. Entre os métodos mais destacados na literatura para a determinacao
de Aencontram-se o principio da discrepancia de Morozov, a validacdo cruzada

generalizada e o método da curva L.



2. METODOLOGIA
2.1 Decomposicado em valores singulares

Para poder descrever os métodos de regularizacdo estudados, foi
fundamental o estudo de uma fatoragdo muito conhecida: a decomposicdo em
valores singulares.

De acordo com Poole [4], temos a seguinte definicao:

Definicdo 1: Seja A uma matriz m X n. Os valores singulares de A s&o as raizes

qguadradas dos autovalores de A‘A e sdo denotados por oy, ...,0,. E convencional

ordenar os valores singulares de modo que o, = g, = - = 0g,.

Uma vez introduzidos os valores singulares, pode-se enunciar o seguinte

teorema da decomposicdo em valores singulares (SVD).

Teorema 1. Toda matriz A, m X n, com valores singulares ¢, = 0, = -:- = 0g,, pode

ser fatorada como produto de trés matrizes:

A=UXVt

onde

e I/ € uma matriz ortogonal n X n construida a partir de um conjunto ortonormal

de autovetores associados aos autovalores da matriz A'A, dado por

{vl, vZJ ey vn};

e U é uma matriz ortogonal m X m, cujos elementos sdo determinados por

1 .
u; = Avi,l=1,...,m;
i

o
Observacao 1: Se A tem r valores singulares nao nulos, encontram-se r colunas de
U. Caso r <m, ndo haverd uma base de R™. Nesse caso, sera necessario
determinar os m —r vetores de R™ restantes de forma conveniente, como por

exemplo, recorrendo a ortogonalizacdo de Gram-Schmidt tendo por base os

versores candnicos.

e Y é uma matriz “diagonal” m x n. Supondo que A tem r valores singulares

nao nulos, teremos X da forma:



JT; n:r
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S T or
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Observacao 2: Os valores singulares encontrados sdo unicos. O mesmo nao pode

ser garantido para os vetores u; e v;.

E sempre bom lembrar que matrizes ortogonais s&o muito boas, pois elas
sdo estaveis, ou seja, nao amplificam os erros do nosso problema.
Outra forma muito conveniente de escrever a SVD é a forma de produto, na

qual a matriz A é representada como soma de matrizes de posto um.

Teorema 2: Seja A uma matriz m X n, com r valores singulares ndo nulos. Sejam
uy, ... , U, @s colunas da matriz U, denominados vetores singulares a esquerda de A
e v4,..., 0, as colunas da matriz ¥V, denominados vetores singulares a direita de A.

Entdo, a matriz A pode ser escrita ha forma:

T
A =ocu vt + -+ ount = Z ou;v;t (3)
i=1

Esta forma de representar a matriz A € denominada forma de produto da SVD.

Observe que r, ou seja, 0 numero de valores singulares ndo nulos de A,
corresponde ao posto da matriz.

A forma de produto (3) da SVD sera muito atil no estudo dos métodos de
regularizacdo da secéao 3.

As demonstracdes dos teoremas 1 e 2 podem ser vistas em Poole [4].
2.1.1 Numero de condicao

Ao lidar com matrizes, existe a possibilidade de se ter uma matriz invertivel
ou uma matriz ndo invertivel, chamada de matriz singular. No entanto, observa-se
certa dificuldade em resolver alguns problemas lineares onde os erros crescem de
forma mais relevante do em que outros problemas. Para poder diferenciar estas

situacgdes, € introduzido o numero de condicdo da matriz do sistema. Um problema



com um numero de condicdo pequeno é chamado de bem condicionado, ao passo
gue um problema que possui um namero de condicdo elevado € chamado de mal
condicionado.
Problemas mal condicionados sdao aqueles onde pequenas modificacoes
nos coeficientes resultam em grandes modificacdes na solu¢cdo, como visto em (2).
Matricialmente, isso ocorre quando a matriz A estd muito proxima de ser singular.
Através da SVD, pode-se calcular o numero de condicdo de uma matriz A.

Segundo [4], ele é dado por:

cond(A) = %

n

onde o, € 0 maior valor singular e o, 0 menor valor singular de A. A partir da
definicdo, resulta claro que sempre ocorre que cond(A) > 1.

A importancia deste nimero pode ser mostrada na seguinte situacdo: dado

o problema Ax = b e escrevendo-o como:
A(x+6x) = b+ b

tem-se a seguinte relagéo:

|| < cond(A) Il
llxll 16l

Observe que, se o numero de condi¢ao for muito grande, ele ira predominar
grande parte do valor da parcela da direita. Com isso, ndo ha como garantir que
peguenas variacdes em b impliquem em pequenas variacdes em x. Assim, matrizes

com numeros de condi¢do pequenos garantem estabilidade.
2.1.2 Pseudo-inversa
De acordo com Boos [2], temos a seguinte definicao:

Definicdo 2: Sejam A uma matriz m Xxn e X uma matriz n X m. Considere as

seguintes condicdes, conhecidas como condi¢cdes de Penrose:

. AXA = A;
. XAX = X;
.  (AX)t = AX;

IV. (XA)t = XA.



Se X satisfaz essas quatro propriedades, entdo X é conhecida como a inversa de
Moore-Penrose, ou simplesmente pseudo-inversa, e € denotada por AT,

Dentre as diversas maneiras de computar a pseudo-inversa, uma delas &
usando a SVD da matriz A, e esta é feita de acordo com a seguinte definicdo dada
em [5]:

Definicdo 3: Seja A=UXV! a fatoracdo SVD de uma matriz A, m xn, onde

2 = [g g] e D & uma matriz diagonal r X r que contem os valores singulares

diferentes de zero o, > 0, = -+ = o, > 0 de A.
A pseudo-inversa (ou inversa de Moore-Penrose) de A é a matriz AT, n x m, definida
por

At =v xy-1yt

onde Y~ é uma matrizn x m

Temos que esta matriz satisfaz as quatro condic6es de Penrose descritas

anteriormente e sua demonstragéo pode ser encontrada em [2].



3. METODOS DE REGULARIZACAO

Inicialmente, ao falar de métodos de regularizacdo, pergunta-se qual a
razdo de regularizar um problema. Considere a seguinte situagdo: existe um
conjunto de observacdes e deve-se recuperar a funcdo que produziu aquelas
informacgdes. No entanto, essa informacdo ndo € exata, logo métodos tradicionais
como x = A~1b ndo funcionam.

Neste caso, 0 que deve ser feito? Ao falar de um problema inverso, néo
interessa a solucdo exata do problema Ax = b, pois os valores observados em b
nao sao exatos, ou seja, na regularizacdo, pode-se permitir uma variagdo nos
dados. Um exemplo € o caso dos quadrados minimos, onde os dados observados
sdo perturbados e, ao procurar uma solucao, nao busca-se uma reta que passe por
todos os pontos, ja que ela ndo existe, mas sim a reta que melhor aproxima a
solugéo.

A ideia destes métodos € conseguir analisar e encontrar a solucdo de um
problema mal-posto através da solu¢cdo de um problema associado que € bem-
posto. O método de regularizacdo define um operador regularizador que depende
de um parametro de regularizacao A, de forma que, no limite, quando o parametro 1

tende a zero, é possivel garantir a convergéncia para a solucéo desejada.
3.1 Regularizacdo nos quadrados minimos

Um dos métodos de regularizacdo mais antigos é o dos quadrados minimos.
Este método independente de parametros, mas também funciona como
regularizacdo, pois ao invés de resolver o problema exato, minimiza-se o quadrado

do residuo e é feita uma aproximacao.

Dado o problema Ax = b, deseja-se encontrar
x = argmin ||Ax — b||3

onde b = bgyao + Ob.
Para solucionar o problema dos quadrados minimos, usam-se as equacdes
normais:
Ax = b
AtAx = A'b
x = (AtA) ~1AtDh



Usando a forma de produto (3) da SVD, tem-se

S uth
x=ATb=Z — v,

O-.

i=1

onde AT é a pseudo-inversa de A.

Como ja foi observado, problemas podem aparecer ao considerar b =
bexato + 6b:
x = A (bexato + 6b) = ATboraro + ATSD

T r

t t
_ U; bexato U; b
= —v; + Vi
i Oi

i=1 i=1

O erro corresponde a segunda parcela da soma e torna-se dominante
guando a componente do erro dos dados esta na direcdo do vetor singular
associado ao menor valor singular, pois se o menor valor singular for pequeno, o
valor do erro cresce e contaminara a solucdo. Portanto, deve-se reduzir este efeito

indesejavel estabilizando a solu¢do usando alguma técnica de regularizacéao.
3.2 Regularizacao de Tikhonov
Conforme Bazan [1], a regularizacdo de Tikhonov substitui o problema

x = argmin ||Ax — b||3
por
x = argmin {||Ax — b||3 + 2%||L(x — xo)13}

onde |[|Ax - b||z é o residuo, ||L(x- x0)||z é o tamanho da solucdo e 1 é o

parametro de regularizacdo. O vetor x, € uma aproximacao inicial para a solucao,
caso esteja disponivel. Aqui, assume-se 0 caso mais comum, que € quando ndo ha
nenhuma informacéao inicial, ou seja, tem-se x, = 0.

O desafio é escolher um parédmetro A correto tal que x; aproxime a solucao
exata X yqto-

Ao procurar 0 minimo desta equacdo, tem-se a equacdo normal
regularizada:

x; = (AYA+ A2LEL)71A'D



A escolha do operador L depende do problema analisado. Ao buscar a

solugédo de norma minima, usa-se L = [. Deste modo, a equacado normal utilizada é:
x; = (A'A+ A2°D)"tAth

Note que, para 4 = 0, tem-se a regularizacdo dos minimos quadrados.
Note também que poderia n&o existir inversa da matriz (44 + A2I). No entanto, ao
escolher 1 > 0, mesmo que A seja pequeno, essa matriz sempre tera inversa e
sempre € possivel encontrar uma solu¢cdo, chamada solugcdo de Tikhonov
regularizada.

A solucgéo regularizada pode ser escrita usando a forma de produto (3) da

SVD da seguinte forma:

r

ufb
X) = fi v;
; O;
i=1

sdo chamados de filtros de regularizacéo de Tikhonov e r € o posto

2
g

o7+ A2

onde fi =

da matriz A.

1, o; > A

A partir da expressao que define fi, resulta que: fi = {42 .
1_2' ] KA

Se 1 é muito grande, a solucdo pode néo ter incorporado boa parte das
informacdes do problema. Mas se 1 é muito pequeno, tem-se fi =1 e
provavelmente pouco ruido serd filtrado. Deste modo, observa-se a importancia de

escolher o parametro de regularizacédo A corretamente.
3.3 Regularizacao através da TSVD

O método da decomposicdo em valores singulares truncada (TSVD) é muito
eficiente para reduzir o tamanho de uma matriz e guardar apenas as informacdes
correspondentes aos seus k primeiros valores singulares.

Segundo [4], seja A uma matriz m X n com posto(A) = r. Escrevendo A na
forma de produto (3), tem-se

A = oqu vt + -+ ot

Defina k < r e escreva:

Ay = oyu vyt + o+ o vt (4)



Tendo em vista que cada vetor u; tem m entradas e cada vetor v; tem n

entradas, este método precisara de um espaco de armazenamento para apenas
km + kn + k = k(m+n + 1)

nameros. Neste caso, supfe-se que os valores singulares oy,0,...,0, Sejam
suficientemente pequenos, ou seja, mesmo sendo ignorados, € possivel produzir
uma boa aproximacao de A.

E possivel afirmar que:

e A, € uma aproximagdo de A que mantem apenas os primeiros k valores e 0s

vetores singulares correspondentes;
e A, é amelhor aproximagdo de posto(k) da matriz A: ||A — Ax|| = o1
3.4 Aplicacdo da TSVD em compressao de imagens

As imagens digitais sdo extremamente importantes em varias areas, como
na medicina, biologia e astronomia. Sua transmisséo é feita na forma de matrizes
enormes e elas precisam de muito espaco de armazenamento.

Nesse contexto surge uma das mais impressionantes aplicacées da TSVD,
gue € o seu uso em compressao de imagens. O objetivo principal é reduzir o espaco
de armazenamento da imagem e fazer com que sua transmisséo seja feita de forma
mais rapida sem perder informacfes essenciais.

Como visto em [3] e [4], o0 primeiro passo ha compressao de uma imagem
visual é representa-la como uma matriz numérica. Por exemplo, suponha que vocé
tem uma imagem em preto e branco com um tamanho de 626 x 421 pixels. Cada
pixel € um dos 256 tons de cinza, que podem ser representados por um numero
entre 0 e 255. Armazenando essa informagcdo em uma matriz A, tem-se uma matriz
de tamanho 626 x 421, ou seja, sdo 263.546 numeros armazenados.

Os menores valores singulares da SVD da matriz A detém as partes menos
importantes da imagem e muitas delas podem ser ignoradas. Isto é feito através da
TSVD.

Como visto em (4), pode-se escrever a matriz A em sua forma truncada
para algum k < r:

Ap = oqug vt + -+ opug vt



Para o exemplo de 626 x 421, ao escolher k = 20, sao transmitidos apenas
os dados correspondentes aos primeiros 20 valores singulares. Entdo, ao invés de
transmitir 263.546 numeros, € necessario apenas enviar 20 valores singulares, 20
vetores uy, u,, ..., Uyg €m R%26 e 0s 20 vetores vy, v,, ..., V50 €M R*21 ou seja, um
total de

20 X (1+ 626 +421) = 20.960

nameros. Assim, tem-se uma economia de 92% em relacdo a matriz original.
3.4.1 Exemplo

A Figura 1 é uma imagem de 626 x 421 pixels, da mesma forma que foi
tratado anteriormente. Esta imagem tem 256 tons de cinza, logo, sua matriz A

correspondente é de tamanho 626 x 421, com elementos entre 0 e 255.

Figura 1
Ao aproximar A de A, obtem-se uma imagem que corresponde aos primeiros
k valores singulares de A. A Figura 2 mostra varias dessas imagens para valores de

k de 4 a 54. No inicio, a imagem é muito embacada, mas rapidamente toma forma.

Note que a matriz As, ja produz uma boa aproximacédo da imagem real.



Figura 2

Os primeiros valores singulares de A séo o; = 77013.83, 0, = 12311.74235,
03 = 6365.72103, enquanto o0s Ultimos sdo g,,, = 3.36397 € 04,; = 3.28147. Os
valores singulares menores contribuem muito pouco para a imagem, razao pela qual
as aproximacdes rapidamente parecem tédo préximas da imagem original.

O processamento digital da imagem foi realizado em Matlab de acordo com

0s passos apresentados em [3].



4. CONSIDERACOES FINAIS

Este trabalho pode ser divido em trés partes essenciais. Na primeira parte,
foram apresentadas ferramentas fundamentais de A&lgebra linear como a
decomposicdo em valores singulares e a pseudo-inversa de uma matriz. Na
segunda parte, foram introduzidos os métodos de regularizacdo de Tikhonov e a
TSVD e, por ultimo, o método da TSVD foi aplicado em um problema de
compresséao de imagens.

Observa-se que o estudo da fatoragdo SVD foi de extrema importancia para
a formulacdo dos métodos de regularizacdo, pois sua forma de produto permite
representar estes métodos de uma forma muito eficiente.

A regularizacdo de Tikhonov é certamente uma das mais populares.
Mostrou-se que ela consiste em minimizar um funcional apropriado, visando
encontrar uma aproximacao para a solucéo do problema inverso.

Ao falar de imagens digitais, percebe-se que elas sdo muito importantes em
diversas areas. Como elas sdo transmitidas na forma de matrizes extensas, €
exigido muito espaco de armazenamento. Por isso, torna-se necessério o estudo de
métodos que acelerem a transmissdo eletrdnica de imagens e utilizem menos
espaco de armazenamento. Ao analisar esse problema, vantagens foram
observadas na reconstrucdo de uma imagem digital usando um conjunto de dados
reduzidos e a regularizacdo através da TSVD se mostrou muito eficiente como
ferramenta de compresséo, armazenamento e transmissdo de imagens digitais.

E evidente que o trabalho realizado exigiu uma série de conhecimentos, de
areas diversas, para que os objetivos fossem alcancados.

Por fim, vale ressaltar que estd experiéncia de pesquisa, producdo de
relatorios, orientacdo e apresentacdo, juntamente com todos o0s conteudos
aprendidos no decorrer do trabalho, foram de grande importancia para minha

formacéo académica.
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