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REDES NEURAIS ARTIFICIAIS (RNA)

•Tem habilidades de adquirir e armazenar
conhecimento para realizar uma tarefa.

•Consistem em modelos inspirados no cérebro
humano.

•O neurônio artificial imita o neurônio biológico.



SÃO CAPAZES DE:

•APRENDER a partir de amostras de treinamento.

•GENERALIZAR a partir do conhecimento
adquirido.

•SE ADAPTAR ajustando-se a uma nova
realidade.



NEURÔNIO BIOLÓGICO      X REDE NEURAL ARTIFICIAL



NEURÔNIO BIOLÓGICO
Os dentritos são responsáveis pelo
recebimento e condução das
informações vindas de outros
neurônios ou do meio externo onde
podem estar em contato.

Um potencial de ativação é produzido e indicará se os impulsos nervosos
serão ou não conduzidos para outros neurônios por meio do axônio.

O corpo celular é encarregado de
coletar e processar as informações
enviadas pelos dentritos.

A terminação dos axônios é ramificada e recebe a denominação de
terminações sinápticas, que se conectam, mesmo que sem contato físico com
os dentritos de outros neurônios. Esse contato que se encarrega de transferir os
impulsos nervosos de um neurônio para outro é chamado de sinapse.



NEURÔNIO ARTIFICIAL
Os neurônios recebem os sinais de
entrada. O corpo do neurônio realiza a
soma da multiplicação termo a termo
entre os sinais de entrada (representando
os impulsos elétricos captados pelos
dentritos) e os pesos sinápticos que
informam o quão relevante é cada uma
das entradas no neurônio.

O resultado da soma da multiplicação (+ um fator corretivo chamado bias)
representa a saída do corpo celular artificial. Tal valor é apresentado a
uma função de ativação (representando o axônio) responsável por limitar a
saída do neurônio (terminações sinápticas), evitando o acréscimo
progressivo dos valores de saída ao longo das camadas da rede.



Treinar uma rede neural artificial significa 
encontrar valores ideais para os pesos 
sinápticos e bias.



APLICAÇÕES DE RNA

•Classificação



APLICAÇÕES DE RNA

https://www.youtube.com/watch?v=chNXBcd2QNY

https://www.youtube.com/watch?v=chNXBcd2QNY


APLICAÇÕES DE RNA

•Previsão



PERCEPTRON

Rede neural artificial mais simples que consegue resolver
qualquer problema de classificação de dados linearmente
separáveis.



EXEMPLO 1: RECONHECIMENTO DE PADRÕES

PONTOS
RESPOSTA
DESEJADA

A1=(0,2) 1

A2=(1,2) 1

A3=(1,3) 1

A4=(1,0) 0

A5=(2,1) 0

Podemos perceber que existe um “padrão de comportamento” nos
pontos apresentados. Podemos encontrar uma reta que separa os
dois padrões. Usaremos a rede Perceptron que é usada para
problemas linearmente separáveis.



PERCEPTRON 

Para o exemplo:



ALGORITMO PERCEPTRON
• PROPAGAÇÃO FORWARD (PARA FRENTE)      

𝑣" =$
%
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• PROPAGAÇÃO BACKWARD (PARA TRÁS)

𝛿" = 𝑑" − 𝜑 𝑣" 𝛿 é o gradiente local e 𝑑" a resposta desejada

∆𝑤% = 𝛾× 𝑥%×𝛿" 𝛾 é a taxa de aprendizagem, 0 < 𝛾 < 1
𝑤% 𝑛𝑜𝑣𝑜 = 𝑤% 𝑣𝑒𝑙ℎ𝑜 + ∆𝑤%
O bias também é um peso e atualiza-se da mesma forma:
∆𝜃 = 𝛾× 1×𝛿"

𝜃 𝑛𝑜𝑣𝑜 = 𝜃 𝑣𝑒𝑙ℎ𝑜 + ∆𝜃

Função de 
ativação 
sigmoide logística

Como não se tem a resposta 
desejada, coloca-se o elemento 
neutro da multiplicação



ALGORITMO PERCEPTRON

• PROPAGAÇÃO FORWARD (PARA FRENTE)      

𝑣" =$
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• PROPAGAÇÃO BACKWARD (PARA TRÁS)

𝛿" = 𝑑" − 𝜑 𝑣"

∆𝑤% = 𝛾 𝑥%𝛿"

𝑤% 𝑛𝑜𝑣𝑜 = 𝑤% 𝑣𝑒𝑙ℎ𝑜 + ∆𝑤%
∆𝜃 = 𝛾𝛿"

𝜃 𝑛𝑜𝑣𝑜 = 𝜃 𝑣𝑒𝑙ℎ𝑜 + ∆𝜃



SEPARAÇÃO APÓS 1< ITERAÇÃO



SEPARAÇÃO APÓS 2< ITERAÇÃO



Com este primeiro exemplo, podemos entender alguns pontos:

•O aprendizado é supervisionado, isto é, as respostas são conhecidas
pois a rede precisa aprender com os resultados conhecidos.

•O bias fornece maior liberdade na ponderação dos dados de
entrada, além de uma maior capacidade de aproximação da rede.
Também permite que um neurônio apresente uma saída não nula, caso
todos os dados de entrada sejam nulos.

•O treinamento é realizado por meio do backpropagation, que usa o
erro entre a saída apresentada e a saída calculada para atualizar os
pesos sinápticos e bias.



BACKPROPAGATION

O backpropagation é composto por duas fases:



BACKPROPAGATION

•FASE FORWARD (alimentação para frente) –
encarregada de apresentar as saídas calculadas pela
rede (os pesos sinápticos e bias não são alterados).



BACKPROPAGATION

•FASE FORWARD



BACKPROPAGATION

•FASE FORWARD



BACKPROPAGATION

•FASE FORWARD



BACKPROPAGATION

•FASE BACKWARD (alimentação para trás) –
responsável, após o cálculo do erro, pelas atualizações
dos pesos sinápticos e bias, visando a diminuição do
erro.



BACKPROPAGATION

•FASE BACKWARD



BACKPROPAGATION

•FASE BACKWARD



BACKPROPAGATION

•FASE BACKWARD



BACKPROPAGATION

•FASE BACKWARD



BACKPROPAGATION

•FASE BACKWARD



FUNÇÃO DE ATIVAÇÃO
Responsável por limitar a saída do neurônio, evitando
acréscimos progressivos. As mais usadas são:

• Sigmoide logística – saída entre 0 e 1 (valores contínuos) 

𝜑 𝑣 = >
>?@AB



FUNÇÃO DE ATIVAÇÃO
Responsável por limitar a saída do neurônio, evitando
acréscimos progressivos. As mais usadas são:

• Tangente hiperbólica – saída entre -1 e 1 (valores contínuos) 

𝜑 𝑣 = tanh 𝑣 = @B-@AB

@B?@AB



FUNÇÃO DE ATIVAÇÃO
Responsável por limitar a saída do neurônio, evitando
acréscimos progressivos. As mais usadas são:

• Gaussiana– saída entre 0 e 1 (valores contínuos) 

𝜑 𝑣 = 𝑒
A BAG H

HIH

𝜇 é o centro da função de 
ativação e 𝜎 é o desvio padrão 
de 𝑣 em relação a 𝜇



FUNÇÃO DE ATIVAÇÃO
Responsável por limitar a saída do neurônio, evitando
acréscimos progressivos. As mais usadas são:

• Função linear – qualquer saída 

𝜑 𝑣 = 𝛼𝑣, 𝛼 ∈ ℝ



FUNÇÃO DE ATIVAÇÃO
Responsável por limitar a saída do neurônio, evitando
acréscimos progressivos. As mais usadas são:

• Função degrau – saída 0 ou 1 

𝜑 𝑣 = P1, 𝑠𝑒 𝑣 ≥ 0
0, 𝑠𝑒 𝑣 < 0



FUNÇÃO DE ATIVAÇÃO
Responsável por limitar a saída do neurônio, evitando
acréscimos progressivos. As mais usadas são:

• Função degrau bilopar (adaptação da função degrau)

Saída 1, 0 ou -1

𝜑 𝑣 = S
1, 𝑠𝑒 𝑣 > 0
0, 𝑠𝑒 𝑣 = 0
−1, 𝑠𝑒 𝑣 < 0

Saída 1 ou -1

𝜑 𝑣 = P 1, 𝑠𝑒 𝑣 ≥ 0
−1, 𝑠𝑒 𝑣 < 0



TAXA DE APRENDIZAGEM (𝛾)

• Informa o quão rápido uma rede irá identificar e gravar os padrões
de entrada.

• Uma taxa alta pode resultar em atualizações oscilatórias, podendo
não obter padrões eficientes. Uma taxa pequena tornará o
aprendizado mais estável, porém em um processo mais lento.

•O ideal é começar com um valor mais alto (por exemplo 0,8) e a
cada iteração reduzir um pouco (𝛾 = 0,99𝛾).

• Para garantir estabilidade e manter alta a taxa de aprendizagem,
algumas vezes um termo chamado momento é incluído na atualização
dos pesos:

∆𝑤% = 𝛾𝑥%𝛿 + 𝜶∆𝑤%(𝑎𝑛𝑡𝑒𝑟𝑖𝑜𝑟)



GRADIENTE LOCAL (𝛿)
•É usado para encontrar a direção em que o erro
decresce mais rapidamente.

•Para redes do tipo perceptron, o gradiente é tomado

como sendo o próprio erro (𝑒𝑟𝑟𝑜% = 𝑑% − 𝜑(𝑣%)).

•Para redes com camadas ocultas (ou camadas
intermediárias) – as Perceptron de Múltiplas Camadas
(MLP) – o gradiente local pode ser calculado de duas
maneiras, de acordo com a camada que o neurônio 𝑗
está situado:



GRADIENTE LOCAL (𝛿)
Ø𝑗 pertence a camada de saída:
Para fins de minimização (facilitará os cálculos), o erro

pode ser tomado como: 𝑒𝑟𝑟𝑜 = >
^
𝑑 − 𝜑 𝑣 ^

.

A ideia é minimizar esse erro seguindo na direção −_@``a
_b

.
𝜕𝑒𝑟𝑟𝑜
𝜕𝑤

= 𝑑 − 𝜑 𝑣 −𝜑’ 𝑣
Se 𝜑 𝑣 é a sigmoide logística, 𝜑 𝑣 = ⁄1 (1 + 𝑒-.) ,
então:
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_b

= 𝑑 − 𝜑 𝑣 ×(−𝜑 𝑣 1 − 𝜑 𝑣 ) e 

−
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= 𝑑 − 𝜑 𝑣 × 𝜑 𝑣 1 − 𝜑 𝑣 = 𝜹

GRADIENTE LOCAL (𝛿)



GRADIENTE LOCAL (𝛿)
Ø𝑗 pertence a uma camada oculta:

Usando novamente a função sigmoide logística e
minimizando o erro, tem-se:

𝛿% = 𝜑(𝑣%)(1 − φ 𝑣% )δj𝑤j%

ℎ é a camada consecutiva à camada do neurônio 𝑗.

Dedução em: SIQUEIRA [s.a.]



MULTI LAYER PERCEPTRON (MLP)
(PERCEPTRON DE MÚLTIPLAS CAMADAS)



MLP

As redes do tipo perceptron só conseguem classificar
corretamente todos os dados se estes são linearmente
separáveis, isto é, uma reta separa corretamente os dados.



MLP
•Para resolver problemas não-lineares, acrescentam-se camadas

(chamadas de camadas ocultas ou intermediárias) entre a camada
de entrada e a camada de saída.

•Cada camada tem uma função específica:

a) A camada de saída recebe os estímulos da camada oculta e
constrói o padrão que será a resposta;

b) As camadas ocultas funcionam como extratoras de características,
seus pesos são uma codificação de características apresentadas
nos padrões de entrada e permitem que a rede crie sua própria
representação, mais rica e complexa do problema.



Como escolher o número de camadas de uma rede?



Representação de uma MLP com uma camada oculta



Passos do algoritmo MLP com função de ativação sigmoide 
logística (notação: 𝜑 𝑣" = 𝑎")
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Observações:

• Inicialização dos pesos: geralmente os pesos são inicializados de forma
aleatória, porém pode-se começar com valores vindos de outros algoritmos
ou de testes empíricos.

• Critério de parada: a rede pode ser considerada treinada quando atingir um
erro considerado satisfatório.

• Após todos os dados de entrada terem passado pela rede uma única vez,
finaliza-se a 1< iteração e então calcula-se o erro global dado por:

𝑒𝑟𝑟𝑜 𝑘 =
1
𝑁
$
%p>

q

𝑑% − 𝑎%
^

onde 𝑁 representa o número de padrões de entrada para o treinamento.



Observações:

• Em geral, o 𝑒𝑟𝑟𝑜 𝑘 representa o quanto as saídas calculadas para
um determinado padrão de entrada difere da real resposta.

•O treinamento pode parar quando este erro for suficientemente
pequeno, ou seja, 𝑒𝑟𝑟𝑜 𝑘 ≤ 𝜀, com 𝜀 estipulado pelo usuário.

•Outros critérios de parada que podem (devem) ser usados em
conjunto com o critério do erro são: número máximo de iterações e
tempo máximo de processamento.



Observações:

•Separação de conjuntos: geralmente separam-se os dados
em dois conjuntos: treinamento e validação. O conjunto de
treinamento consiste entre 70 e 90% do total de dados e é
usado para treinar a rede (ajuste dos pesos). Já o conjunto
de validação é usado para medir o desempenho da rede
em um conjunto de dados nunca visto antes pela rede.



Observações:

•Overfitting (super treinamento): a rede memoriza os
padrões de treinamento ao invés de extrair as
características gerais gravando suas peculiaridades e
ruídos. Assim ela é super especializada nos dados de
treinamento, mas não obtêm bons resultados para os dados
de validação.



Observações:

•Underfitting (pouco treinamento): é quando a complexidade
do problema supera a complexidade da rede e esta não é
capaz de descrever e representar o domínio do problema.
Geralmente acontece quando a arquitetura da rede está
mal definida. Recomenda-se aumentar o número de
neurônios na camada oculta.



Observações:

•Validação cruzada: é usada para evitar o overfitting.
Consiste em, com certa frequência (pode ser a cada
iteração ou 5 a 10 iterações), verificar o erro para o
conjunto de validação. E quando este erro aumentar, para-
se o treinamento.



Observações:

Curvas de 
erro de 
treinamento



Observações:

•Embaralhar: a cada iteração é recomendável fazer um
sorteio na sequência de apresentação dos padrões de
entrada durante o treinamento.

•Momento: é uma estratégia usada para evitar mínimos
locais na curva de erro pois essa curva pode conter
montanhas e vales e a RNA pode ficar presa em um ponto
de mínimo local.



Observações:

•A aprendizagem com momento usa uma memória
(incremento anterior) para aumentar a velocidade e
estabilizar a convergência.

•Consiste em aplicar uma constante 𝛼 sobre a mudança no
vetor de pesos da última iteração, somando-se a esta a
correção de direção da iteração atual.



Observações:

•Se a última mudança de pesos foi em uma direção
particular, o termo momento faz com que a próxima
mudança de peso seja mais ou menos na mesma direção
que a anterior.

•Dependendo da situação, este pequeno desvio pode ser
suficiente para evitar que a rede caia em um mínimo local.

•Geralmente 0,5 ≤ 𝛼 ≤ 0,9.



Observações:



Observações:

•Quando 𝛼 é incluído e 𝛾 é pequena: demora para o mínimo ser
alcançado (trajetória a).

•Quando 𝛼 não é incluído e 𝛾 é alta: o mínimo nunca é alcançado
porque ocorrem oscilações (trajetória b).

•Quando 𝛼 é incluído e 𝛾 é alta: o mínimo é alcançado rapidamente
(trajetória c).



Observações:

•Valores numéricos: uma rede neural só aceita valores numéricos,
assim as entradas precisam ser codificadas.

•Se um valor é contínuo (ex. temperatura, altura, peso, ...), então
ele pode ser usado diretamente, porém recomenda-se uma
normalização (transformar os dados para uma mesma escala).

Possíveis normalizações:

𝑥ua`v<wkx<ya =
z-véyk<(z)
y@|.."(z)

𝑥ua`v<wkx<ya =
z-vku(z)

v<z z -vku(z)
valores ficam entre [0, 1].



Observações:

•Se um valor é categórico, então se utiliza uma codificação com
valores binários.

Exemplo: P 𝐹𝑟𝑖𝑜 = 0
𝑄𝑢𝑒𝑛𝑡𝑒 = 1 Exemplo: P𝑛ã𝑜 = 0

𝑠𝑖𝑚 = 1

Uma rede que responde frio ou quente tem apenas uma saída com
função de ativação sigmoide logística.



Observações:

Atributos com mais de dois valores: número de entradas igual ao
número de valores.

Exemplo: S
1 0 0 = 𝐹𝑟𝑖𝑜
0 1 0 = 𝑀𝑜𝑟𝑛𝑜
0 0 1 = 𝑄𝑢𝑒𝑛𝑡𝑒

Uma rede que responde quente, morno ou frio possui três saídas com
função de ativação logística.



OUTROS TIPOS DE REDES NEURAIS (não abordadas 
neste curso)

• Redes de Bases Radias (RBF)

• Redes recorrentes

• Redes de Kohonen

• Redes Neurais Convolucionais
(https://www.youtube.com/watch?v=1_c_MA1F-vU)



UMA BREVE IDEIA DE OUTRAS REDES NEURAIS

•Redes de Bases Radias (RBF)



UMA BREVE IDEIA DE OUTRAS REDES NEURAIS

•Redes Recorrentes



UMA BREVE IDEIA DE OUTRAS REDES NEURAIS

•Redes de Kohonen (Self Organized Maps – SOM)



VÍDEO-AULAS RECOMENDADAS DE PERCEPTRON/MLP:

• Introdução: https://www.youtube.com/watch?v=9zv56aEdXxs

• Perceptron: https://www.youtube.com/watch?v=7szgyNs9po0

• Perceptron (aula prática): https://www.youtube.com/watch?v=ZfIb__rg2As

• MLP: https://www.youtube.com/watch?v=XD5cCPAnQOM

• MLP (aula prática): https://www.youtube.com/watch?v=AcYHsKlIj5E

https://www.youtube.com/watch?v=9zv56aEdXxs
https://www.youtube.com/watch?v=7szgyNs9po0
https://www.youtube.com/watch?v=ZfIb__rg2As
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