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RESUMO 
 

As séries temporais sempre trazem muitas informações em seu histórico, que 

podem ser utilizadas para projetar seu comportamento futuro. As projeções são 

extremamente importantes para as empresas, pois elas garantem que a demanda 

poderá ser suprida. Existem diversas formas de se realizar uma projeção e de medir 

sua acurácia, assim, este trabalho teve como objetivo avaliar a acurácia de diferentes 

métodos de projeção aplicadas ao Índice Nacional de Preços ao Consumidor Amplo 

(IPCA). Foram avaliados sete modelos de projeções de séries temporais, incluindo 

uma combinação dos outros seis modelos gerada por um algoritmo de Machine 

Learning, com a metodologia Random Forest. 

 

Palavras-chaves: Séries Temporais. Projeções. Acurácia. Aprendizado de Máquina. 

Árvores de Decisão. 
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ABSTRACT 
 

Time Series can bring a lot of important information in their history, that can be 

used to predict their future. Time Series Forecasts are extremely important to 

organizations, because they can ensure that the demand will be met. There are a lot 

of different ways to generate forecasts and measure their accuracy, therefore, the goal 

of this study is to evaluate the accuracy of different methods of forecasting applied to 

the IPCA. Seven forecasting methods were evaluated, including a combination of the 

other six by a Machine Learning algorithm, using the Random Forest technique.  

 

Keywords: Time Series. Forecasting. Accuracy. Machine Learning. Random Forest. 
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1 INTRODUÇÃO   

 

No setor industrial, segundo Júnior (2007), um dos principais fatores a  

contribuir para a eficiência da cadeia produtiva das empresas que operam com  ênfase 

na produção para estoque é a previsão da demanda, que é fundamental  para o 

planejamento da produção, e também para o início do processo de  suprimento. 

Assim, o desempenho da empresa está diretamente relacionado à  acurácia de suas 

previsões. Pode-se perceber que grandes variações nesse  processo implicam em 

não atendimento da demanda, atraso no atendimento e/ou  excesso de estoques. 

Essas condições certamente aumentam custos e afetam a  lucratividade do negócio.   

  Este trabalho apresenta um estudo sobre metodologias de projeções de  séries 

temporais, que visa analisar a acurácia de diferentes modelos.  Cada modelo será 

avaliado individualmente, e depois será feito um estudo utilizando  o Random Forest, 

técnica de Machine Learning, que irá ponderar esses modelos,  formando uma nova 

equação de projeção. O objetivo é comparar a acurácia  dos modelos individuais com 

o modelo gerado a partir do Random Forest, para  verificar a viabilidade da utilização 

do Machine Learning em projeções de séries  temporais aplicando a série histórica do 

Índice Nacional de Preços ao Consumidor  Amplo (IPCA). 
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2. REFERENCIAL TEÓRICO 

 

2.1 SÉRIES TEMPORAIS 

 

Uma série temporal pode ser definida como uma coleção de observações feita 

sequencialmente ao longo do tempo, geralmente em intervalos uniformes. São 

exemplos de séries temporais: Vendas diárias de jornal em uma banca, população de 

um determinado país ao longo dos anos e temperatura (ºC) de uma cidade ao longo 

do dia. 

A maioria das séries temporais são estocásticas, ou seja, podem ser definidas 

por um componente determinístico (que pode ser modulado) e um componente 

estocástico (aleatório). 

Ehlers (2007) diz que um processo estocástico pode ser definido 

matematicamente como uma coleção de variáveis aleatórias ordenadas no tempo e 

definidas em um conjunto de pontos. 

As séries temporais apresentam algumas características, que serão definidas 

a seguir. 

 

2.1.1 Tendência 

 

 Padrão de crescimento ou decrescimento da variável ao longo do tempo. 

 

2.1.2 Sazonalidade 

 

 Variações relacionadas a algum período de tempo, como semana, mês, ano, 

etc. 

 

2.1.3 Ciclos 

 

 Variações que, apesar de periódicas, não são associadas a nenhuma medida 

temporal. São exemplos: Ciclos econômicos e ciclos de epidemias. 

 

2.1.4 Estacionariedade 
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 Uma série estacionária é aquela que se desenvolve com média, variância e 

autocorrelação constantes. Isso implica em um equilíbrio, ou estabilidade estatística 

nos dados. (MONTGOMERY & JENNINGS, 2008). 

 

2.1.5 Autocorrelação 

 

 A autocorrelação tem como objetivo verificar se as observações são 

dependentes e estão relacionadas entre si na série, o que contribui para identificar 

padrões como a sazonalidade. É obtida por meio do coeficiente de autocorrelação 

(ACF – Autocorrelation Function), onde a série é defasada em k períodos (ou lags) e 

comparada com ela mesma. 

 Montgomery e Jennings (2008) definem o ACF com uma defasagem k para 

uma série estacionária como: 

 

𝜌𝑘 =  
𝐸[(𝑦𝑡 − 𝜇)(𝑦𝑡+𝑘− 𝜇)] 

√𝐸[(𝑦𝑡 − 𝜇)²]𝐸[(𝑦𝑡+𝑘 − 𝜇)²]
=  

𝐶𝑜𝑣(𝑦𝑡 ,𝑦𝑡+𝑘) 

𝑉𝑎𝑟(𝑦𝑡) 
=  

𝛾𝑡

𝛾0
  

Onde: 

 𝑦𝑡 = observação no tempo t, 

 𝜇 = média das observações, 

 𝛾𝑡 = função de autocovariância no tempo t, 

 𝐸 = esperança matemática, 

 𝐶𝑜𝑣 = covariância, 

 𝑉𝑎𝑟 = variância. 

 

 

2.2 PROJEÇÃO 

 

Um dos principais objetivos ao analisar séries temporais é realizar projeções, 

que consiste em prever o comportamento esperado da série, com base em seu 

histórico, por meio de procedimentos matemáticos. Alguns dos métodos mais 

conhecidos serão abordados neste trabalho. 

Para Wheelwright (1985), os métodos de previsão supõem que as observações 

passadas (histórico de dados) contêm todas as informações sobre o comportamento 
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da série. Eles extrapolam as características observadas e geram previsões confiáveis 

se o futuro apresentar comportamento similar ao passado.  

 

2.2.1 MÉDIA MÓVEL SIMPLES (MMS) 

 

 Este método, também conhecido como Moving Average, consiste em aplicar a 

média aritmética dos n últimos períodos da demanda observada. (PEINADO & 

GRAEML, 2007). 

 

𝑌𝑡 =
∑ 𝑌𝑡−𝑖

𝑛
𝑖=0

𝑛
 , 𝑛 > 0, 

Onde: 

 𝑌𝑡 = Previsão no tempo t, 

 n = número de períodos utilizados para apurar a média móvel. 

  

  Quanto maior for o valor de n, maior será a influência das observações mais 

antigas. Na prática seu valor geralmente é 3, ou seja, a projeção para o próximo 

período, nesse caso, seria a média das últimas 3 observações.  

 

2.2.2 MÉTODO NAÏVE 

 

 Esse é um método muito simples, que consiste apenas em aplicar o último valor 

observado para todos os períodos de projeção. 

𝑌𝑡 = 𝑌𝑡−1, 

Onde: 

 𝑌𝑡 = Previsão no tempo t. 

 

 Esse modelo é muito eficiente para séries temporais utilizadas nas áreas de 

finanças e economia. (HYNDMAN & ATHANASOPOULOS, 2018). 

 

2.2.3 MÉTODO DRIFT 

 

 Esse método pode ser considerado uma alternativa para o método Naïve, com 

uma variação que permite que a projeção cresça ou decresça com o tempo. Essa 
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variação corresponde à média vista no histórico dos dados. (HYNDMAN & 

ATHANASOPOULOS, 2018). 

𝑌𝑇+ℎ = 𝑌𝑇 +
ℎ

𝑇−1
∑ (𝑌𝑡 − 𝑌𝑡−1)𝑇

𝑡=2 =  𝑌𝑇 + ℎ (
𝑌𝑇− 𝑌1

𝑇−1
), 

Onde: 

 𝑌𝑇+ℎ = Previsão no tempo T+h. 

 

 Isso equivale a desenhar uma reta do primeiro ao último ponto e extrapolar 

esta reta para o futuro. 

 

2.2.4 MÉTODO DE HOLT 

 

 Método proposto por Holt em 1957 que vai além do alisamento exponencial 

simples, proposto anteriormente, considerando agora a tendência dos dados. 

(HYNDMAN & ATHANASOPOULOS, 2018). 

𝑙𝑡 =  𝛼𝑦𝑡 +  (1 − 𝛼)(𝑙𝑡−1 + 𝑏𝑡−1) , 0 ≤  𝛼 ≤ 1, 

𝑏𝑡 =  𝛽(𝑙𝑡 − 𝑙𝑡−1) +  (1 − 𝛽)𝑏𝑡−1 , 0 ≤  𝛽 ≤ 1, 

Onde: 

 𝑙𝑡 = equação de nível no tempo t, 

 𝑏𝑡 = equação de tendência no tempo t, 

 𝛼 = coeficiente de nível, 

 𝛽 = coeficiente de tendência. 

 

 A equação de projeção se dá por: 

𝑌𝑡+ℎ =  𝑙𝑡 + ℎ𝑏𝑡. 

 

 Existem diferentes formas de se estimar os valores para os coeficientes 𝛼 e 

𝛽. Uma forma muito comum é utilizar o Erro Médio Absoluto, que será abordado 

futuramente neste trabalho. 

 

2.2.5 MÉTODO DE HOLT WINTERS 

 

 Esse método pode ser considerado uma extensão do método de Holt, agora 

considerando também a sazonalidade. Existem duas variações desse modelo, que se 

diferem pela natureza do componente sazonal. (HYNDMAN & ATHANASOPOULOS, 
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2018). 

Se sua variação for multiplicativa, ou seja, com amplitude que varia com o 

tempo, tem-se: 

𝑙𝑡 = 𝛼
𝑦𝑡

𝑠𝑡−𝑚
+ (1 − 𝛼)(𝑙𝑡−1 + 𝑏𝑡−1) , 0 ≤ 𝛼 ≤ 1, 

𝑏𝑡 = 𝛽(𝑙𝑡 − 𝑙𝑡−1) + (1 − 𝛽)𝑏𝑡−1 , 0 ≤  𝛽 ≤ 1, 

𝑠𝑡 = 𝛾
𝑦𝑡

(𝑙𝑡−1 + 𝑏𝑡−1)
+ (1 − 𝛾)𝑠𝑡−𝑚 , 0 ≤ 𝛾 ≤ 1, 

Onde: 

 𝑙𝑡 = equação de nível no tempo t, 

 𝑏𝑡 = equação de tendência no tempo t, 

 𝑠𝑡 = equação de sazonalidade no tempo t, 

 𝛼 = coeficiente de nível, 

 𝛽 = coeficiente de tendência, 

 𝛾 = coeficiente de sazonalidade, 

 𝑚 = frequência da sazonalidade. 

 

 A equação de projeção se dá por: 

𝑌𝑡+ℎ = (𝑙𝑡 + ℎ𝑏𝑡)𝑠𝑡+ℎ−𝑚. 

 

 Já no caso de sazonalidade aditiva, quando as variações sazonais são 

aproximadamente constantes, tem-se: 

𝑙𝑡 = 𝛼(𝑦𝑡 − 𝑠𝑡−𝑚) + (1 − 𝛼)(𝑙𝑡−1 + 𝑏𝑡−1) , 0 ≤ 𝛼 ≤ 1, 

𝑏𝑡 = 𝛽(𝑙𝑡 − 𝑙𝑡−1) + (1 − 𝛽)𝑏𝑡−1 , 0 ≤  𝛽 ≤ 1, 

𝑠𝑡 = 𝛾(𝑦𝑡 − 𝑙𝑡−1 − 𝑏𝑡−1) + (1 − 𝛾)𝑠𝑡−𝑚 , 0 ≤ 𝛾 ≤ 1, 

 

A equação de projeção se dá por: 

𝑌𝑡+ℎ = 𝑙𝑡 + ℎ𝑏𝑡 + 𝑠𝑡+ℎ−𝑚. 

 

2.3 AVALIANDO MÉTODOS E ESTIMANDO PARÂMETROS 

 

Nesse tópico, serão abordadas algumas das formas mais comuns utilizadas 

para escolher o modelo final de projeção e também como otimizar os valores dos 

parâmetros dos métodos quando necessário. 

Primeiramente, os dados são divididos em dois grupos, conforme Figura 1: os 

dados que treinam e os que testam os métodos de projeção. 
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FIGURA 1: SEPARAÇÃO DOS DADOS 

 

FONTE: Autor (2020) 

 

É muito comum utilizar 20% das observações como teste, mas esse valor 

depende do tamanho da amostra e também de quantas observações serão 

projetadas. 

Existem diferentes formas de se medir o erro de projeção, que serão abordadas 

a seguir, o importante é entender que tanto para otimizar os valores dos parâmetros 

dos modelos quanto para tomar a decisão de qual método utilizar, o objetivo será 

minimizar o erro. 

Segundo Hyndman e Athanasopoulos (2018), também é importante ter em 

mente que a acurácia das projeções só poderá ser determinada considerando como 

o modelo conseguiu prever os novos valores, sem considerar os dados utilizados para 

ajustar os modelos. Um modelo bem ajustado aos dados de teste não irá 

necessariamente gerar uma boa projeção. 

 

2.3.1 ERROS DE PROJEÇÃO 

 

 O erro de projeção é definido como a diferença entre o valor observado e a 

projeção feita para o mesmo período, e pode ser escrito da seguinte forma: 

𝑒𝑡 = 𝑦𝑡 − �̂�𝑡, 

Onde: 

 𝑒𝑡 = erro da projeção no tempo 𝑡, 

Treinamento Teste
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 𝑦𝑡 = valor observado no tempo 𝑡, 

 �̂�𝑡 = projeção para o tempo 𝑡. 

 

2.3.1.1 Erro Médio Absoluto (Mean Absolute Error – MAE) 

  

 O MAE é equivalente à média do módulo dos erros para todos os períodos 

projetados. 

𝑀𝐴𝐸 = 𝑚é𝑑𝑖𝑎(|𝑒𝑡|). 

 

2.3.1.2 Erro Quadrático Médio (Mean Squared Error – MSE) 

 

 O MSE é equivalente à média dos quadrados dos erros para todos os períodos 

projetados. 

𝑀𝑆𝐸 = 𝑚é𝑑𝑖𝑎(𝑒𝑡
2). 

 

2.3.1.3 Raiz do Erro Quadrático Médio (Root Mean Squared Error - RMSE) 

 

 Para que os valores estejam na mesma unidade, o RMSE se equivale à raiz 

quadrada do MSE. 

𝑅𝑀𝑆𝐸 =  √𝑀𝑆𝐸. 

 

2.4 MACHINE LEARNING 

 

Aprendizado de máquina (machine learning), segundo Corrêa (2014), é a 

ciência de fazer com que os computadores aprendam a agir como os humanos, e 

melhorem seu aprendizado ao longo do tempo de maneira autônoma, alimentando-se 

de dados e informações na forma de observações e interações do mundo real. Esse 

conhecimento adquirido permite que os computadores generalizem seu conhecimento 

corretamente para novas configurações e situações. 

 

2.5 RANDOM FOREST 

 

2.5.1 Árvores de Decisão 
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Segundo Garcia (2000), árvores de decisão são uma forma mais simples e 

eficaz de representar o conhecimento. Elas baseiam-se na abordagem “dividir para 

conquistar”, ou seja, na sucessiva divisão do conjunto de exemplos utilizado para o 

treino, em vários subconjuntos, até cada um destes subconjuntos pertencer a uma 

mesma classe, ou até uma das classes ser majoritária, não havendo necessidade de 

novas divisões. 

Os resultados dos vários subconjuntos obtidos com a construção de uma 

árvore de decisão são dados organizados de maneira compacta, utilizados para 

classificar novos exemplos.  

 

2.5.2 Algoritmo Random Forest 

 

O método conhecido como Random Forest é um tipo de ensemble learning 

(aprendizado em conjunto), que gera muitos classificadores e combina seu resultado.  

O algoritmo foi desenvolvido por Leo Breiman e Adele Cutler (BREIMAN, 2001). 

Segundo Cutler, Cutler e Stevens (2012), tem-se que: 

Como o nome sugere, Random Forest é um método de aprendizado em 

conjunto baseado em árvores de decisão, onde cada árvore depende de uma coleção 

de variáveis aleatórias. Mais formalmente, para um vetor aleatório com dimensão p ( 

𝑋 = (𝑋1, … , 𝑋𝑝)𝑇), representando os valores reais de entrada, e uma variável aleatória 

𝑌, representando o valor real de resposta, assume-se uma distribuição conjunta 

desconhecida 𝑃𝑋𝑌(𝑋, 𝑌). O objetivo é encontrar uma função 𝑓(𝑋) para prever 𝑌. A 

função preditiva é determinada por uma função de perda 𝐿(𝑌, 𝑓(𝑋)) e é definida para 

minimizar o valor esperado do erro: 

𝐸𝑋𝑌(𝐿(𝑌, 𝑓(𝑋))), 

 

onde os subscritos denotam o valor esperado em relação à distribuição 

conjunta de 𝑋 e 𝑌. 

Intuitivamente, 𝐿(𝑌, 𝑓(𝑋)) é uma medida de quão próximo 𝑓(𝑋) está de 𝑌. 

Assim, valores de 𝑓(𝑋) muito distantes de 𝑌 são penalizados. Os tipos de erros mais 

comuns utilizados são o erro quadrático 𝐿(𝑌, 𝑓(𝑋)) =  (𝑌 − 𝑓(𝑋))2 para problemas de 

regressão, e o erro “zero-one” para classificação: 
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𝐿(𝑌, 𝑓(𝑋)) = 𝐼(𝑌 ≠ 𝑓(𝑋)) =  {
0, 𝑠𝑒 𝑌 = 𝑓(𝑋)

1, 𝑐𝑎𝑠𝑜 𝑐𝑜𝑛𝑡𝑟á𝑟𝑖𝑜
. 

 

Acontece que, minimizando 𝐸𝑋𝑌(𝐿(𝑌, 𝑓(𝑋))) para um erro quadrático, obtém-

se a função: 

𝑓(𝑋) = 𝐸(𝑋 = 𝑥), 

 

conhecida como função de regressão. No caso da classificação, se os 

possíveis valores de 𝑌 são denotados por ʮ, minimizando 𝐸𝑋𝑌(𝐿(𝑌, 𝑓(𝑋))) para erros 

do tipo “zero-one” tem-se: 

𝑓(𝑋) = 𝑎𝑟𝑔𝑃(𝑋 = 𝑥), 

 

conhecida como regra de Bayes. 

Algoritmos ensembles produzem 𝑓 em termos de uma coleção das chamadas 

“bases de aprendizado” ℎ1(𝑥), … , ℎ𝐽(𝑥) e essas bases são combinadas para gerar o 

“preditor em conjunto” 𝑓(𝑥). Na regressão, as bases de aprendizado têm média 

 

𝑓(𝑥) =
1

𝐽
∑ ℎ𝑗(𝑥)𝐽

𝑗=1 , 

 

quando em classificação, 𝑓(𝑥) é a classe mais frequentemente prevista. 

 

𝑓(𝑥) = 𝑎𝑟𝑔 ∑ 𝐼(𝑦 = ℎ𝑗  (𝑥))
𝐽
𝑗=1 . 

 

No Random Forest, a j-ésima base de aprendizado é uma árvore denotada 

como ℎ𝑗(𝑋, Ѳ𝑗), onde Ѳ𝑗 é uma coleção de variáveis aleatórias e os Ѳ𝑗 ’s são 

independentes para: 𝑗 = 1, … , 𝐽. (CUTLER; CUTLER; STEVENS, 2012). 

 

2.6 IPCA   

 

O Índice Nacional de Preços ao Consumidor Amplo (IPCA) é um índice gerado 

pelo Instituto Brasileiro de Geografia e Estatística  (IBGE) que  mede a variação de 

preços de mercado para o consumidor, e funciona como um  termômetro para a 

inflação no país.   

Segundo o próprio IBGE (2020),  
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“O IPC é calculado como uma média ponderada das variações de preços   

dos bens e serviços que integram uma cesta fixa coberta pelo índice.   

Nessa média, os pesos devem refletir a importância relativa dos produtos   

na cesta, medida pela participação de cada um deles na despesa de   

consumo total das famílias. Os pesos associados a cada produto   

determinam o grau de influência que seu movimento de preços terá sobre   

o índice geral, e devem retratar os hábitos e o perfil de consumo médio da   

população coberta pelo índice” (IBGE, 2020).   

 

Ainda segundo o IBGE, atualmente, a população-objetivo do IPCA abrange  as 

famílias com rendimentos de 1 a 40 salários mínimos, qualquer que seja a fonte,  

residentes nas áreas urbanas das regiões de abrangência do SNIPC, as quais são:  

regiões metropolitanas de Belém, Fortaleza, Recife, Salvador, Belo Horizonte,  Vitória, 

Rio de Janeiro, São Paulo, Curitiba, Porto Alegre, além do Distrito Federal  e dos 

municípios de Goiânia, Campo Grande, Rio Branco, São Luís e Aracaju.   

Para a montagem das estruturas de ponderadores é utilizada uma  organização 

de códigos em grupamentos estabelecidos de forma lógica, fazendo  com que 

algumas categorias específicas permaneçam juntas, como por exemplo,  categorias 

de consumo de mesma natureza, hierarquicamente estruturadas em grupos, 

subgrupos, itens e subitens. Os pesos utilizados no cálculo dos índices de  preços são 

obtidos pelo nível mais desagregado, representado pelos grupos,  subgrupos, itens e 

subitens anteriormente mencionados. Esses ponderadores  apresentam o grau de 

importância ou representatividade dos subitens pertencentes  à cesta de consumo das 

famílias, que são elaboradas a partir dos hábitos de  consumo da população-alvo da 

pesquisa.   

Com relação à base de dados, a série histórica está posicionada em  dezembro 

de 1993, que possui valor igual a 100 (base = 100). Os valores são  atualizados todos 

os meses e dizem respeito à variação mensal nos preços  analisados.  
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3 METODOLOGIA 

 

3.1 PROJEÇÕES  

 

 Para realizar as projeções, o software utilizado foi o R, por ser um software 

muito utilizado no mundo todo para fins como esse. Nele se encontram muitas 

bibliotecas que facilitam a geração das projeções. Neste trabalho, foi utilizada a 

biblioteca “fpp2”, que se encontra no livro “Forecasting: principles and practice”, que 

pode ser encontrado nas Referências deste trabalho. 

 Na série utilizada, tem-se um total de 334 observações (Janeiro 1994 até 

Outubro 2021). Dividindo essas observações com uma proporção de 80%-20%, tem-

se 267+67 observações, como se vê na Figura 2, onde o eixo X representa as datas 

a partir de Janeiro de 1994 e o eixo Y representa o valor do IPCA. As primeiras 267 

observações (Treinamento) foram utilizadas para as projeções iniciais. 

  

FIGURA 2: DADOS DA SÉRIE TEMPORAL DO IPCA 

 
FONTE: Autor (2021) 

 

 Na Figura 3, tem-se um exemplo da utilização da biblioteca “fpp2” na projeção 
inicial com o método de Holt: 
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FIGURA 3: EXEMPLO DE PROJEÇÃO UTILIZANDO O R 

 
FONTE: Autor (2021) 

3.2 COMBINANDO OS MODELOS COM RANDOM FOREST 

 

 Para combinar os modelos, o software utilizado foi o Python, por ser um 

software utilizado com muita frequência quando se fala em Machine Learning, com 

muitas bibliotecas e cursos disponíveis na internet. Na Figura 4, é possível observar 

como a função “RandomForestRegressor” foi utilizada: 
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FIGURA 4: CÓDIGO DO RANDOM FOREST NO PYTHON 

 
FONTE: Autor (2021) 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

20 

4 RESULTADOS 

 

 Após dividir os dados em 2 grupos, os dados de treinamento foram utilizados 

para gerar as projeções iniciais no R. Os resultados podem ser observados na Figura 

5, onde o eixo X representa as datas a partir de Janeiro de 2015 e o eixo Y representa 

o valor do IPCA: 

 

FIGURA 5: RESULTADO DAS PROJEÇÕES INICIAIS 

 
FONTE: Autor (2021) 

 

 Posteriormente, os dados das projeções iniciais (67 observações) foram 

separados em Treinamento (54 observações) e Teste (13 observações). Com isso, as 

primeiras 54 observações das projeções são combinadas, procurando se ajustar aos 

valores observados na série do IPCA, como se atribuíssemos pesos para os modelos, 

sendo que pesos maiores são dados aos modelos que mais se aproximam ao IPCA. 

Nas 13 restantes, os modelos são combinados da mesma forma que eles foram 

combinados no treinamento, e assim temos a projeção final com o Random Forest. 

 Na Figura 6, tem-se a projeção final realizada com o Random Forest, onde o 

eixo X representa as datas a partir de Janeiro de 2019 e o eixo Y representa o valor 

do IPCA: 
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FIGURA 6: RESULTADO DA PROJEÇÃO COM O RANDOM FOREST 

 
FONTE: Autor (2021) 

 

 Para podermos comparar de maneira justa as projeções realizadas, as 

projeções foram realizadas novamente a partir do mesmo ponto em que a projeção 

do Random Forest foi realizada. Assim, as projeções finais representam os últimos 13 

meses observados. Na Figura 7, tem-se as projeções finais, incluindo a projeção 

realizada com o Random Forest, onde o eixo X representa as datas a partir de Janeiro 

de 2019 e o eixo Y representa o valor do IPCA: 

 

FIGURA 7: RESULTADO DAS PROJEÇÕES FINAIS 

 
FONTE: Autor (2021) 
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 Para comparar os diferentes modelos, foi utilizada a Raiz do Erro Quadrático 

Médio (Root Mean Squared Error - RMSE), classificando-os do menor erro ao maior. 

Na Figura 8, pode-se observar os métodos e seus respectivos erros: 

 

FIGURA 8: ERROS DOS MÉTODOS DE PROJEÇÃO 

 

  FONTE: Autor (2021) 

 

 Para a combinação dos modelos de projeção com Machine Learning, foram 

realizados vários testes diferentes, visto que o modelo gerado não apresentou bons 

resultados. Como a projeção final foi uma reta (valor constante), o primeiro teste foi 

retirar da combinação os modelos de Média Móvel e o método Naive, que pelas suas 

fórmulas, sempre geram valores constantes. Sem sucesso, diferentes combinações 

foram feitas, utilizando os modelos descritos anteriormente e também modelos 

diferentes, mas sem bons resultados. Também foi feito um teste com outra linguagem 

de programação, o SAS. No SAS, foram testados diferentes modelos de projeção e 

também uma alternativa para o Random Forest, chamada Gradient Boosting, que é 

uma técnica mais complexa de Machine Learning, onde diversos parâmetros da 

função do Machine Learning foram alterados e até testes com outras séries temporais. 

Mesmo assim os resultados continuaram não apresentando ganho comparando-os 

com os modelos separadamente. O que foi observado é que a combinação dos 

modelos não gerou bons resultados para séries com tendência de crescimento. No 

fim, a decisão foi de continuar com a série do IPCA e a combinação utilizando todos 

os modelos descritos anteriormente. Assim, fica a sugestão para um trabalho futuro 

que busque entender o motivo disso ter acontecido. 

 

 

 

Método Erro (RMSE)

Holt 118.06

HWM 201.82

HWA 240.79

Drift 304.30

Naive 359.63

MMS3 376.84

RF 404.37
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5 CONCLUSÕES 

  

 Como já foi dito anteriormente, observou-se que a combinação dos modelos foi 

menos aderente aos dados da série do IPCA do que os próprios modelos utilizados, 

e futuros testes podem ser realizados em séries sem tendência de crescimento para 

obter melhores resultados. 

 Para este trabalho, foi mantida a proposta original de combinar os seis modelos 

descritos com a metodologia do Random Forest. 

 Primeiramente foram realizadas projeções iniciais utilizando o histórico da série 

do IPCA (primeiras 267 observações) com modelos de projeções de séries temporais. 

As 67 observações restantes foram divididas em 54 observações que foram treinadas 

por um algoritmo de Machine Learning, que combinou os modelos e 13 observações 

onde o algoritmo gerou uma nova projeção. Por fim, as projeções com os modelos de 

séries temporais foram realizadas novamente para as últimas 13 observações, para 

que pudessem ser comparadas. 

 O método de projeção que melhor se ajustou aos dados nesse trabalho foi o 

Método de Holt, com um RMSE de 118,06 e o método com pior acurácia foi o gerado 

pelo Random Forest com RMSE igual a 404,37. 
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