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Capitulo 1

Conceitos gerais

1.1 Natureza das variaveis

Um problema comum em Estatistica é o estudo da relagao entre duas variaveis X e Y, isto é,

procura-se uma funcao de X que explique Y
XY - Y ~ f(X).

Em geral, a relacao nao é perfeita. Os pontos nao se situam perfeitamente sobre a
funcao que relaciona as duas variaveis. Mesmo se existe uma relagao exata entre as varidveis
como temperatura e pressao, flutuacoes em torno da curva aparecerao devido a erros de medidas.

Freqiientemente, o tipo de curva a ser ajustada é sugerido por evidéncia empirica
ou por argumentos tedricos. O modelo a ser adotado depende de varios fatores, por exemplo,
natureza das variaveis, relagao linear ou nao, homogeneidade de variancias ou nao, tipos de
erros, independeéncia dos erros etc.

A natureza das varidveis X e Y pode variar, isto ¢, elas podem ser fixas (ou contro-
ladas) ou aleatdrias. Além disso, ambas podem ser medidas com ou sem erro (de mensuragao).

De forma esquematica, tem-se:

com erro
fixa
sem erro
X
. com erro
aleatoria
\ sem erro
.
com erro
fixa
sem erro
Y
- com erro
aleatéria
\ sem erro
1
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o que sugere 16 combinagoes possiveis entre X e Y.

Assim, por exemplo, se

e X representa a variavel sexo, ela é uma varidvel de classificacao, fixa, medida sem erro,

que pode assumir o valor 0, se feminino, ou 1 se masculino ou vice-versa;

e X representa um numero (fixado) de frutos (2, 3, 4) por ramo em um determinado ano e
Y, o nimero de gemas floriferas nos mesmos ramos no ano seguinte, tem-se que X é fixa,

sem erro e Y é aleatéria, sem erro de mensuracao;

e X representa as quantidades 30, 60 e 90kg de nitrogénio/ha colocadas no solo, ela é fixa,

possivelmente, medida com erro;

e X representa quantidades de nitrogénio no solo e Y quantidades de nitrogénio na planta,
ambas sao aleatérias, possivelmente, medidas com erro. Pode-se, porém, controlar X por

meio da especificacao de determinadas caracteristicas do solo.

1.1.1 Relagoes entre tipos de variaveis e tipos de erros

(i) Considerando-se X fixa (ou controlada), tem-se:
Xop = Xcs +ex
sendo

Xcg : X controlada, medida com erro
Xcos : X controlada, medida sem erro

ex : erro de medida em X.

Como exemplos, tém-se doses de pesticidas, de adubos etc.

(ii) Considerando-se Y fixa (ou controlada), tem-se
Yop =Yeos +ey
sendo

YcE : Y controlada, medida com erro
Ycos : Y controlada, medida sem erro

ey : erro de medida em Y.
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(iii) Considerando-se que X é uma varidvel aleatéria com distribuicdo de média px, tem-se:

Xas = px +ex

Xap = px +ex +ex = Xag +ex

sendo

Xag @ X aleatoria, medida com erro
Xas @ X aleatoria, medida sem erro
ex € erro aleatorio

ex ¢ erro de mensuragao.

Como exemplos, tém-se quantidades de nutrientes encontradas no solo.

(iv) Considerando-se que Y é uma varidvel aleatéria com distribuicao de média py, tem-se:

Yas = py + ey

Yap = py ey +ey = Yag +ey

sendo

Yar : Y aleatoria, medida com erro
Yas : Y aleatéria, medida sem erro
gy € erro aleatério

ey € erro de mensuragao.

Como exemplos, tém-se quantidades de nutrientes encontradas na planta, medidas

de comprimento, peso, volume etc.

Na maior parte dos casos, tanto X como Y sao medidas com erros e o que se pro-
cura fazer é tornar esses erros despreziveis. Apenas como exemplos, sejam alguns casos das 16

combinagoes possiveis entre X e Y.

Caso 1: Yos vs Xeog (Y controlado sem erro versus X controlado sem erro).
Esse é um problema matemético (modelo deterministico) em que Y = f(X). Como
exemplo, tem-se a lei fisica:
E=rJ
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sendo F, tensao, J, intensidade da corrente e r, resisténcia.
Se, porém, forem observados n pares de valores F, J, as medidas observadas depen-
derao da precisao dos equipamentos, estando, portanto, sujeitas a erros, e pode-se estimar r

por meio de uma equagao de regressao que passa pela origem.

Caso 2: Yo vs Xeg (Y controlada com erro versus X controlada sem erro).

Nesse caso, a variavel Y estd afetada por apenas um tipo de erro, isto é,
Yor = f(Xcs) + ey.

Em geral, considera-se que E(ey) = 0, e portanto,
E(Yer) = [(Xcs).

Caso 3: Y5 vs X¢g (Y aleatdria sem erro versus X controlada sem erro).

Nesse caso, também, a variavel Y esta afetada por apenas um tipo de erro, isto é,

Yas = f(Xcs) +ey = py +ey.

Caso 4: Yap vs X¢g (Y aleatéria com erro versus X controlada sem erro).

Nesse caso, a variavel Y estd afetada por dois tipos de erros, isto é,
Yap = f(Xcs) +ey +ey = py +ey +ey

se a funcao f(.) for conhecida. Se f(.) ndo é conhecida, ou quando Y é afetada por k varidveis,
isto é,
Y =g(X, X1, Xo,--+ , Xp) +ey +ey
sendo g<X7 X17X27 o 7Xk) = f(X) + h(X17X27 U 7Xk)7 pOde_Se ter
Y = f(Xes) + & +ey +ey = py + &y +ey +ey

em que &y € o erro devido a nao consideracao de todas as variaveis que afetam Y, isto é, tem-se,

também, um erro de especificacao do modelo.

1.1.2 Fungoes lineares e nao lineares (especificagao da fungao f(.))

Nos estudos de regressao busca-se relacionar uma variavel aleatéria Y com uma ou mais varidaveis

X's, especificando-se a funcao f(.). Quando Y depende apenas de uma varidavel X, isto é,

Y = f(XaBOHBI)"' 7/816) +8Y
tem-se que f(.) é linear nos parametros fy, f1, - , Bk se

of
B

hMX),i=0,1,---k
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sendo h(X) dependente apenas de X.

Outro caso comum ¢é considerar

Y:f(X17X27"' 7Xk7ﬁ07ﬁ17"' ?Bk)"‘EY

que é linear nos parametros se

of
= h(X;, X X
(951 ( 1,32,° ) k)7
isto é, h(.) depende apenas de X, Xy, -+, Xj. Se pelo menos uma das derivadas parciais

i
depende de pelo menos um dos parametros, entao, f(.) é uma fungao nao linear dos parametros.

Como exemplos de funcoes lineares, tém-se:

(1) f(X7 50) = /807 pOiS, aa_ﬁfo = 17

(11) f(X7 50751) = ﬁ() +51X7 pOisv aa_gg =1le ggl X7

(111) f(X7 50751) = 50 _'_51%7 pOiSu aa_go =1le ggl %7

(iv) f(X1, Xo, X3, Bo, b1, B2, Bs) = Bo + B1.X1 + B2 Xo + 85X,
T TN TN TR

P os T om T T os T o Y

(v) f%(a 50,51,(%2];53) = 0o+ /i X + (o X2+ B5X3,

pois, = X, or =X?%e or = X3

o T/ 9By 0By
(vi) F(X, Bos Bu) = Bo + B log(X), pois, 37{ _le j/f log(X).

Como exemplos de funcoes nao lineares, podem ser citadas:

(i) f(X, Bo, b1, B2) = Bosen(H1 X + Ba), )
— BoX cos(BLX + Ba) ¢TI = By cos(BX + o),

pois, 8_50 = Sen(ﬂlX + ﬁ2)7 8_51 005
(ii) f%ff FosBr. o) = o Bleg}x
: BoX p2X
PO 55, 0B =5 e BT by e
(iil) f(X, Bo, B1, B2) = 510:561)(
boi . af 1 8f X 8f (BO"‘ﬁlX)X

aﬁo 145X 081 1+ X 852 (14 p2X)?
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1.1.3 Tipos de modelos

Em funcao da natureza das variaveis X e Y, diferentes tipos de modelos podem ser considerados.
Se X e Y sao fixos, tem-se um modelo deterministico. Se Y é aleatorio, trés tipos de modelos

podem ser considerados

e Modelo tipo I, em que os X'’s sao fixos.
e Modelo tipo II, em que os X'’s sao aleatorios.

e Modelo Misto, em que parte dos X'’s sao fixos e parte, aleatérios.

Observacgao: Serd considerado, aqui, apenas o caso em que os Y sao aleatérios.

Para o Modelo tipo I, os valores da variavel X sao selecionados pelo pesquisador,
nao havendo variacao aleatéria associada a eles. A selecao dos X’s pode envolver um conjunto
especifico de valores ou valores que estao simplesmente dentro de uma amplitude de variacao.
Assim, por exemplo, a resposta a um inseticida pode ser medida para uma série especifica de
doses, enquanto que peso do corpo humano pode ser obtido para uma amplitude de alturas
restritas por uma descricao (faixa etdrea, raga etc). Quando valores esperados estdao sendo
considerados, os mesmos X'’s sao usados ao definir uma amostragem repetida que é a sua base.
Estes X’s devem ser medidos sem erro.

Valores da variavel X, por exemplo, horas de luz artificial, niveis de temperatura,
quantias de produtos e espacamentos entre plantios podem ser igual ou convenientemente
espagados para o aumento da eficiéncia do tratamento.

Medida de Y sem erro nao é um requisito teérico, desde que o erro de medida tenha
uma distribuicao com média conhecida, geralmente, considerada igual a zero. A variancia de Y
é, entao, a soma de uma variancia bioldgica (ou outra) em Y e a variancia de erro de medida.
E importante, naturalmente, manter os erros de medidas em um minimo.

Suponha que o Modelo tipo I seja apropriado e que o problema seja especificado

de uma das formas que se segue.

1. Assume-se que existe uma relacao funcional ou matematica entre Y e X mas que sao
possiveis erros observacionais em Y. O problema é estimar essa relacao. Se os X's sao
medidos sem erros (na realidade, X possui erros pequenos, porém, para estudos teéricos
considera-se que nao os tem) como na Figura 1.1, entao, hd uma tnica linha de regressao

dada por E(Y | X) =E(Y) =a+ X.

2. Se os X'’s sao, também, medidos com erro, entao, deve-se visualizar uma distribuicao
bivariada para cada ponto da reta verdadeira (Figura 1.2). Para estimar a relagao fun-
cional devem ser adotados procedimentos especificos (modelo funcional dentro do estudo

de Modelos de regressao com erros de medidas).
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Figura 1.1: Erros de medida em Y

3. Existe uma relacao estatistica ou associacao entre X e Y. Inicialmente, uma distribuigao
bivariada sobre o plano X, Y é apropriada. Entretanto, X é restrita em lugar de aleatéria
como na Figura 1.3. Consequentemente, s6 ha uma regressao significativa a ser estimada,
aquela de Y em relagao a X. Erros de medidas em X ou Y sao provavelmente despreziveis

Figura 1.2: Erros de medida em X e Y

em relacao a amplitude escolhida dos X'’s ou a variagao aleatéria dos Y's.

Para o Modelo tipo II, ambos X e Y sao aleatorios. Este é o caso classico de
regressao bivariada, assumindo-se normalidade (Figura 1.4). Nesse caso a amostragem aleatéria
é de individuos, em que sao feitos pares de medidas. A escolha de qual variavel é dependente é
determinada pelo problema. As duas linhas de regressao sao possiveis, isto é, Y| X e X|Y. Se
X e Y sao variaveis aleatorias com erros de medidas tem-se o modelo estrutural da teoria de

Modelos de regressao com erros de medidas.

= =
i-'-'.’f":f‘"iifh AN =
=IO
NN

L
e eyl
TR AT T LA
r .....#
A

Figura 1.3: Restricoes em X

1.2 Diagramas de dispersao

Figura 1.4: Superficie normal bivariada
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Antes de se iniciar qualquer andlise de regressao de um conjunto de dados, é impor-
tante que se plotem os pares de dados em diagramas de dispersao, para que se tenha idéia a
respeito do tipo de relagao existente entre as variaveis, da variabilidade associada a elas e da
presenca de pontos atipicos. Entretanto, esses graficos devem ser olhados com cuidado quando
existem duas ou mais variaveis explanatorias, pois eles nao levam em consideragao a correlacao
existente entre elas. Assim, por exemplo, a Figura 1.5 mostra que existe uma relacao linear
entre as variaveis Y e X, existem dois pontos discrepantes e uma aparente heterogeneidade de

variancias.

Figura 1.5: Grafico de dispersao

1.3 Exemplos

1. Os dados da Tabela 1.1 (Snedecor e Cochran, 1967) referem-se a um experimento, em
que 9 amostras de solos foram preparadas, variando-se os niveis de fésforo organico (X).
Nessas amostras foi plantado milho e, apds 38 dias, as plantas foram colhidas e o contetido
de fosforo foi determinado. Em seguida, determinou-se, por uma expressao, o fosforo

disponivel (Y) para a planta no solo.

Tabela 1.1: Valores de fésforo organico X e de fésforo disponivel (Y)

X (ppm) 1 4 5 9 13 11 23 23 28
Y (ppm) 64 71 54 81 93 76 77 95 109

Nesse caso, a variavel X é fixa. A Figura 1.6 mostra que existe uma relagao linear entre as
variaveis Y e X. O numero de observagoes é relativamente pequeno para que se possam

fazer consideragoes sobre pontos discrepantes e variabilidade.
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100 110
1 1

90
1

70
1

60
L

Figura 1.6: Gréficos de dispersao de Y em relagao a X, Tabela 1.1.

2. Os dados da Tabela 1.2 (Duarte, 1989) referem-se a um experimento de irrigagao em ba-
tata plantada em terra roxa estruturada (solo argiloso) em que foram medidas as laminas
(L, mm) de dgua a diferentes distancias do aspersor e as correspondentes produtividades
(P, t/ha). Em geral, para esse tipo de solo, o excesso de dgua causa diminuigao de

produtividade.

Tabela 1.2: Valores de laminas (L, mm) de dgua a diferentes distancias do aspersor e as

correspondentes produtividades (P, t/ha)

L 285 380 400 425 455 490 520 550 275 615 680 785
P 1494 15,98 21,21 22,71 22,38 24,83 24,42 30,59 29,96 31,07 29,80 22,61

30
1

20
1

o

15
I

T T T T T T
300 400 500 600 700 800

L

Figura 1.7: Graficos de dispersao de P em relagao a L, Tabela 1.2.

Nesse caso, a variavel X é aleatoria, mas pode ser considerada controlada se for de interesse
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do pesquisador. A Figura 1.7 mostra que existe uma relacao linear entre as variaveis P e L,
e, embora o nimero de observacoes seja pequeno, parece que existe um ponto discrepante

ou que a relacao nao ¢ linear.

3. Paes de Camargo et al (1982), estudando a construgdo de um tensiometro de leitura
direta, obtiveram os resultados que aparecem na Tabela 1.3 para valores de alturas da
camara no tensiometro (X), em mm, e tensao da dgua no solo (Y'), em mb. Ver PEREIRA
& ARRUDA (1987).

Tabela 1.3: Valores de alturas da camara no tensiometro (X), em mm, e tensdao da dgua no

solo (Y), em mb

X 9 12 30 42 57 102 147 210 290
Y 217 291 439 515 603 681 716 746 755

400 500 600 700
1 1 1 1

300
I

200

T T T T T
50 100 150 200 250 300

o

X

Figura 1.8: Gréficos de dispersao de Y em relagao a X, Tabela 1.3.

Nesse caso, a variavel X ¢ fixa. A Figura 1.8 mostra que existe uma relagao nao linear

entre as variaveis Y e X e nenhum ponto discrepante.

4. Os dados da Tabela 1.4 (Snedecor e Cochran, 1967) referem-se a medidas de concentragoes
de fésforo inorganico (X7) e fésforo organico (Xs) no solo e de conteido de fésforo (V') nas
plantas crescidas naquele solo. O objetivo desse tipo de experimento é estudar a relagao

existente entre o conteudo de fésforo na planta e duas fontes de fésforo no solo.

Nesse caso, as variaveis X; e Xy sao aleatorias, mas podem ser consideradas controladas
se for de interesse do pesquisador. A Figura 1.9 mostra os gréaficos de dispersao para as

variaveis duas a duas. Pode-se ver que, aparentemente nao existe relacao linear entre as
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Tabela 1.4: Valores de concentragoes de fésforo inorganico (X;) e fésforo organico (Xs3) no solo

e de contetudo de fésforo (Y)

Amostra  X; Xo Y || Amostra X7 X, Y
1 0,4 53 64 10 12,6 58 51
2 0,4 23 60 11 10,9 37 76
3 3,1 19 71 12 23,1 46 96
4 0,6 34 61 13 23,1 50 77
5 4,7 24 54 14 21,6 44 93
6 1,7 65 77 15 23,1 56 95
7 94 44 381 16 1,9 36 54
8 10,1 31 93 17 26,8 58 168
9 11,6 29 93 18 299 51 99

20 30 40 50 60
1 1 1 1 1
o

X1 . L -
% © %8

0 5 10 15 20 25 30

X2

20 30 40 50 60
1

T
140

60 80 100

|||||||||||||
0 5 10 20 30 60 100 140

Figura 1.9: Graficos de dispersao para as variaveis duas a duas, Tabela 1.4.

variaveis Y e X e Y e X, e, em ambos os casos, aparece um ponto discrepante. Ja entre

X e Xy, existe uma relacao linear com uma aparente heterogeneidade de variancias.

5. Os dados da Tabela 1.5 (Zambrosi e Alleoni, 2002) referem-se a resultados de um expe-

rimento casualizado em blocos, planejado para estudar o efeito da calagem sobre a CTC
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do solo medida por dois métodos diferentes.

Tabela 1.5: Valores de CTC direta e indireta, em mmol./kg, na profundidade de 5 a 10 cm, 18

meses apos a calagem incorporada ao solo, segundo a dose de calcario, em t/ha

bloco 1 bloco 2 bloco 3 bloco 4
Dose direta indireta direta indireta direta indireta direta indireta
0,00 38,80 83,00 38,80 90,70 45,60 85,80 50,20 85,50
2,00 59,20 87,60 53,00 84,60 57,20 97,50 62,80 80,80
490 60,60 106,60 73,30 111,40 79,30 102,40 77,90 112,40
7,80 68,80 177,00 90,70 112,20 84,50 125,60 73,80 106,40
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Figura 1.10: Gréaficos de dispersao de CTC direta e indireta em relagao a dose, com a observagao

177,00 e corrigida, respectivamente, Tabela 1.5.

Nesse caso, a variavek X é fixa. A Figura 1.10 mostra que existe uma relacao linear
entre as medidas de CTC e as doses de calcério, em t/ha, para ambos os métodos e que,
aparentemente, hd um paralelismo entre as retas a serem ajustadas. Nessa analise inicial
foi detectada a presenga de um dados discrepante (177,00) correspondente ao bloco 1,
dose 7,80 e CTC indireta. Em conversa com o pesquisador responsavel foi verificado que

se tratava de um erro grosseiro de transcrigdo de dados e que o valor correto era (124, 00).

6. Os dados da Tabela 5.1 (Steel e Torrie, 1980) referem-se a um estudo sobre a resposta
da cultura do milho como funcao da quantidade de fosfato, porcentagem de saturacao de
bases (X5) e silica (X3) em solos acidos. A resposta (Y'), em porcentagem, foi medida como
a diferenga entre as produgoes (em lb/acre) nas parcelas recebendo fosfato e aquelas nao

recebendo fosfato (X;), dividida pelas produgdes das parcelas que nao receberam fosfato,
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e multiplicadas por 100. Considerando-se esses dados, foi obtida a varidvel produtividade

Y1 das parcelas recebendo fosfato, dada por Y} = X;(1 + 1’6—0).

Tabela 1.6: Dados de resposta da cultura do milho (V') ao fosfato, em porcentagem, produti-

vidade na testemunha (X;), em lb/acre, porcentagem de saturagao de bases (X5) e pH do solo

(X3)

Y X; Xy X3 ||Y Xi Xy Xj
88 844 67 5,75 | 18 1262 T4 6,10
80 1678 57 6,05 | 18 4624 69 6,05
42 1573 39 545 | 4 5249 76 6,15
37 3025 54 5,70 | 2 4258 80 5,55
37 653 46 555 2 2943 79 6,40
20 1991 62 5,00 | -2 5092 82 6,55
20 2187 69 6,40 || -7 4496 85 6,50
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Figura 1.11: Graficos de dispersao para as variaveis duas a duas, Tabela 5.1.

Nesse caso, as variaveis X;, Xy e X3 sao aleatorias, e o interesse do pesquisador esta,
principalmente no estudo de correlagoes entre as variaveis.. Na Figura 5.1 podem ser
vistos os graficos de dispersao para as variaveis duas a duas. Observa-se que existe uma

correlacao linear grande e positiva entre as variaveis X; e Xo.
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1.4 Exercicios

1.4.1 Para cada um dos conjuntos de dados apresentados a seguir, discuta a natureza das
variaveis, faca os possiveis diagramas de dispersao e discuta a relacao entre as variaveis, ten-

déncia, dispersao e pontos atipicos.

1. Os dados que se seguem (Snedecor e Cochran, 1967) referem-se a medidas de alturas de

feijao (Y'), durante 7 semanas (amostras aleatorias independentes)

Idade em semanas (X) 1 2 3 4 5 6 7
Alturas em cm (Y') 5 13 16 23 33 38 40

2. Os dados que se seguem (Steel e Torrie, 1980) referem-se a peso médio (X) de 50 galinhas

e consumo de alimentos (Y'), para 10 linhagens White Leghorn.

Amostra 1 2 3 4 5 6 7 8 9 10
X 46 51 48 44 59 47 51 52 49 51
Y 87,1 93,1 89,8 91,4 99,5 92,1 955 99,3 934 944

3. Os dados que se seguem (Mead e Curnow, 1980) referem-se a concentragoes de COq
(X) aplicadas sobre folhas de trigo a uma temperatura de 35°C e a quantias de CO,
(Y, cm?/dm? /hora) absorvido pelas folhas.

Amostra 1 2 3 4 5 6 7 8 9 10 11
X 75 100 100 120 130 130 160 190 200 240 250
Y 0,00 0,65 050 1,00 095 1,30 1,80 2,80 2,50 4,30 4,50

4. Os dados que se seguem (Ryan, Joiner e Ryan Jr., 1976) referem-se a medidas de diametro
a 4,5 pés acima do solo (D, polegadas) e altura (H, pés) de 31 cerejeiras (“black cherry”)
em pé e de volume (V' pés cubicos) de arvores derrubadas. O objetivo desse tipo de
experimento € verificar de que forma essas variaveis estao relacionadas para, por meio de
medidas nas arvores em pé, poder predizer o volume de madeira em uma area de floresta
(Allegheny National Forest).
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Amostra  X; X, Y || Amostra X; X Y
1 83 70 10,3 17 129 85 338
2 8,6 65 10,3 18 13,3 86 274
3 8,8 63 10,2 19 13,7 71 25,7
4 10,5 72 16,4 20 13,8 64 24,9
5 10,7 81 188 21 140 78 34,5
6 10,8 83 19,7 22 14,2 80 31,7
7 11,0 66 15,6 23 14,5 74 36,3
8 11,0 75 18,2 24 16,0 72 38,3
9 11,1 80 22,6 25 16,3 77 426
10 11,2 75 19,9 26 173 81 554
11 11,3 79 242 27 17,5 82 55,7
12 11,4 76 21,0 28 17,9 80 58,3
13 114 76 214 29 18,0 80 51,5
14 11,7 69 21,3 30 18,0 80 51,0
15 120 75 19,1 31 20,6 87 77,0
16 12,9 74 2272

5. Os dados que se seguem referem-se a numeros de ovos postos por 14 galinhas e niimeros

de foliculos ovulados.

n°. de ovos 39 29 46 28 31 25 49 57 51 21 42 38 34 47
n°. de foliculos 37 34 52 26 32 25 55 65 44 25 45 26 29 30

1.4.2 O manejo de irrigacao é uma preocupacao constante para aqueles que fazem uso dela,
pois é anti-econémico irrigar a uma velocidade superior aquela da infiltragao (a dgua ird escor-
rer e nao infiltrar). Em fungao disso, s@o conduzidos ensaios que tém como finalidade estimar
as equagoes de infiltracao acumulada em relagao ao tempo acumulado e de velocidade de infil-
tracao em relacao ao tempo acumulado e a velocidade basica de infiltragao para um solo. Essas
equacgoes sao importantes para a determinacao do tempo de irrigacao para atingir uma deter-
minada lamina de agua, no caso de irrigacao superficial e para a escolha do tipo de aspersor
que deve ter intensidade de aplicagao menor do que a velocidade de infiltracao bésica.

Os dados que se seguem referem-se a tempos acumulados (7', minutos) de observagao
e correspondentes medidas de infiltracao acumulada (I, cm) da dgua no solo, usando o método

do infiltometro de anel.
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Il 1|1 I
08116 39| 96 138
13126 47 | 126 16,9
18136 6,9 | 156 20,0
2151 86 | 186 23,5
11 31166 10,1 216 264

S RN N

Baseando-se nos dados apresentados,
a) calcule a velocidade de infiltracao V' (cm/min), dada por V = 1/T;

b) discuta a natureza das varidveis: tempo acumulado, infiltragdo acumulada e velocidade

de infiltracao;

c) faga diagramas de dispersao para infiltracdo acumulada versus tempo acumulado, ve-
locidade de infiltragao versus tempo acumulado e discuta a relacao entre as variaveis,

tendéncia, dispersao e pontos atipicos;
d) calcule a velocidade de infiltragao basica aproximada (média dos tltimos cinco valores)

Observagao Em geral, na literatura (Bernardo, S. 1989, Manual de Irrigagdo), sdo propostos
os modelos nao lineares para estimar as equagoes de infiltracao acumulada em relacao a tempo

acumulado e de velocidade de infiltracao em relagao a tempo acumulado:
[=al’+cT e V=dI""'+c
ou
=al® e V=dr""!
em que a, b, ¢ e d sao parametros a serem estimados e ¢ refere-se a velocidade de infiltracao

basica.

1.4.3 Mostre quais fungoes das que se seguem sao lineares nos parametros e quais sao nao

lineares.
a’) f(X7 /307 61) = /60 + 61X_2

b) f(X, Bo, b1) = Bo+ /i1 X?

c) f(X, B, B1) = Bof#

d) f(X, Bo, b1, P2) = Poexp{—exp(fo + /1 X)}
e) f(X, B0, 51,052) = Bo+ BB
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£) f(X, Bo, Br, B2) = Bo + BiX I ix<oy + BaX (x>0}
g) f(X1, X, B, B2) = 1 X1 + B2 Xo

h) f(X1, X, Bo, B1, Ba, Bi2) = Bo + b1 Xy + f2Xo + P12 X1 X

exp(Bo + B1.X1 + B2X5)
1+ exp(Bo + B1.X1 + B2X5)

1) f(XL X27 ﬁﬁ) /817 /82) =

17
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Capitulo 2

Regressao linear simples

2.1 Introducao

A teoria de Regressao teve origem no século XIX com Galton. Em um de seus

trabalhos ele estudou a relacao entre a altura dos pais e dos filhos (X; e Y;), procurando saber

como a altura do pai influenciava a altura do filho. Notou que se o pai fosse muito alto ou

muito baixo, o filho teria uma altura tendendo a média. Por isso, ele chamou de regressao, ou

seja, existe uma tendéncia de os dados regredirem a média.

i)

ii)

iii)

A utilizacao de modelos de regressao, pode ter por objetivos:

Predicao. Uma vez que se espera que uma parte (que se deseja que seja a maior)
da variacao de Y é explicada pelas variaveis X, entao, pode-se utilizar o modelo para
obter valores de Y correspondentes a valores de X que nao estavam entre os dados. Esse
processo denomina-se predicao e, em geral, sao usados valores de X que estao dentro do
intervalo de variacao estudado. A utilizacao de valores fora desse intervalo recebe o nome
de extrapolagao e, deve ser usada com muito cuidado, pois o modelo adotado pode nao
ser correto fora do intervalo estudado. Este, talvez, seja o uso mais comum dos modelos

de regressao.

Selecao de variaveis. Freqiientemente, nao se tem idéia de quais sao as variaveis
que afetam significativamente a variagao de Y. Para responder a esse tipo de questao,
conduzem-se estudos para os quais um grande numero de varidveis estda presente. A
analise de regressao pode auxiliar no processo de selecao de variaveis, eliminando aquelas

cuja contribuicao nao seja importante.

Estimacao de parametros. Dado um modelo e um conjunto de dados (amostra) refe-
rente as variaveis resposta e preditoras, estimar parametros, ou ainda, ajustar o modelo
aos dados, significa obter valores (estimativas) para os parametros, por algum processo,
tendo por base o modelo e os dados observados. Em alguns casos, o valor do coeficiente

tem valor por si s6. Como exemplo, pode-se citar o estudo de estabilidade de variedades.

19



20 Clarice G.B. Demétrio & Silvio S. Zocchi

Em outros casos, o interesse estd em uma funcao dos parametros. Como exemplo, pode-se

citar o calculo de doses letais.

iv) Inferéncia. O ajuste de um modelo de regressao tem, em geral, por objetivos bésicos,
além de estimar os parametros, realizar inferéncias sobre eles, tais como testes de hipdteses

e intervalos de confianca.

Em geral, as varidaveis X’s sao chamadas variaveis independentes ou explana-
torias ou “carriers”, enquanto que a variavel Y é chamada variavel dependente ou res-

posta.

2.2 Modelo estatistico

Suponha que a relacao verdadeira entre X e Y é uma linha reta, e que cada observacao

Y, em cada nivel de X, é uma variavel aleatéria (Figura 2.1).

Y
// 61 = thi
60
' X
Figura 2.1: Erros em Y Figura 2.2: Interpretagao dos coeficientes

Entao, o valor esperado de Y para cada valor de X é
E(Y|X) = o+ 51X

sendo que os parametros da equacao da reta, By e 31, s@o constantes desconhecidas.
Verifica-se que para X = 0, [y representa o ponto onde a reta corta o eixo dos

Y’s e por isso é chamado intercepto (ou coeficiente linear). Ji 3, é chamado coeficiente

de regressao ou coeficiente angular da reta, pois, da interpretacao geométrica da derivada

tem-se

B = tga
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sendo a 0 angulo que a reta forma com o eixo dos X’s. Além disso, tem-se que para um aumento
de 1 unidade de X hd um aumento de §; unidades na E(Y|X) (Figura 2.2).

Assim, dados n pares de valores, (X1,Y)), (X2, Y2), -+, (X,, Y,), se for admitido que
Y é funcao linear de X, pode-se estabelecer uma regressao linear simples, cujo modelo estatistico
é

Yi=08+5Xi+e, i=12--,n

sendo [y e 1 os parametros a serem estimados.

Ao se estabelecer esse modelo, pressupoe-se que:

(i) A relagdo entre Y e X é linear.
(ii) Os valores de X sao fixos (ou controlados).
(iii) A média do erro é nula, isto é, E(g;) = 0.
(iv) Para um dado valor de X, a variancia do erro g; é sempre o2, isto é,
Var(s) = B(2) — [E(=))” = B(£)) = o?

o que implica em

Var(Y;) = E[Y; — E(Y;)]? = E(¢?) = o>

Diz-se, entao, que o erro é homoceddstico, ou que se tem homocedasticia (do erro ou da

variavel dependente).
(v) O erro de uma observagao é independente do erro de outra observagao, isto é,
Cov(e;,er) = E(giey) — E(g;)E(er) = E(giey) =0, para i #1i'.
(vi) Os erros tém distribui¢ao normal.
Logo, combinando (iii), (iv) e (v) tem-se ; ~ N(0,0?) e, portanto, ¥; ~ N(By +

B1X;,0%). A suposicao de normalidade é necessdria para a elaboracao dos testes de hipéteses e

obtencao de intervalos de confianga.

2.3 Estimacao dos parametros

O problema agora é estimar os parametros [y e §; de tal forma que os desvios dos

valores observados em relagao aos estimados sejam minimos (Figura 2.3).
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Y E(Y,1X)= By + BiX

Figura 2.3: Regressao linear

Isso equivale a minimizar o comprimento do vetor e= (e1,e9,--- ,&,)". Usando a

norma euclideana para avaliar o comprimento de €, tem-se:
Z=llelP=3 =S [V —E®)P = S [¥i - By — BiX)?
i=1 i=1 i=1

Deseja-se, portanto, estimar 3y e 8 tais que Z seja minima. Esse método é chamado

método dos minimos quadrados. Para isso, obtém-se as derivadas parciais:

0z n
e 2 i lYi = Bo — B Xi](—1)
07z n
27 = 22iYi = fo— BiXi](— X))
b
oz oz
e fazendo-se — =0 e — =0, obtém-se as equacoes normais:
9o I !
SYi— b= MXi] =0 nf+ Y, Xi= 2 Y (2.1)
Z?:JY; - BO - BlXi]Xi =0« BO Z?:l Xi+ Bl Z?:l Xi2 = 2?:1 XiYi. (2.2)

De (2.1) tem-se

R 1 n B n
50_;;3@—?1;)(1‘ (2.3)

ou
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n . ,_Z?:lXiZ;Lzlyi
s _ Quim Xi¥i

b=

fo=Y — X

Substituindo-se (2.3) em (2.2) tem-se

23

(2.4)

_ nZ?:l X;Y; — Z?:l X Z?:l Y; _ Z?:I(Xi — X)(}fz - Y)

E/L 1X2 Z’L IX)

ou, ainda, considerando-se z; = X; — X e y;, =Y, —Y,ecomo Y ' ;=D

€ Z?:l Yi

n Z?:l Xz'2 -

(> Xi)?

= >, (Y; —Y) =0, tém-se as expressoes equivalentes:

i w2 Xy

Z?:l TiY;

(X;—X)=0

B = &= = = = == : 2.5
Zi:l‘r% Zi:l‘r% Zi:lx? (2:5)

Obtendo-se as derivadas parciais de segunda ordem de Z em relacao a 5y e a [,

tem-se:
Z _, 1=2n>0,
iR
0*Z
=2) X,
B0 ;
(&
—2 X2
051 Zl
Portanto,
0*Z 0*Z
9B 9BdB | _| 2 2 X |l N N vr| o Ny
Oz Pz | |23 X 23, X? - nz;X (;Xl) _4n;<XZ A=

9B00B1 OBt
e tem os elementos da diagonal positivos, o que mostra que Z é minima para By e Bl. Logo, a

reta estimada pelo método dos minimos quadrados é dada por:
Y; =56+ 51X
A solugao do sistema de equagoes normais possui as seguintes propriedades:

a) O ponto (X,Y) é um ponto da reta estimada Y = Bo + B1 X (Verifique!)

b) Usando-se (2.1), tem-se:

n

ZeZ—ZY—ﬁ)ZZ(E—BO—BlXO:

i=1

decorrendo que z”: Y, = Z Y.

i=1
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c) Usando-se (2.2), tem-se:
Y XiE =Y Xi(Yi—Y) =Y Xi(Yi— By — fiX;) =0
i=1 i=1 i=1
decorrendo que Z XY, = Z le/;

i=1 i=1

d) Usando-se (b) e (c), tem-se 3.1 Yié; = 0

Zm—z Bo+ BiXo)éi = Bo D &+ B Xidi =0,
=1 i=1 i=1

e) Os estimadores de quadrados minimos [y e 51 sdo fungoes lineares das observagoes Y;’s,

isto é,
Z(Xz‘—X)(Yi—Y) Z(Xi_X)Y n
/6’1 _ =1 § _ i:nl n( YZ
Z(Xi —X)2 2:()(Z —X)2 i=1 Z
i=1 i=1 i1
B=> oY (2.6)
=1
sendo
d(Xi—-X)P D
=1 =1
=Y - X =" N VX =Y (- —aX)Y,
BO Bl n ; & - ( C ) )
=1
sendo
1 _
d; = — — ¢ X. 2
- (29)

Note que
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61) Z:'L:l C;, = 0

e.3) >.r ,di =1 (Provel)
ed) YU d;X; =0 (Prove!)

Os estimadores de minimos quadrados de 3y e de (5, sao nao viesados, isto é,
E(B) =060 e E(B)=7p

A partir de (2.6), tem-se

E (Z} CZYZ) = Z E(CzYz) = z_l: CiE(ﬁo + 51 X + 5i) = B Z; ¢ + b Z; X

i=1

E(f)

e usando-se (e.1) e (e.2) tem-se:

A partir de (2.4), tem-se:

E(Bo) =BE(Y _BIX) = M —hX = %Z(ﬁO‘i‘ﬁlXi) — X =Bo+ /X - X,

n -
=1

Portanto,

Faga o mesmo, usando (e.3) e (e.4).

A variancia dos estimadores de minimos quadrados de 3y e 31 é minima entre as variancias

de quaisquer outros estimadores lineares (em Y') de 5y e f; (Teorema de Gauss).

A 22;1 z;Y;

Dado que Bo =Y — Bl)_( e p1 = S 2 e lembrando-se que os Y;’s sao
i=1Li

independentes, tem-se:
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g.1) Var(B) = Var {Z, 1xY}

ZZ 1%2 Z ZVaer Zm

11 zlz

Portanto,

0_2

Z?:l x?

g.2) Var(ﬁAo) = Var(Y — BIX) = Var(Y) + XQVar(BI) —2XCov(Y, ,5’1) mas

Var(f) = (2.10)

Var = 25 Var(Y; —na2 —
n n

=1 (2 i=1 i=1

VA anl Y; Z’,”L:]_ 7;Y; 1
V.5) = i i - § Y; §
Cov(Y, ) Cov( n S nzl 1 lCOV s z;Y;

N nE'L 1 szvar nz'z 1 sz’

i=1 i=1
Cov(Y, By) = 0. | (2.11)
. o2 o2
Logo, Var(fy) = — — XQ—2 -0
Zz—l i
; 1 X2
Var(ﬁo) = (ﬁ + m) o?. (212)

g.3) COV(BO, Bl) = Cov(Y — X5, Bl) = Cov(Y, Bl) — XVar(Bl) o que implica em:

A oA X
Cov(Bo, f1) = _WU? (2.13)
=11

g-4) Var(Y) Var(Bo + BlXi) = Var(ﬁo) + vaaf(ﬁl) + 2XiCOV<BO; 51)

R 1 X? 1 X
Var(V;) = (-4 ———— + X?—— —2X,——— | &?
ar(%3) <n+z;;1x%+ S z)

1 1 1 (X — X)?
= |-+ =— (X2 -2X;X + X? S L
{Nz;;xf ’ )}“ Lﬁ z}
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R 1 2
Var(Y;) = |:g —+ ﬁ} 0'2.
i=1"1

Teorema de Gauss

27

(2.14)

Considere o Modelo I estabelecido e suas pressuposigoes. Sejam Bo e Bl os estimadores

nao viesados de minimos quadrados de 5y e ;1 e T = a1y + as; uma combinacao linear

de 5y e B1. Entao, dentre todos os estimadores imparciais de 7, lineares em Y, o estimador

7T = a1 + a1

tem variancia minima, isto é, se T = > " | ;Y;, em que [; sdo constantes arbitrdrias e

E(T) = 7, entao,
Var(7) < Var(T).

Demonstracao:
i) O estimador 7 de 7 é ndo-viesado.
EB(7) = E(a1fo + a261) = a1 80 + a2 = 7.

ii) O estimador 7 de 7 é também linear em Y.

Usando-se (2.6) e (2.8), tem-se:

F=a1f+ asf = ay 2": d;Y; + a i cY; = i(aldi + agc;)Y; = i KiY;
i—1 i—1 i—1 i—1

sendo

ki = ai1d; + asc;,

Portanto, 7 é linear em Y.

iii) A variancia de 7 é dada por:

Var(7) = Var(a1B0 + aQBl) = afVar(ﬁAo) + a%Var(Bl) + 2a1aQCOV(BO, Bl)

e usando-se (2.10), (2.12) e (2.13), tem-se:

(2.15)
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a?  (ap — al)_()2} )
— + n—2 0- -
n Zi:1 Z;

iv) Por imposigao o estimador T' = >  [;Y; ¢é nao viesado, isto ¢, E(T) = 7, o que

V() = |

implica em:

E(T) = E(Z liY;) = Z LE(Bo + 5iX; + &)
i=1 i=1

= By Li+pB ) 1iXi=afy+ azfh.
=1

i=1
Portanto,
a =) (2.16)
i=1
e

as = Z li Xi. (2.17)
i=1

v) Var(T) = Var(>_  L;Y;) = > 1 ZVar(Y;)

i=1"

Logo,

Var(T) = Y"1, 0%

vi) Cov(T,7) = Cov(> i, L,Y:, >0 kY;) = >0 LikiVar(Y;) = YO0, likio? e, usando-
se (2.15) e (2.9), tem-se

COV(T, 7A') = E li(aldi + CLQCi)Uz = E ZZ [—al — ci)_(al + as¢; 02
n
=1 =1

= iz;:li [% + (az — )_(al)cz} o’

e ainda, usando-se (2.7), (2.16) e (2.17), tem-se

Cov(T,7) = N Lz %:1 + (ag — Xaq) Zzzlz:n( . )] o?
I i=1 i

(a2 - X al) o2
E?:l x? '

-a,% B
= —+(a2—Xa1)
L n

Portanto,
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CL_% (CLQ — Xa1)2

COV(T, 72) = 0 W
=1 "1

o? = Var(7).

vii) Var(T —7)
0 < Var(T — 7) = Var(T') + Var(7) — 2Cov(T, 7) = Var(T') — Var(7).

Portanto,

Var(7) < Var(T).

Assim:
1) Se T =7, isto é, se k; = 1; = % + (ay — Xay)c;, entdo,
Var(7) = Var(T).
2) Caso contrério, isto é, se k; # [;, entao,
Var(7) < Var(T).

Casos especiais

1) Sea; =0 e ay =1, entdo, 7 = f;. Logo, 1 é o estimador ndo viesado, de variancia
minima de f3.

2) Sea; =1eay=0,entdo, 7 = fy. Logo, [y é o estimador nao viesado, de variancia
minima de fy.

3) Sea; =1 e ay = Xo, entdo, 7 = }A/XO = Bo + BlXO. Logo, }A/XO é o estimador nao

viesado, de variancia minima de E(Yy,).

g) Como Y; ~ N(By + 1 X;,0?%), e, além disso, Bo e Bl sao combinacoes lineares dos Y;’s,

entao,
Bo ~ N(fo, Var(f)) (2.18)
) ) K2
pois, E(5y) = o e Var(fy) = (% + m)ﬁ e

Bl ~ N(Bb Val"(Bl)) (2-19)
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0.2

pois, E(Bl) =pre Val"(Bl) = W
i=1 43

Além disso,

~

{/i ~ N(By + 51X, Var(Y;)) (2.20)

. - 1 ;
pois, E(Y;) = o + 51.X; e Var(y;) = (ﬁ + anz x2) 0.
i=1Ti

Observagao: O problema aqui é que o2 é desconhecido e precisa ser estimado (ver

expressao (2.28)).

2.4 Uma forma alternativa para o modelo de regressao

linear simples — Variavel X centrada

Uma forma reparametrizada com que se apresenta o modelo de regressao linear
simples é obtida pela utilizacao da variavel preditora centrada, isto é, pela utilizacao de x; =

X; — X como variavel preditora. Assim, tem-se:
Vi=Bo+BiXi+ei=Bo+5X)+6(Xi—X)+ei=a+ bz +e (2.21)

De forma semelhante ao que foi feito no item (2.3), na pagina 22, tem-se:

n n

Z=llelP= e =3[~ EGIX)E = Y IYi—a— fuaif

i=1 =1

que minimizado leva a estimativa de quadrados minimos de o dada por:

a=Y (2.22)

e & estimativa para o ; dada pela expressao (2.5) na pagina 23, com variancia dada pela

expressao (2.10) na pagina 26. Mostra-se, ainda que,

E(a) = «,
. 1,
Var(&) = -0 (2.23)
e

Cov(d, 1) = 0. (2.24)
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Vé-se, portanto, que os estimadores de quadrados minimos, & e (31, nao sao correla-

cionados, pois Cov(d, £;) = 0.

2.5 Analise de variancia e teste F
Obtencao das somas de quadrados

Pela Figura 2.4, vé-se que o desvio de uma determinada observacao em relagao ao

valor estimado correspondente pode ser decomposto da seguinte forma:

isto é,

desvio nao explicado pelo modelo = desvio total - desvio devido ao modelo.

~ _ ~ —

Figura 2.4: Decomposigao dos desvios €, =Y; =Y, = (V; - Y) — (Y; = Y)

Tem-se, entao, que a soma de quadrados dos desvios (parte nao explicada pelo
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modelo) é dada por:

ié? = i(ﬁ—%)2=i(n_y_g+y)z
=1 i=1 i=1

Mas, ja foi visto em (b), na pagina 24, que
IERES N 0
i=1 i=1 i=1

e, em (d), na pagina 24, que

Y Vie=) Yivi-Y)=0=) ¥?=3 Vv
i=1 i=1 i=1 i=1
Entdao, S0 (Y = Y)(Y; = Y) = 37 (Y; — Y)? e, portanto,

n n

D E=D (=YY (Vi)

i=1 i=1

22\ S\ (X iy ziY3)?
= BY (Xi—XP=8) af =355~
i=1 i=1 2im1
que por depender do coeficiente Bl ¢ chamada soma de quadrados de regressao. Tem-se, por-
tanto,
SQRes = SQTotal — SQReg
ou, ainda

‘SQTotal = SQReg + SQRes ‘

isto é, a variabilidade total dos dados (medida pela SQTotal) pode ser subdividida em duas

partes:
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- uma parte que depende da magnitude do coeficiente By, isto 6, depende de quanto o

modelo explica (medida pela SQReg);

- outra que depende da falta de ajuste do modelo ou de quanto o modelo nao explica
(medida pela SQRes).

Note-se que a SQ Reg, além de depender da magnitude do coeficiente de regressao,
depende, também, da soma de quadrados de desvios dos X’s. Portanto, é importante que os
valores de X sejam bem escolhidos, de forma que a variacao fique representada adequadamente

e que a magnitude da SQ) Reg possa ser atribuida basicamente ao coeficiente de regressao.

Valor esperado das Somas de Quadrados
a) SQTotal

Dado que SQTotal =37 (Yi—Y)? , emqueY; = By + 51 X; +eieY = By + /X + ¢,
entao,

n n

SQTOtCLl = Z(K—Y)Z = Z<61$i+€i—c€_)2 = B% ix?+i(8i—5)2+261 i(&?i—‘é)l‘i.
=1 i=1 1

i=1 1=1 i= = i=

Portanto,

n

Y (e

i=1

E(SQTotal) = 7Y a7 +E
=1

=1

Mas, lembrando que E(g;) = 0, Var(e;) = E(e?) = 02 e que os ¢;’s sao independentes, isto

é, para i # i’ Cov(e;,ey) = E(ge¢) = 0, tem-se
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Entao,

b) SQReg
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n n

Y E(si—8)’=) E(g —2&+8)

=1 =1

> " [E(e]) — 2E(z:8) + E(%)]

E(SQTotal) = 757" x7 + (n — 1) (2.25)

Dado que SQReg = S0 (Y, = V)2 = 23" 22 e que S0, :X; = S0, 2 tem-se;

=11 =11
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E(SQReg)

(1

)-
b2

ﬁlzx —l—

zlzzl

Z $2E 51

zi(Bo + 51X + &)

Zl‘

35

Z(Z

B n n n 2
Bo Z r + B Z ;X + Z xz‘&']
L =1 i=1 i=1

B n n 2

Io Z ; X + Z Iz’&']

L =1 i=1

5 (z )
=1

i=1 i=1

i=1 i=1

(5ee) ]
(e

n
2 2 2
= [ E Ty +o
i=1

n
117,

E(SQReg)

=B

22 + o2 (2.26)

=1 "1

c) SQRes

Como SQRes = SQTotal - SQReg , entdo, usando-se (2.25) e

E(SQRes) = E(SQTotal) —E(SQReg) = i

(2.26), tem-se:

(n—2)0?

Zx +(n—1)0? —Blzx —0? =

=1

B(SQRes) = (n—2)0%. |

(2.27)
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Estimador da variancia residual

Dado que
E(SQRes) = (n — 2)o?,

B (SQRes) _ 2

n—2

como consequencia, tem-se que:

e, portanto, um estimador nao viesado para o? é dado por

52 SQRes
n—2

= QM Res. (2.28)

Tem-se, entao, a partir de (2.10), (2.12) e (2.13), as variancias e covariancia estima-
das, substituindo-se o por QM Res.

Independéncia entre parametros estimados e SQ) Res

Conforme sera visto, matricialmente, no item (3.4) tem-se que SQRes é independente de BO,

Bl e Q.
Distribuicao das Somas de Quadrados

Conforme serd visto no item (3.4) tem-se:

n

1 1 N\ 2 1 “ 2 2 1 2 g 2
—55QTotal = — > (Y, = ¥) =;;yi ~ X <n—1,27zﬁlzwi :

=1 =1

n

1 _ 1 Y L ax- 2
;SQRGQ—EZ(E—Y) ~ X (1,@51 ;xz

i=1

n

1 1 .
—5SQRes = — d (YY)~ xP(n—2).

i=1
Independéncia das SQReg e SQRes

Dado que

n

SQReg=>» (Vi -Y)?

i=1

n

SQRes = Z(K —-Y))?,

=1
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eainda, V; = a+ Sz, =Y + Bix; e Y — Y = By, entdo, usando-se (2.10) e (2.11), tem-se:

Cov(Y; = Y,Y;—Y) = Cov(fiz;,Y; =Y — Biay)
= Cov(,@lxi, Y:) — COV(Blﬂfi, Y) - Var(@lxi)

P Y, 5y 3
LTy Cov(B, V) — a2Var(h)

Y

= z;Cov(

o o
2 _ 2

: : —0
' Z?:l xf ‘ Z?:l x@z

= X

pois, Cov(Bl,Y/) = 0 (péagina 26), e, como os Y;’s tém distribui¢do normal, isso implica na
independéncia das SQReg e SQ Res.
Quadro da analise da variancia e teste F
O interesse agora é testar a hipdtese Hy : 51 = 0 versus H, : 51 # 0, isto é, se realmente existe
uma relagao linear entre Y e X. J4 foi visto que:

1 2 1 2

FSQRBS ~Xn_o € ;SQReg ~ X1s

n

sendo § = — 37 E x7 o parametro de ndo centralidade, e, além disso, sdo independentes. Logo,
g -

i=1
sob Hy: f1 =0, =0,
1
;SQReg ~X; (central)

¢ SQReg
2
F = m ~ Fipo.
(n —2)o?
Portanto, rejeita-se a hipdtese Hy : 51 = 0, a um nivel de 1007% de significancia, se:
Feate > Fi -2
ou se

P<F1,n72 > Fcalc) < Y
sendo, em geral, v = 0,05 ou v = 0,01.

A partir dos resultados obtidos, pode-se obter o esquema do quadro da andlise da

variancia e teste F mostrados na Tabela 2.1.
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Tabela 2.1: Esquema de andlise de variancia e teste F

Causas de variacao | G.L. S.Q. Q.M. E(Q.M.) F
" xY)” | SQR . MR
Regressao linear 1 (ZZ’?:;% ) Ql =P + By v %
SQR
Residuo n — 2 | por diferenca ¢ ;S o?
n _
Total n—1|%" Y?-C

n \2
sendo C = (Zizl Y)

n

2.6 Estimacao por intervalo

O método utilizado aqui para a construcao de um intervalo de confianca serd o
método da quantidade pivotal. Se @ = ¢(Y1,Ys,...,Y,;0), isto é, uma funcao da amostra
aleatoria Y1,Ys, ..., Y, e de 6, o parametro de interesse e tem uma distribuicao que independe
de 6, entao () é uma quantidade pivotal. Logo, para qualquer  fixo, tal que 0 < v < 1, existem
q1 € q2, dependendo de 7, tais que

Pl <Q<@gl=1-y

e a partir dessa expressao, pode-se obter um intervalo de confianga para 6 com um coeficiente
de confianga 1 — 7.
Dado o modelo definido por (2.21), j4 foi visto que

. {2
(o o))

R 2

Por outro lado, tem-se que
QM Res 9

1
ESQR‘ES ~Xa & W= (n—-2) 7 "~ Xn—2

o
e dada uma varidvel aleatéria Z ~ N(0, 1) e, além disso, sendo Z e QM Res independentes,

Z
Q:—WNtn72
n—2

que ¢é o fundamento para a construgao dos intervalos de confianga que se seguem.
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Intervalo de confiancga para «

Dado que )
y_ G&-a a-—a N(0,1)
V(&) §
n
entao,
a—a\/ (n—2)o _ a—«a o~
(n —2)QM Res V(@) n?

e um intervalo de conﬁanga para «, com um coeficiente de confianca 1 —« é obtido a partir de:

obtendo-se

P

Gty OMBes o a iy, @M EBes
2 n 2 n

ou ainda, dada a simetria da distribuicao ¢t pode-se escrever:

QM Res

IC[a)i— ta £t 97 -

Intervalo de confianga para [,

De forma semelhante, tem-se:

~N(0,1) e fo— o ~ ta_s.

1 X?
_t = MR
\/ {n o } M Res

_Bo—=B _ Bo = Bo

T I

n Zi:l T

Logo,

R 1 X2
ClBol1— : Bo £ b3 o + m QM Res.
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Intervalo de confianga para [,

De forma semelhante, tem-se:

7 /31—?1 _ /31;51 ~ N(0,1) e fl_ﬁl ~t .
V) s e e

Logo,

QM Res

IC[B]1— Blitn—z;% S 2
i=1 "1

Intervalo de confianca para E(Y;) = §y + 51 X; = a + fia;
J4 foi visto que a aproximacao de minimos quadrados para Y; é dada por
Y, = B+ i Xi = G+ B

com

E(Y;) = E(Y;) = Bo + 61 Xis = a + By

Além disso,
G v (B, |2+ 5o
i~ i)y | T mn g
nooy T
Logo,
Y — E(Y Vi — E(Y;
,  YimB) ) i
Var(Y;) 1 a?
E — MR
\/[n+2?:1x3 atties
Portanto,

. 1 2
[C[E(Y)]1y: Vi & tn_g;w\/ {— + f—2] QM Res.
2 n x
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Intervalo de previsao para Y, = 5y + 51X, + e, = a+ fiz, + ¢, (Intervalo de previsao)

Frequentemente, ha interesse em se estimar o valor de uma nova observacgao Y}, relativa ao valor
X, da variavel preditora, isto é, deseja-se prever o valor da variavel resposta para uma nova
observagao X = Xj,.

O estimador de
Yy, = Bo+ Bi1Xn +en = a+ By + €
é dado por:
Y, = Bo+ 1 Xn = &+ Bixy,

e o erro de previsao é

(Y — Yi) = (Bo — Bo) + (B — B1)Xn — en = (& — @) + (b1 — B1)Tn — en
obtendo-se:

E(Yh — Yh) =0= E(}A/h) = E(Yh) = E(Yh) = 60 + ﬁth = o+ ﬁlﬁlfh = Yh — Ep 7A Yh

. . 1 2
Var(Yh — Yh) = Var(Yh) + Var(Yh) = <ﬁ + ﬁ + 1) 0’2
i=1"1

pois, Y, e Y, sdo varidveis aleatérias independentes, pela pressuposigao (v) da péagina 21.
Para avaliar a precisao de Y, como previsao do valor da nova observacao, determina-

se o intervalo de previsao para Yj,. Uma vez que, para determinado valor (X}) da varidvel

preditora, os valores de Y variam em torno de sua verdadeira média, isto é, em torno de E(Y})

com variancia o2, a variancia que interessa é 0% + Var(Y}). Logo,

. 1 x2
[C[Yh]l_.y 1Y, £ tn_Q;;\/(ﬁ + Zn—hﬁ + 1) QM Res.
=11

A Figura 2.5 mostra o aspecto que, em geral, assumem o intervalo de confianga para
E(Y%) e o intervalo de previsao para Yj.

O conceito de intervalo de previsao é andlogo ao de intervalo de confianga, com a
diferenca de que, enquanto o intervalo de confianga refere-se a uma constante (o parametro f,

por exemplo), o intervalo de previsao refere-se a uma variavel aleatoria (Y}, no caso).
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N\

Figura 2.5: Intervalo de confianga (....) para F(Y}) e intervalo de previsao (- - -) para Y,

2.7 Testes de hipoteses para os parametros

Teste de hipbéteses para «

Em funcao do que ja foi visto tem-se que o teste da hipdtese:

H, a<aw
Hy:a=ay versus H,, :a>aw
Hy, o # ap
é obtido a partir de:
o — (7))
— ~ lp_o.
V(a)
Assim, obtém-se:
& — (7))
teale = —F——
QM Res
n

e, a um nivel de 100v% de significancia, rejeita-se Hy, em favor de:

Hy oo < g se togre < —tp_o.y o se Pt,_o < teae) <7;
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Hgyy o> g se tegie > tnoomy ot se P(t,—o > teae) < 7i
Ha, o # ag se [teare| > tn_9;3 ou se P(|tn_a| > |teac|) < 7;

isto é, as regioes de rejeicao de Hy sao dadas pelos intervalos de ¢t correspondentes as areas
hachuradas nas Figuras 2.6, 2.7 e 2.8, respectivamente.

Yin-o

Yooz v 't(n-ZiH'/; ‘(n-z‘;;v,z

Figura 2.6: Hy vs H,, Figura 2.7: Hy vs H,, Figura 2.8: Hy vs H,,

Teste de hipdéteses para [

De forma semelhante, obtém-se o teste de hipoteses para [y, isto é, o teste de:

Hg, : Bo < Boo
Hy : Bo = Boo versus He, : Bo > Boo
Hg, : Bo # Boo
é obtido a partir de:
Bo = Boo

teale =
1 X?
Sy QMR
\/(”—I_Z?:lx?)Q ”

com regioes de rejeicao de Hy dadas pelos intervalos de t correspondentes as areas hachuradas
nas Figuras 2.6, 2.7 e 2.8, respectivamente.

Observacao: Um caso particular importante é aquele em que Syg = 0, isto é, a reta
passa pela origem.
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Teste de hipoteses para 3,

De forma semelhante, obtém-se o teste de hipdteses para i, isto é, o teste de:

Hgy, 2 B < Pro
Hy : 8y = Bio versus H,, : B> b
Ha3 B 7é Bro
é obtido a partir de:
P Bl — Bio

cale — = —m—m—m—™—

QM Res

Z?:l "'UZQ

com regioes de rejeicao de Hy dadas pelos intervalos de t correspondentes as dreas hachuradas
nas Figuras 2.6, 2.7 e 2.8, respectivamente.

2

Observacao: No caso particular em que 19 = 0 (teste bilateral), tem-se que t2,,. =

Fcalc'

2.8 Exemplo de aplicacao

Considere o Exercicio nimero 1 do item 1.4.1 da pagina 14. Usando-se, por exemplo,
o SAS, obtém-se os resultados da Tabela 2.2

Tabela 2.2: Esquema de anélise de variancia e teste F

Causas de variacao | G.L. S.Q. Q.M. F
Regressao linear 1 1.056,57 | 1.056,57 225,49 **
Residuo 5 23,43 4,68

Total 6 | 1.080,00

F1’5;0’05 - 6, 61, F175;0’01 - 16, 26 e P(F1;5 > 225, 49) - 0, 0000237

Como Frye = 225,49 > Fi5001 = 16,26 ou, ainda, P(Fy; > 225,49) < 0,01,
rejeita-se Hy : 1 = 0, ao nivel de 1% de significancia. As estimativas e desvios padroes obtidos

para os parametros foram:



Modelos de Regressao 45

BO = _07 577 S(BO) = 17 837

Bi=06,14, s(B) = 0,41,
ficando a reta estimada

Y; = —0,57 + 6, 14X;.

A estatistica para o teste da hipotese Hy : By = 0 versus H, : By # 0 é :

teale = —0,31 < t5;07025 = 2,571 ou P(|t5| > 0,31) = O, 767

isto é, nao se rejeita Hy ao nivel de 5% de significancia, o que indicaria a possiblidade do ajuste
de uma reta passando pela origem, e o que nesse caso ¢é perfeitamente explicado na pratica,
pois no dia 0 a planta tera altura 0.

A estatistica t para o teste da hipétese Hy : 1 = 0 versus H, : f; # 0, como

esperado, € :

teale = 15,01 = /225,49 = \/ FLq..

Intervalos de confianca, com coeficientes de confianca de 95%, para 3y e para [3; sao

dados por:

IC(Bo)ogs : (—H,275;4,132)

10(51)0,95 : (57091; 7, 195);

mostrando que existem evidéncias de que [y nao é significativamente diferente de zero (o in-
tervalo para [y inclui o zero) ao nivel de 5% de significancia, enquanto que 3; o é (o intervalo

nao inclui o zero), confirmando o resultado obtido pelo teste F.

Sao obtidos, ainda, os resultados apresentados a seguir.
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~ ~

Y  s(Y) LIjc LS LIip LSip
5 557 148 1,78 9,36 -1,16 12,30
13 11,71 1,16 8,74 14,69 540 18,02
16 17,86 0092 1550 20,21 11,82 23,90
23 24,00 0,82 21,90 26,10 18,05 29,95
33 30,14 0092 27,79 3249 24,10 36,18
38 36,28 1,16 33,31 39,26 29,98 42,60
40 42,43 148 38,64 46,22 3570 49,16

N O Ol W N |

em que Ll;c e LSic s@o os limites do intervalo de confianga para F(Y},), com um coeficiente
de 95% de confianca, e LI;p e LS;p sao os limites do intervalo de previsao para Yj,, com um
coeficiente de 95% de confianca. A Figura 2.9 mostra os intervalos de confianca para FE(Y},) e

de previsao para Y}, bem como a reta estimada e os valores observados.

50 -

30 4

~= 20

10

Idade (semamnas)

Figura 2.9: Intervalo de confianga para F(Y},) e intervalo de previsao para Y,

2.9 Regressao linear por anamorfose

Existem determinados tipos de modelos nao lineares que através de uma trans-
formacao tornam-se lineares e os parametros do modelo inicial podem, entao, ser estimados
através de fungoes deles. Geralmente, essas estimativas sao usadas como valores iniciais para

um processo iterativo. Como exemplos podem ser citados:
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e Modelo de Cobb-Douglas, muito usado na area de Economia, e dado por:

R=aZ"

sendo R a renda bruta e Z, a area plantada.

Para linearizar esse modelo basta usar a funcao logaritmica e tem-se:

logR=loga+ flogZ =Y = [y + /1 X

sendo Y = log R a nova variavel resposta, X = log Z, a nova variavel explicativa e por
uma regressao linear simples estimam-se os parametros By e (1, e consequentemente,
a=¢emefp=p.

e Polindmios inversos, cujas curvas sao hiperbdlicas, muito usados para descrever a
relacao existente entre peso e densidade de plantas, crescimento de plantas e balanco
de fons, produtividade e doses de adubo, velocidade de reacao e concentracao de subs-
trato em reagoes quimicas de enzimas (Equacao de Michaelis-Menten). A vantagem
dos polinémios inversos em relacao aos polinomios ordinarios, é que, em geral, sao fungoes
nao negativas, limitadas (por assintotas) e nao simétricas, o que pode muitas vezes ex-
plicar melhor fenémenos que ocorrem na pratica (Nelder, 1966). Podem ser escritos, por

exemplo, dentre outras, na forma linear

Z Z

—=aZ+=>W=—-:.

W p aZ +
em que W é a varidvel resposta (peso, altura, produtividade, velocidade de reacao) e Z é
a variavel explicativa (densidade de plantas, balango de fons, dose de adubo, concentracao
de substrato). Verifica-se que, a medida que Z aumenta, W tende para uma assintota

superior a1, isto é,
. A 1
lim

Z—>ooOzZ—+—B:a7

e que para valores de Z suficientemente pequenos, W é aproximadamente proporcional a

f~1Z. Tem como casos limites, uma reta quando o = 0 e uma constante quando 3 = 0.

Na forma quadratica, tem-se:

Z
aZ + [+ 22

A
W:aZ+5+’yZQ:>W:

em que W é a varidvel resposta e Z ¢é a variavel explicativa. Para valores de Z suficiente-

mente pequenos, W é aproximadamente proporcional a 5717 e para valores grandes de Z
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s

é aproximadamente proporcional a (7Z)~!. O valor méaximo de W ocorre para Z = 4/ —
Y

e é dado por , tal que a nao afeta a posicao do méaximo, mas somente o valor

1
2V By + «
que W assume.
A obtencgao de estimativas iniciais para a, 5 e v podem ser obtidas linearizando-se esses

modelos da seguinte forma:

1 1
— = —=Y = X
W Oé‘i‘ﬁZ Bo + b1
e
! +ﬁ1+ Z =Y = [y + 1 X1+ B X
— = J— —
W 7 Y 0 141 249
. . 1 1 B
sendo que Y = W ¢é nova variavel resposta, X = A X, = - e X9 = Z sao as novas

variaveis explicativas e por uma regressao linear simples estimam-se os parametros [y, 1

e (2, e consequentemente, & = BO, B = 31 ey = Bg.
2.10 Teste para falta de ajuste (ou teste de linearidade)

Ja foi visto que o

1 1 -
QM Res = E £ = E (Y; - Y;)?
n—24%4 n—2*4
=1 =1
da analise de variancia da regressao ¢ uma estimativa nao tendenciosa da variancia do erro ou
da variancia residual (%), sob a suposi¢ao de que o modelo ajustado é correto. Suponha que

o modelo proposto é

E(Y;) = u(X;) = Vi = u(X;) + & (2.29)

e que o modelo correto seria

E(Y)) =7(Xi) = Y, = y(Xi) +e;. (2.30)
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Figura 2.10: Modelos linear e quadratico

com E(g}) = 0 e Var(e}) = E[(])?] = %
Comparando-se os dois modelos, tem-se que o termo B; = v(X;) — u(X;) estard

incluido em ¢; de (2.29). Logo,

E(g;)) = B; e E(¢?) = El(ef + By)?] = 0* + B?,
sendo que B; = v(X;) — pu(X;) é o viés, como mostra a Figura 2.10, no caso em que pu(X;) =
Bo + 51 X; e v(X;) = Bo + f1X; + B2X?2. Isso mostra que ao se usar o modelo (2.29), se ele for
correto B; = 0 e o QM Res serd uma estimativa nao tendenciosa para a variancia residual, isto

é, E(QM Res) = o?; se, por outro lado, nao for correto, entao, E(QM Res) = % + %Bf
Nesse caso em que (2.29) é o modelo de regressao linear simples, um grafico pode
mostrar essa falta de ajuste. J4, quando se tém modelos mais complicados, ou entao, mais
de uma variavel explanatoéria, fica mais dificil. Necessario se torna, portanto, a obtencao de
uma estimativa da variancia residual o? que independa do modelo. Isso é possivel, usando-se
o planejamento de coleta de observagoes repetidas de Y para cada X distinto, como mostra a

Figura 2.11, para um determinado X;. Considere k niveis de X; para os quais sao observados
n; valores de Y (Tabela 2.3).

Tabela 2.3: Valores de Y correspondentes a k niveis de X;

X Y Totais  Médias
Xi|Yn Yo -0 Y, | T =Y Y
Xo | Yor Yoo oo Yo, | Th=Y, Y,
Xe | Yo Yo -+ Y, | Tk = Ya Yi

Essa outra estimativa de 02 é dada pelo Quadrado Médio do Residuo de uma
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analise de variancia em que cada valor distinto de X é considerado como se fosse um tratamento
a que esta submetida a variavel Y. Tém-se, entao, dois residuos: aquele a que se chama desvios

de regressao (ou residuo da regressao) e o residuo propriamente dito (ou erro puro).

Figura 2.11: Valores repeti- Figura 2.12: Decomposicao Figura 2.13: Decomposicao

dos de X; de desvios totais de desvios de tratamentos

Tem-se, entao, que a média das observagoes para o nivel ¢ é dada por

Yo+ Yo+ + Vi,
U2

Y, =

e, pode-se ter

E(Y;) = u(X;) (modelo proposto) ou E(Y;) =(X;) (modelo correto).

Logo,
_ 1 —
dij =Yy; =Y e n_k;dgj=52:>erropuro.
Pela Figura 2.12, tem-se:
(YZJ Y/):(YU_YZ')""O_/Z_Y)’
e, portanto,
k  n B k  ny _ ko n B _ k- ni _ _ _
) WIREIIED 9 WITREIIES ) DURIIEE) ) WIS
i=1 j=1 i=1 j=1 i=1 j=1 i=1 j=1

isto é,
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SQTotal = SQErroPuro+ SQTrat

em que
SQTotal = Zle Z?;l(yij ~Y)? = Z?:l 2?21 Yj -C
k i 2 k
o 2 Y
C= (i %_1 i) , sendo N = an
i=1 9
SQTrat = Zle > (Yi— Y)? = Zle ni(Y; =Y)? = Zf:l o ¢
SQErroPuro =" | Yo (Yy —Yi)? = SQTotal — SQTrat
pois,
ni - B koo o B ko _ Y.
DDV Y)Y -Y) =D (Y=Y (V- Y) = Y (- V)(Yi - t) =0

i=1 j=1 i=1 j=1 i=1
Na realidade isso é equivalente ao modelo estatistico correspondente a um ensaio

inteiramente casualizado (em que os tratamentos sao os niveis de X) dado por:
Yij=a+7i+e

sendo que v; é o efeito do i-ésimo tratamento, e dando origem ao esquema de Anadlise de

Variancia apresentado na Tabela 2.4.

Tabela 2.4: Esquema de andlise de variancia

Causas de variagao | G.L. S.Q.

Entre niveis de X k—1 1| SQTrat
Residuo N —Fk | SQRes
Total N —1| SQTotal

O interesse, agora, estd em verificar se existe uma relagao linear entre as médias de
tratamentos (os diferentes valores de X considerados como niveis de uma variavel qualitativa)
e os valores de X;’s, isto é, desdobrar os (k— 1) graus de liberdade de tratamentos em 1 grau de
liberdade para Regressao linear e (k — 2) graus de liberdade para desvios de regressao. Assim,

tem-se o modelo para médias de tratamentos, dado por:

E(Y;) = o+ /i Xi = a + Bz

sendo E(Y;) estimado por:
Y, = Bo+ BiXi = &+ i
Tem-se, entao, para um dado X; (Figura 2.13)

— A —

Y-Y = -Y)+(i-Y)

ou seja,
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Entre niveis de X = falta de ajuste + efeito do modelo.

Portanto,

sendo L
Z Z( V; —Y)(Y; —=Y) =0 (Prove!)
i=1 j=1
Entao,
SQTrat = SQDesvios de Req + SQReg
em que

kK n; k
SQReg=> " (V;=Y) =) n(Y;-Y an Bo+ B X, —Y)? /3127%
i=1

i=1 j=1

Mas, como

E(Y)) = Bo+ /i Xi = a + Bz

tem-se que
Yij = Bo+ b1 Xi + i = a+ pw; + &

e, portanto,

€ij = Y;j — Bo— 51 X; = Y;j —a— Gz
Logo,

k n; k n;
Z(B0,B) =Y > e =D > (Yij—fo— A X.)’
i=1 i=1

j= =1 j=1

e pelo pelo método dos minimos quadrados,

(07 N
9 S 5 (Yig = Bo = BiXa)(=1)
07 -

\ 95, = 2 Z§=1 Ejzzl(Y;j — By — B1.Xi) (= X5)

n; k
Zz 12 e Zi:lnz 512 _niX; =0

L ZLZ?; 5OZZ § NiXi — 5121 (X7 =0
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Nﬁo+512, X = Zz 12] 1 ZJ—ZleniYi

Bo Zz 1 X+ B Z L XY = Zf:l Z;L;1 XiYy; = Zf:l ni XY,

Logo,

=1 A

Z n X Y Zf:1 /n’ZXZ Z”;:l nl}_/;
=1 N
b =

k 2
k (D i miXi)
Zi:l niXi2 - 1N

S (X — X) (YY)
Zf=1 ni (X — X)2

Portanto,

SQD = SQDesvios de Reg = SQTrat - SQReg

ficando o novo quadro da analise de variancia dado pela Tabela 2.5.

Verifica-se que

SQD } 2 +zleni[mxi)—(ﬁowlxoP
; .

BQMD) = {k k-2

Interessa, inicialmente, testar a falta de ajuste (ou linearidade) do modelo, isto é,

testar a hipotese:

Ho: (X)) =po+ /X = puX)—5F —/X=

Sob essa hipotese

1
E(QMD) =0’ e ﬁSQD ~ Xt_o-



54 Clarice G.B. Demétrio & Silvio S. Zocchi

Tabela 2.5: Esquema de analise de variancia

Causas de variacao G.L. S.Q. Q.M. F
Regressao linear 1 SQReg | QMReg | Freg
Desvios de regressao | k — 2 SQD QMD Fp
Entre niveis de X k—1 1| SQTrat | QMTrat | Frpq
Residuo N—Fk | SQRes | QMRes
Total N —1 | SQTotal

Além disso,
1
;SQR@S ~ XAk
Logo a estatistica
_ QMD
"~ QMRes

Portanto, rejeita-se Hy , a um nivel de 100y% de significancia, se Fp > Fy_o N—ksy

Fp ~ Fl_o N—k-

ou se Pr(Fy_on-r > Fp) < 7. Isso significa que existem evidéncias de que o modelo linear
nao satisfaz, havendo necessidade de se procurar outro modelo. Além disso, faz-se, também, o

teste para a regressao linear, isto é, o teste da hipotese:
Hy: 8, =0 versus H,:p; #0.

Como resultados desses dois testes podem ocorrer as situagoes:
( Teste de falta de ajuste : nao significativo

Caso 1: { Teste da regressao (Hy: 1 = 0) : nao significativo

Modelo estimado : Y;; = By =

=~

Teste de falta de ajuste : nao significativo
Caso 2 : { Teste da regressao (Hy: f1 = 0) : significativo
Modelo estimado : }A/ij = ﬂAo + BlXi

Teste de falta de ajuste : significativo
Caso 3 : { Teste da regressao (Hy: fy = 0) : nao significativo
Modelo sugerido : Y; = po + 1.X; + BaX? + gij ou de grau superior

Teste de falta de ajuste : significativo
Caso 4: { Teste da regressao (Hy: 1 = 0) : signi ficativo
Modelo sugerido : Yi; = By + 51X, + B2 X7 + €45 ou de grau superior

Esses 4 casos sao mostrados, respectivamente, nas Figuras 2.14, 2.15, 2.16 e 2.17.

Exemplo: Considere os dados do Exercicio 2, item 1.4.1, pagina 14.
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Figura 2.14: Caso 1 Figura 2.15: Caso2 Figura 2.16: Caso 3 Figura 2.17: Caso 4
a) A partir do modelo: Y;; = By + 51X, + €;;, tem-se a Tabela 2.6.

Tabela 2.6: Analise de regressao

Causas de variagao | G.L. | S.Q. | QM. | F
Regressao linear 1 90,83 | 90,83
Residuo 1 8 44,77 | 5,60
Total 9 135,60

b) A partir do modelo: Y;; = o + 7; + ¢;5, tem-se a Tabela 2.7.

Tabela 2.7: Andlise de variancia

Causas de variagao | G.L. | S.Q. | QM. | F
Entre niveis de X 7 132,71 | 18,96
Residuo 2 2,89 | 1,443
Total 9 | 135,60

¢) Combinando-se os dois quadros, tem-se a Tabela 2.8.

d) Conclusoes: Como para falta de ajuste, Foye = 4,84 < Fg.00,05 ou se P(Fgo > 4,84) =
0,1812 > 0,05, nao se rejeita Hy, ao nivel de 5% de significancia. Vé-se, ainda, que o
teste para a hipétese Hy : 1 = 0 é significativo ao nivel de 5% de significancia, indicando
a evidéncia da tendéncia linear, isto é, a relacao existente entre consumo de alimentos e
peso médio das galinhas. A Figura 2.18 mostra a reta ajustada e os valores observados.
Convém observar que esse exemplo tem um nimero pequeno de observacoes e, além disso,

apenas um dos pesos (5, 1) estd repetido trés vezes.
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Tabela 2.8: Andlise de variancia

Causas de variacao | G.L. | S.Q. | Q.M. F
Regressao linear 1 90,83 | 90,83 62,93 *
Desvios de regressao 6 41,88 | 6,98 4,84 ns
Entre niveis de X 7 132,71

Residuo 2 2,89 | 1,443

Total 9 135,60

F6;2;0,05 =19, 33, F6;2;0701 =99,33 e P(F6;2 > 4, 84) =0,1812
F172;0’05 - 18, 51, F1,2;0701 - 98, 50 e P(Fl;z > 62, 33) - O7 0155

98

96

T T T
4.5 5.0 5.5

Figura 2.18: Reta ajustada e valores observados

Se a falta de ajuste fosse significativa, concluir-se-ia que o modelo linear utilizado nao era
o adequado, havendo necessidade de se utilizar um modelo de grau maior. O quadrado
médio residual nao estimaria corretamente a variancia residual (o2), pois estaria incluindo

um erro sistematico devido ao uso de um modelo inadequado.

2.11 Coeficiente de determinacao

E definido por

2 SQReyg _1 SQRes

- SQTotal SQTotal
e indica a proporcao da variacao de Y que é explicada pela regressao. Note que 0 < R? < 1.
E, portanto, uma medida descritiva da qualidade do ajuste obtido. Entretanto, o

valor do coeficiente de determinacao depende do niimero de observagoes da amostra, tendendo
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a crescer quando n diminui; no limite para n = 2, tem-se sempre R? = 1, pois dois pontos
determinam uma reta e os desvios sao, portanto, nulos. Numa tentativa de correcao desse
problema, foi definido o coeficiente de determinacao ajustado para graus de liberdade,

indicado por R%. Tem-se que:

SQReg  SQRes

1-RP=1- —
SQTotal  SQTotal

O coeficiente de determinagao ajustado é definido por:

1
~ SQRes n—1
1- R == = (- R
—— SQTotal "

ou ainda,

Ropro ! (1 - R?

n—2
Excluindo-se o caso em que R? = 1, tem-se que R?> < R?. Note que R? pode ser

negativo.

A estatistica R? deve ser usada com precaucao, pois é sempre possivel torna-la
maior pela adicao de um numero suficiente de termos. Assim, se, por exemplo, nao ha pontos
repetidos (mais do que um valor Y para um mesmo X) um polinémio de grau n — 1 dard um
ajuste perfeito (R* = 1) para n dados. Quando h4 valores repetidos, R? nao serd nunca igual
a 1, pois o modelo nao podera explicar a variabilidade devido ao erro puro.

Embora R? aumente se uma nova variavel é adicionada ao modelo, isso nao significa
necessariamente que o novo modelo é superior ao anterior. A menos que a soma de quadrados
residual do novo modelo seja reduzida de uma quantia igual ao quadrado médio residual original,
o novo modelo terd um quadrado médio residual maior do que o original, devido a perda de 1
grau de liberdade. Na realidade esse novo modelo poderd ser pior do que o anterior.

A magnitude de R?, também, depende da amplitude de variacao da varidvel regres-
sora. Geralmente, R? aumentard com maior amplitude de variacao dos X’s e diminuird em

caso contrario. Pode-se mostrar que:

Assim, um valor grande de R? podera ser grande simplesmente porque X variou em
uma amplitude muito grande. Por outro lado R? poderd ser pequeno porque a amplitude dos

X’s foi muito pequena para permitir que uma relacao com Y fosse detectada.
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Em geral, também, R? nao mede a magnitude da inclinacao da linha reta. Um valor
grande de R? nao significa uma reta mais inclinada. Além do mais, ele nao leva em consideragio
a falta de ajuste do modelo; ele poderd ser grande, mesmo que Y e X estejam nao linearmente
relacionados (ver Figura 22).

Dessa forma, vé-se que R? nao deve ser considerado sozinho, mas sempre aliado a
outros diagnosticos do modelo.

No caso em que existem repeticoes para as doses de X tem-se:

R SQReg
SQTrat’
SQReg  SQ Falta de Ajuste

1-R*=1- =
ki SQTrat SQTrat

e o coeficiente de determinagao ajustado definido por:

1
- —25Q Falta de Ajuste 4
1-R2=1= : = (- R
mSQTT‘CLt
ou ainda,
R-r- (-
t—2

2.12 Exercicios

1. Considere o modelo de regressao linear passando pela origem
Pede-se:

a) Mostre que a estimativa de quadrados minimos de § é dada por:

Z?:l XiY;

ﬁ N Z?:l XiQ '

b) Obtenha Var(f).
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2. Seja

Yi, = 0+¢
Yo = 20—-¢+e

YE; = 0+ 2@5 + &3
em que E(g;) =0 (i = 1,2, 3). Encontre as estimativas de quadrados minimos de 6 e ¢.

3. Encontre as estimativas de minimos quadrados dos parametros dos modelos que se seguem.
Obter as variancias e covariancias das estimativas dos parametros, supondo que E(g;) = 0,
Var(g;) = 02, que o erro de uma observagao é independente do erro de outra observagao

e que X é controlada sem erro ou com erro desprezivel.

(a) Vi=i+0+¢e,(i=1,23).
(b) Yi=if+e;,(i=1,....4)

(C) }/1:94‘81
Yo =20—-0¢+ ¢
}%:9—|—2¢+€3

(d) Y; = By + B1Xi + Bo(3X2 —2) + ¢4, (1 =1,2,3),sendo X; = -1, Xy =0e X3 = 1.
Mostre que as estimativas de minimos quadrados de 3y e 51 nao se alteram se 35 = 0.

(e) Modelo de regressao linear reparametrizado

Y;:Oé‘i‘ﬁl(Xi—X)—i-&':Q+B1Ii+€i,(i:1,...,n).

sendo x; = X; — X chamada varidvel centrada.

(f) Modelo de regressao linear segmentada

v _Jate (i=1,2,3)
' a+B(X;— X3)+e (i=4,5)

sendoXlzo,X2:2,X3:4,X4:66X5:8.

(g) Modelo de regressao linear segmentada

v { atBi(Xi—X3)+e (i=1,2) (232

Oé—l—ﬁQ(XZ —Xg) +5i (Z = 3,4,5)

sendoX1:0,X2:2,X3:4,X4:66X5:8.
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(h) Modelo de regressao linear segmentada

Yi:{a—l—Bl(Xi—XkH—gi (i=1,....k) (233

Ck‘f’BZ(Xi—Xk)—i‘Ei (z:k—i-l,,n)

sendo 1 < k < n.

4. Considere os conjuntos de dados apresentados nos Exercicios 1 a 5 do item 1.4.1 (pag. 14

e 15) e o modelo de regressao
Y = fo + b1 Xi + &

Pede-se:
(a) Obtenha as estimativas de quadrados minimos de 3y e [3;.

(b) Obtenha Var(6,), Var(5;) e Cov(fo, 51).

(¢) Onde couber, considere o modelo de regressao
Xi =By +BiYi+¢
e obtenha as estimativas de quadrados minimos de 3 e f].
(d) Obtenha Var(f}), Var(5;) e Cov(Gh, 3,).
(e) Complete os gréficos de dispersao com as retas de regressao.
(f) Comente sobre o ajuste, apenas olhando os graficos.

5. Obtenha as estimativas de quadrados minimos dos parametros do modelo (2.32), consi-

derando o conjunto de dados a seguir

| oo

X
Y;

?

I N
SN DN
—
@]
OO | =
Sy | OO | Ot

6. Considere o conjunto de dados apresentado no Exercicio 8 do item 1.4.1 (pag. 18) e o
modelo de regressao

Y = Bo+ 51X + X7 + &
Pede-se:
(a) Obtenha as estimativas de quadrados minimos de Sy, 81 e [s.

(b) Complete o grafico de dispersao com a curva de regressao.

(c) Comente sobre o ajuste, apenas olhando o grafico.
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b) Obtenha Var(ﬁo), Var(Bl% Var(ﬁ}), COV(50731)7 COV(B[),Bz) e COV(BM 32)

7. Considere o modelo de regressao linear passando pela origem (2.31). Obtenha as somas

de quadrados e o quadro da analise de variancia.

8. Considere o modelo de regressao linear multipla reparametrizado
Vi=a+ B1(Xy — X1) + Bo(Xoi — Xo) + & = a+ Bixy; + Bota; + & (i=1,...,n)

onde x1; = Xy; — X1 e x9; = Xg; — Xy sdo variaveis centradas. Obtenha as somas de

quadrados e o quadro da analise de variancia.

9. Considere o modelo de regressao linear segmentada
Yi = o+ Bl(Xz - Xu)l{z<u} + 62(Xz - Xu)I{zZU} + €i, (Z = 17 ceey Uy 7”)

onde I sao variaveis indicadoras, que assumem o valor 1 quando a condi¢ao entre chaves
estiver satisfeita ou o valor 0, caso contrario. Obtenha as somas de quadrados e o quadro

da analise de variancia.

10. Considere os conjuntos de dados apresentados nos Exercicios 1 a 5 do item 1.4.1 (pag. 14

a 15), os resultados do Exercicio 4 do item 2.12 (pdg. 61) e o modelo de regressao
Y = fo + b1 Xi + &
Pede-se:
(a) Obter o quadro da andlise de regressao e fazer o teste F. Tirar conclusées a um nivel

de de 5% de significancia.
(b) Testar a hipétese Hy : 5 = 0 com um nivel de significancia de 5% de probabilidade

e verificar que Fiu. = t(Q:alc'

(c) Testar a hipdtese Hy : Sy = 0 com um nivel de significancia de 5%.
(d) Construir os intervalos de confianga para [y e 1, considerando um coeficiente de de

95% de confianca.

11. Considere o conjunto de dados apresentado no Exercicio do item 1.4.2 (pag. 16). Obtenha

as estimativas iniciais de minimos quadrados de a, b e d, linearizando os modelos:

I=aT® ¢ V=d7"!

12. Linearize as fungoes relacionadas a seguir, ou seja, determine as transformacoes fi(-), ..., fi(+)
tais que Y* = B() + 51X*, onde X* = fl(X), Y* = fg(Y), ﬁ(] = f3(00) € 51 = f4(91>
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(a) Funcao poténcia: ¥ = X%, Y > 0,60y >0e X > 0.
(b) Fungao exponencial: Y = yexp(0;X), Y > 0e 6y > 0.
(¢) Funcao logaritmica: Y =6y +6;In X, X > 0.

(d) Fungao hiperbdlica: Y = , X >0,/0heY >0.

X
00X — 0,

0o + 61X
(e) Fungao logistica com dois parametros: Y = exp(b + 01.X) ,0<Y <1

1+ exp(fy+ 6,X)
(f) Funcéo de Gompertz com dois parametros: Y = exp|—exp(fy + 6, X)], 0 <Y < 1.

13. Faga um estudo completo das funcgoes relacionadas no item anterior, ou seja, para cada
uma delas:
(a) Obtenha os conjuntos dominio e imagem.

(b) Obtenha os intervalos de X para os quais a fungao é crescente e aqueles para os

quais ela é decrescente.
(c) Estude a fungao quanto a concavidade e a existéncia de pontos de inflexao.
(d) Verifique se hé assintotas verticais ou horizontais.
(e) Construa gréficos representativos do seu comportamento.
14. PAES DE CAMARGO et al (1982), estudando a construgao de um tensiometro de leitura

direta, obtiveram os resultados que se seguem para valores de alturas da camara no

tensiometro (X), em mm, e tensdo da agua no solo (YY), em mb.

X 9 12 30 42 57 102 147 210 290
Y 217 291 439 515 603 681 716 746 755

Fonte: PAES DE CAMARGO, A.; GROHMANN, F.; PAES DE CAMARGO, M.B. (1982)
Tensiometro simples de leitura direta. Pesquisa Agropecudria Brasileira, 17(12):
1763-1772.

Pede-se:
(a) Ajustar a fungao hiperbdlica (12d) aos dados observados utilizando as transformagoes
necessarias.
(b) Construir o diagrama de dispersao incluindo a fungao ajustada.

(c) Obter a assintota horizontal da fungao ajustada e interpreta-la.
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15.

16.

17.

Nota: Este exercicio foi apresentado por PEREIRA, A.R. & ARRUDA, H.V. (1987).
Ajuste pratico de curvas na pesquisa biologica. Fundagao Cargill, Campinas, SP, pag. 14-
15.

Os dados que se seguem referem-se a valores simulados de X; e Y; (i =1,...,6).

X 0 2 3 4 6 9
Y 13,464 9,025 7,389 4,953 4,055 2,718

Construa o diagrama de dispersao e, com base nele, escolha uma das fungoes apresentadas

no 2° exercicio. Em seguida, ajuste-a utilizando as transformacgoes necessarias.

Em um estudo da calagem para a sucessao batata-triticale-milho, QuAaGGlO, J.A. et
al. (1985) obtiveram os resultados para teor de célcio no solo X, em meq/100cm?® e

porcentagem de tubérculos maduros Y, apresentados a seguir.

X 01 02 02 04 05 08 1,0 1,6 3,2
Y 63 79 8 8 8 8 93 93 96

Fonte: QuacGacio, J.A.; Ramos, V.J.; BATaGLIA, O.C.; VAN RA1J, B.; SAKAI,
M. (1985) Calagem para a sucessao batata-triticale-milho usando caldrios com

diferentes teores de magnésio. Bragantia, 44(1): 391-406.

Pede-se ajustar o modelo

0
Y;:Qo—i-yli—FEi

a esses dados, utilizando as transformacgoes necessérias.

Considere a amostra de 10 pares de valores X;,Y; apresentados na Tabela 2.9, os dados

relativos aos Exercicios 1 e 2 do item 1.4.1 (pdg. 14) e o modelo de regressao linear simples
Y = fo + B Xi + &
Supondo que g; ~ N(0,0?), Cov(e;,ei) =0, (i #14') e que X é fixa, pede-se:

a) Determine as estimativas dos parametros.

(
(b

Faca a analise de variancia da regressao.

)

)

(c) Teste a hipdtese Hy : Sy = 0 contra H, : Sy # 0, a um nivel de significancia v = 0, 05.

(d) Teste a hipotese Hy : f; = 0 contra H, : 51 # 0, a um nivel de significancia v = 0, 05.
)

(e) Determine o valor do coeficiente de determinagao.
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(f) Determine o valor do coeficiente de determinagao corrigido.

(g) Construa os intervalos de confianga para E(Y;) (i = 1,...,n), com um coeficiente de

95% confianca.

(h) Determine a estimativa de Y}, para X = (X3 + X4)/2 (média entre o terceiro e o
quarto valores de X) e construa o intervalo de previsao para Y} com um coeficiente
de 95% de confianca.

Tabela 2.9: Valores de X; e Y; (i =1,...,10).

X 0112 3 3 45 5 6
Y 3 2 3 5 4 4 7 6 79

Fonte: HOFFMAN;, R. & VIEIRA, S. (1983). Andlise de Regressao. Uma Introducao a
Econometria. 2* ed. Ed, Hucitec, Sao Paulo, pag. 124.

18. Considere o conjunto de dados

X -2 —a 0 a 2a
Y 0 0 3 6 6

sendo a uma constante positiva nao nula, e o modelo de regressao
Y, = Bo+ 51X + &
Supondo que g; ~ N(0,0?), Cov(g;, e4) =0, (i # 7') e que X é fixa, pede-se:

(a) Obter as estimativas de minimos quadrados BO e Bl de 5y e Bi.
(b) Obter as estimativas das variancias e covariancias de Bo e By

(c) Obter o quadro da andlise de variancia e tirar conclusdes com um nivel de signi-

ficancia 5%.

(d) Testar a hipétese Hy : 1 = 0 a um nivel de 5% de significancia.

f

)

(e) Testar a hipétese Hy : fyp = 0 a um nivel de 5% de significancia.

(f) Obter os intervalos de confianca para 5y e f; com um coeficiente de 95% confianga.
)

(g) Obter os intervalos de confian¢a para E(Y;), (i = 1,...,n) com um coeficiente de
95% confianca.

(h) Obter os intervalos de previsao para Y, para X = %, (t=1,...,n—1) com

um coeficiente de 95% confianga.
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19. Considere o seguinte modelo de regressao

Y; = Bo + Bi(Xs — Xi) + &, (i=1,...,k,...,n).

Supondo que g; ~ N(0,0?), Cov(g;,ex) =0, (i # i) e que X ¢ fixa, obtenha o esquema

do quadro da analise de variancia.

20. Considere os dados da Tabela 2.9. Pede-se:

(a) Fazer o teste para falta de ajuste da regressdo linear a um nivel de 5% significancia.

(b) Obter a equacao da reta e representd-la em um gréfico juntamente com os valores

observados.

21. Os dados da Tabela 2.10 sao provenientes de um ensaio inteiramente casualizado e referem-

se a concentragoes de CO, aplicadas (X ) sobre folhas de trigo a uma temperatura de 35°C
e quantidades de CO, absorvido (V) pelas folhas, em em?/dm?/h.

Tabela 2.10: Concentragoes de CO4 aplicado (X) sobre folhas de trigo a uma temperatura de
35°C e quantidades de CO, absorvido (Y') pelas folhas, em cm?/dm?/h.

X Y

75 0,00

100 0,65 0,50 0,40

120 1,00

130 0,95 1,30

160 1,80 1,80 2,10

190 2,80

200 2,50 2,90 245 3,05
240 4,30

250 4,50

Fonte: MEAD, R. & CURNOV, R.N. (1983). Statistical Methods in Agriculture and
FExperimental Biology. Chapman & Hall, pag. 140.
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Pede-se:

(a) Fazer o teste para falta de ajuste da regressdo linear a um nivel de 5% significancia.

(b) Obter a equacao da reta e representd-la em um gréafico juntamente com as médias

(observadas) para doses.

Tabela 2.11: Doses de radiagao gama (X ) aplicadas sobre explantes de abacaxi e pesos (V') dos

mesmos, em ¢, 45 dias apds a irradiagao

X Y
0 945 10,84 10,12 11,14 10,30 11,04 1145 12,23 946 12,75
30 10,14 10,73 9,02 091 1,35 689 1,14 898 9,18 0,82
40 861 548 8838 923 6,15 886 7,32 7,66 963 5,70
50 646 588 7,04 249 833 693 6,18 414 6,75 5,50
60 722 549 045 6,00 505 0,15 497 352 7,07 9,93
70 246 445 504 6,19 4,15 549 465 278 598 0,70
80 3,75 575 294 023 222 265 261 413 280 495

Fonte: Mércia Scherer (2002). Inducao de mutacao visando o melhoramento de abacaxi.

22. Os dados da Tabela 2.11 sao provenientes de um ensaio inteiramente casualizado e referem-
se a pesos (Y), em g, de explantes de abacaxi, 45 dias apés terem recebido diferentes doses
de radiagao gama (X). Pede-se:

(a) Fazer o teste para falta de ajuste da regressao linear a um nivel de 5% significancia.

(b) Obter a equagao da reta e e representa-la em um grafico juntamente com as médias

(observadas) para doses.

23. Os dados da Tabela 2.12 referem-se a producoes de ruibarbo para enlatamento, por datas

de colheita, de um experimento em blocos ao acaso. Pede-se:

(a) Fazer a anélise de variancia para ensaios em blocos ao acaso.

(b) Fazer o teste para falta de ajuste da regressao linear a um nivel de 5% significancia

(desdobrar Tratamentos em Regressao Linear e Desvios de Regressao).

(c) Obter a equagao da reta para as médias de tratamentos e representa-la em um grafico

juntamente com as médias (observadas) de tratamentos.
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Tabela 2.12: Produgoes de ruibarbo para enlatamento.

Blocos
Data de colheita 1 II Inr 1v
03/5 21,2 214 12,0 17,2
07/5 19,3 174 245 30,2
11/5 22,8 29,0 18,5 24,5
15/5 26,0 34,0 33,0 30,2
19/5 43,5 37,0 25,1 23,5
23/5 32,1 30,5 35,7 32,3
27/5 33,0 322 354 354

Fonte: MEAD, R. & CURNOV, R.N. (1983) Statistical Methods in Agriculture and
Experimental Biology. Chapman & Hall, pag. 145.
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Capitulo 3

Regressao Linear Miiltipla

3.1 Modelo estatistico - Notacao matricial

Tem-se uma regressao linear multipla quando se admite que a variavel resposta (V)
é funcdo de duas ou mais varidveis explicativas (regressoras). O modelo estatistico de uma
regressao linear multipla com k varidveis regressoras (X1, Xo,..., X}) é

Yi=0Bo+ B5iXa + BoXio+ ... + BeXir + &
ou, na forma reparametrizada com varidveis centradas:
Yi=a+ bz + Bavia + ... + Brir + &

_ _ _ _ _ 1 <&
el que o = ﬁ0+51X1+52X2++6ka €T = Xij_Xj; sendo Xj = EZXZWJZ 1,...,]{?.
=1

ii
Em notagao matricial, o modelo de regressao linear multipla fica:

Y=X0+e=p+e, (3.1)

em que Y é o vetor, de dimensoes n x 1, da variavel aleatéria Y; X é a matriz, de dimensoes
n X p, conhecida do delineamento, e como sempre ocorre em modelos de regressao, a menos de
multicolinearidade, é de posto completo p = k + 1, sendo p = k£ + 1 o ntimero de parametros;
0 ¢é o vetor, de dimensoes p x 1, de parametros desconhecidos; € é o vetor, de dimensoes n x 1

e de variaveis aleatérias nao observaveis, isto €,

1/1 1 X11 X12 Ce Xlk 1 r11 12 ... Tik
Y; 1 X9 X9 ... X 1

Yy — 2 X = 21 22 2k on X — To1 T22 Lok ’
Yn 1 an Xng Ce Xnk 1 Inlt Tp2 ... Ipk

69
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[ Gy | [ ] .
1
Io B
€2
0=\ 5 ou 6= | f e €=
En
| Bk | | Bk
ou ainda,
_ b .
Yi 1 X X oo Xy 3 €1
1
Y; 1 X9 Xoy ... X €
vy — 2 | _ 21 22 2k 8 | + 2
Y, 1 Xt Xoo oo Xo €n
| Bk
Bo + BiXi + BoXio+ ...+ B Xk + €1
_ Bo + Bi1Xo1 + B2 Xoo + ...+ BpXok + €2
Bo + B X1 + BoXpo + ...+ B Xk +&n
ou, com variaveis centradas,
i
Y, 1z x2 ... T €1
Y- 1 =« T T b €
v — 2 | _ 21 T2y ... Tok 8, | + 2
Yn 1 Inlt Tp2 ... Tpk i 5k | En

a+ frzn + Boxia + .o 4 Brri + €1
a + 61]321 -+ BQIQQ + ...+ Bkl’gk -+ €9

o+ Blznl + ﬁ2xn2 +... .+ ﬁk’xnk + €n

De forma semelhante ao que foi visto em regressao linear simples, tém-se as su-
posicoes:

(i) a variavel resposta Y é funcao linear das varidveis explicativas X;, j =1,2,...,k;
(i) as varidveis explicativas X; sdo fixas;

(i) E(g;) =0, ou seja, E(e) = 0, sendo 0 um vetor de zeros de dimensoes n x 1;
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(iv) os erros sao homoceddsticos, isto é, Var(g;) = E(&?

;) =0%

(v) os erros sao independentes, isto é, Cov(e;, ) = E(g;e4) =0, @ # 7/
(vi) os erros tém distribui¢ao normal.

Logo, combinando-se (iv) e (v) tem-se Var(e) = E(ee’) = Io?, sendo I uma matriz
identidade, de dimensoes n x n. Portanto, considerando-se, também, (vi) tem-se € ~ N(0, I'o?)
eY ~ N(X8,1I0?), pois, E(Y) = u = X0 e Var(Y) = Var(e) = Io? A suposigao de
normalidade é necesséria para a elaboracao dos testes de hipoteses e obtencao de intervalos de

confianca.
Caso particular: No modelo de regressao linear simples,
Yi =B+ /i Xi+ei=a+ b + &, (3.2)
tem-se
Yl 1 Xl 81
Y- 1 X
y — 2 X = 2 6= Bo o e— €2
e cee e By e
Y, 1 X, En
ou ainda,
Y) 1 X €1 Bo + L1 X1 + &1
Y: 1 X X
v — 2 _ 2 Bo n €2 | _ Bo + f1 X2 + &2 (3.3)
By . .
Yn | 1 Xn En 50 + ﬁan + En
[ 1 €1 a+ Py + €1
B 1 z9 « n €9 | at b1 + €9
cee e By e
| 1 Tn En o+ ﬁlxn +éen

3.2 Estimacao dos parametros — Método dos quadrados

minimos

O numero de parametros a serem estimados é p = k + 1. Se existirem apenas p
observacoes, a estimacao dos parametros reduz-se a um problema matematico de resolucao de
um sistema de p equagoes a p incdgnitas, nao sendo possivel fazer qualquer andlise estatistica.

Deve-se, portanto, ter n > p.
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Um método utilizado para a estimacdo dos p (p < n) parametros é o método dos

quadrados minimos. Se o modelo adotado é dado por (3.1), entao, o vetor de erros, €, fica:
e=Y-X0=Y —p.

De uma forma geral, tem-se que tanto melhor serd o modelo quanto menor for o

comprimento de €. Usando a norma Euclideana para o comprimento de €, tem-se:

Z0)=||e|’=e"e=) =Y -X0)"(Y -X0)=Y"Y -20"X"Y + 0" X" X6
=1

Logo,
oz
— =2XTy +2XTXx0
00 +
o0z
e fazendo-se 20 ~ 0, tem-se:
XT"x0=XTy (3.4)

que é o sistema de equagoes normais, em que

[ Y Xn o X Xe o o Y Xa | Y

S Xa Y XA Y XaXe oo Y XaXa >y XY
XTX = | Y0 X S0 XaXe YLXE 0 YL XeXy | e XTY = | 3 XpY;

X i XaXae D05 XoXa o 2L XE | i XYl

ou, usando variaveis centradas,

n 0 0 e 0 YooY,
n ) n n n
0 D1 TH D TaTia e D TiTik > ie1 TarY;
T o n n 2 n T _ n
X X = 0 D TaaTio D T e D Tl e XY = | > mpY;
n n n 2 n
| 0 Doict TilTik D g TidTike - D i Ty ] i > im1 TikY; |

Como X tem posto coluna completo, p = r(X), entdo, o sistema de equagoes normais

é consistente e tem solugao unica dada por:

6= (X"X)'x"Y. (3.5)
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Caso particular: No modelo de regressao linear simples dado por (2.21), tem-se

1 X,
xrx_ |1 1 ol L X | | o YLK
X, X, ... X, SEX Sr x|
1 X,
(XTX)! = 1 R YRS
nZ?zl Xi2 - (Z?:l Xi)2 _Z?:l Xi n

ny | — Yo Xi n

. csop s n 2 n 2 n 2 .
pois, como jé foi visto, ny ;" X7 — (D1, Xi)* =n) ., x;. Também,

1 [Z?lef —z;;Xz-]

Y
xry_ |1 1 1 » | _| XY
X1 X2 Xn Z:L:leY; .
Y,

Logo, o sistema de equagoes normais fica
n >im1 Xi Bo _ >t Yi
Z?:l X; Z?:l Xi2 b Z?:l XiY;
e, portanto, o estimador de quadrados minimos de 6 é dado por

é 5:0 _ 1 Z?:l Xi2 - Z?:l Xi Z?:l Y;
i ﬁl n Zi:l sz - Z?:l Xz n Z?:l XZY;

Y -4 X

n Z?:l X;Y; — Z?:l Xi Z?:l Y; ’
n Z?:l %2

isto é,
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pois, como ja foi visto, n Y ., X;¥V; =Y " X > Yi=n) . x;Y;. Para a varidvel centrada,
isto é, pela utilizacao de xz; = X; — X como variavel preditora, tem-se:

Vi=Bo+biXi+ei= 60— 5iX)+6(Xs—X)+ei=a+ bz +&

e, portanto, em notacao matricial

1 T
x=|" | xtx=|" e X'y = | 2 h
0 Zi:l 5(722 Zizl IzY;
1 =z,
Logo,
0 — o _ 1 Z?:l x; 0 Z?:lyi
A Xl 0 n || XLwY|
isto é,
N IeY Y
0= [ - ] = (X"X)' X"y = | 3 Y |- (3.7)
A D i1 T
Propriedades:

(7) Os elementos de 6 sao combinagoes lineares dos Y}, isto é,

n
0, =2 cyYi
=1

em que os ¢;; 30 os elementos da matriz resultante de (X' X)X 7.

(i) A solucao de quadrados minimos 8 é um estimador nao viesado para 6, isto é,

EF) = E(XTX)'XTY]= (XTX)"'XTE(Y) = (XTX)"'XTE(X0 +¢)

= (X"X)'X"X0=16=06.

(7i) A matriz de variancias e covariancias de 8 é dada por:

A

Var(8) = Var[(XTX)'XTY] = (X"X)' X" Var(Y) X (X' X)™*

= (X"X)' X"I*X(X"X)"' = (X"X)' X' X(XTX) o = (XTX) ' o?,

pois, Var(AY) = AVar(Y)A”. Portanto,
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V = Var(0) = (XTX) 102 (3.8)

Caso particular: No modelo de regressao linear simples, definido em (3.1) fica:

V = 1 Z?:l Xi2 - Z?:l Xi 02
ny ;| — Yo Xi n

Mas,

ZXiz _ ZX2 Zz 1X) Q(Z?Z;Xi)Z :zn:Xf—Q)_(Zn:Xi+n)_(2+n)_(2

i=1 =1 =1

n

= ) (X7 —2XX;+ X*) +nX? = Zx +nX2

=1

Logo,
) o 1, X X
Var(8y)  Cov(Bo, £1) DDA - D
v _ o2 (3.9)
Cov(fo. /1) Var(Br) X 1
Z?:l %2 Z?:l x?

e, com a variavel X centrada, tem-se

Var(@)  Cov(d, f)

@) — (XTX) o
Cov(a, p1) Var(ﬂl)

o 3|
[N}

1 o’ (3.10)
D iy

Veé-se, portanto, que os estimadores de quadrados minimos, & e (31, nao sao correla-
cionados, pois Cov(&, 81) = 0.

(7v) Como resultado dos itens (i), (ii) e (iii) e o fato que Y ~ N(X8, Io?), tem-se que
6 ~ N, (XT"X)'0?).
(v) Dada uma combinagao linear dos parametros

CTO = C()B() + 0151 + ...+ Ckﬁk
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em que ¢! = [cg, ¢y, ..., ), um estimador de quadrados minimos, nio viesado e de variancia

minima é dado por c’o. Portanto,
E(c'0) = c'0 e Var(c'8) = "'(XTX) e 0.
Além disso,
c'0 ~ N0, " (XTX) e o?).
(vi) A aproximagao de quadrados minimos para Y é dada por:
Y =X60=XX"X)"'X"Y = PY
sendo P = X(X7X)~'XT. Portanto,
E(Y)=X60 e Var(Y) = X(XTX)' X752,

Além disso,
Y ~N(X0, X(XT"X) 1 XT5?).
(vi) Interpretagao geométrica
A matriz P = X(XTX)_lXT é o projetor ortogonal de Y no espago coluna de X,

C(X) (ver Figura 3.1). Ela é chamada, em inglés, hat matriz, e representada por H, por ser

a matriz que “coloca o chapéu” em Y.

Figura 3.1: Projecao ortogonal de Y em C(X)

Pelo teorema de Pitdgoras, a partir da Figura 3.1 tem-se:
1Y [P=[[Y |+ ][ (3.11)

isto €, o vetor de observagoes pode ser decomposto na soma de dois vetores ortogonais: o vetor
Y do espaco estimagao, e o vetor € do espaco residuo. Esta decomposicao ¢ o fundamento da

analise de variancia, que sera vista no item 3.5.
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3.3 Notacao matricial alternativa

Considerando-se variaveis centradas, o vetor de parametros pode ser escrito como

at

sendo 81 = | 8, Ba -+ B |. Além disso, a matriz X pode ser escrita como:
1 11 TL12 ... X1k
1 e
X — Ta1 T22 Lok :[1 X1]
1 21 Tpo ... Tpk
Logo,
n 0f = o’ 1Y
X'X = T , (XTX) = n e XY = .
0 X)X, 0 (XTx)? XY
e, portanto,

>

h T —1vyT _ Y
o-[]-omrew [y ||

3.4 Analise de variancia e teste F

Obtencao das Somas de Quadrados

Por meio da decomposigao ortogonal dada pela equacao (3.11), fica facil interpretar a decom-

posicao da soma total de quadrados de desvios. Assim, tem-se:
1Y [P=[Y [P+ ][é|P=| X0 +||Y - X0 |

ou

~ A

Y'Y = (X0)"X0+ (Y - X60)T(Y — X6)

= 0 X"X0+Y'Y -YTX0-0 X"Y +0 XTX0
e usando-se a expressao do sistema de equagoes normais dado por (3.4) tem-se que:

YTY =0 XTY + (Y'Y - ' XTY)
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e substituindo-se 0 pela expressao (3.5), fica
Y'Y =Y'X(XTX)' XY +Y'[I - X(X"X)"'XT)lY =Y'HY + Y'(I - HY
em que
Y'Y =" Y2 = SQTotal (ndo corrigida);
YTHY = 0 XY = SQParametros — SQP e
YX(I-H)Y =YTY — 8 X"Y = SQRes.
Logo,
SQTotal = SQP + SQRes.

Usando-se a notagao alternativa apresentada no item (3.3), tem-se,

R R 17y R
SQP = o' XTY — [ a B8 } [ = @1TY+ﬂTX{Y

Xty

1 - 1 -
= —Y™11TY + B XTY = ~YTJY + 3 XTY
n n
que na notagao R(.) é representada por
SQP = R(a, B) = R(a) + R(B|a) = Corregao + SQ Reg

sendo R(a,B), a reducdo na soma de quadrados residual devido a inclusdo dos parametros
a, 1, Ba, - - ., Br; R(a), aredugdo na soma de quadrados residual devido a inclusao do parametro
a e R(B|a), a redugdo na soma de quadrados residual devido a inclusao dos parametros
b1, Ba, ..., Bk dado que « ja estava no modelo. Logo,

SQReg = SQP — Correcao e

SQTotal = SQTotal(nao corrigida) — Correcao = SQReg + SQ Res.

Caso particular: No modelo de regressao linear simples em que
Y=o+ 0iXi+e=a+pi(X;—X)+e,

tem-se:

seP = [ 6 4] [ Lo ¥

Z?:l XY,

Lo A [E0

n o ny2 noy2
= AN B D = SQ(a) + SQ( ) = el g o)

em que

SQ(a) = L;YZ)Q = (C (corregao) e

(i =)

=11

SQReg.
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Numero de graus de liberdade associado as Somas de Quadrados

O ntumero de graus de liberdade associados a uma soma de quadrados ¢ dado pela
caracteristica da matriz idempotente de sua forma quadratica, isto ¢, o nimero de graus de
liberdade de Y?AY ¢ dado pela caracteristica(A). Além disso, para A uma matriz idem-
potente, tem-se que caracteristica(A) = traco(A). Vale lembrar, também, que para ¢ uma

constante e A e B matrizes, tem-se:

(i) traco(A) = traco(AT);
(i) traco(cA) = c trago(A);
(iii) trago(A + B) =trago(A) + trago(B);

(iv) traco(AB) =traco(BA).

Além disso, tem-se que:

1 1 1
SQTotal =YY - ~Y'11'Y = Y'Y - - Y'JY =Y'(I - ~J)Y,
n n n

SQP=0'XTY = Y'X(X"X)'X"Y = YTHY,
1 1 1
SQReg=SQP - Y 11'Y = Y'HY - - Y'JY =Y"(H - -J)Y ¢
n n n
SQRes=YTY — 9 XTY =YT(I - H)Y,

1 1
sendo —J, H e I — H matrizes simétricas e idempotentes. Também, H — —J é simétrica
n

n
e para mostrar que é idempotente, considere a forma alternativa apresentada no item (3.3).

Logo,
1
- OT 1T
JH = J[1 X, || n [ T]

0 (XTx,)! X

n 0 .0 . 1 of

n 0 0 = o7 17 1 of 17
0 (XTx)' | X X

n 0 .0 1 oF

1 1 1 1 1 1 1
e, portanto, ( H ——J)(H—-—-J)=H—-—-HJ—-——-JH+—-HJ = (H——-J),istoé, H——J
n n n n n n n

é idempotente. Pode-se verificar, entao, que estao associados, respectivamente, n — 1, p, p — 1
e n — p graus de liberdade as SQTotal, SQP, SQReg e SQRes.
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Valor esperado das Somas de Quadrados e Quadrados Médios
E conveniente lembrar que a esperanca da forma quadréatica Y7 AY é dada por:
E(YTAY) = traco (A)o? + u"Ap

em que, A é uma matriz simétrica, conhecida de dimensées n x ne p = E(Y) = X6.

Entao,

E(SQTotal) = E[YT(I—%J)Y]

= [tr(I) — %tr(.])]a2 + 07 X"(1 - %J)XB

= (n—1o*+ 0" X" (I - lJ)Xe

n
em que
n—1 -1 —1
—1 —1 —1
iyt n |
n n
-1 -1 n—1
n—1 -1 -1
1 1| 17 -1 n-1 —1
T _— — J—
XT(1 - —J)X n[XlT] 1ox
-1 -1 n—1
o” 0 of
= 1 X, | =
HIEEIR .
(§]
1 0 of a
' XT(I-—-J)X6 = r =p/TXTX,pB.
(I--J) [aﬁ}[ox?&”ﬁ,] 8" XTX,3
Portanto,
1
E(SQTotal) = (n —1)o? + 07 X" (I — ~J) X0 = (n — 1)o* + 37 XT X3, (3.13)
n
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E(SQRes) =E[YT(I - H)Y]=tr(I - H)o®> + 0" X"(I - H)X0
mas,

tr(H) = tr[ X (X" X) ' X" =r(X)=p

' XTI -H)X0=60"X"X0-60"X"X(X"X)'XTX60=0.

Logo,

E(SQRes) = (n — p)o? (3.14)

E(SQReg) = E(SQTotal) — E(SQRes)

1 1
= (n—-1D*+0" XTI~ =-I)XO0—(n—pc*=(p—-1)* +0"X"(I--J)X0

n n

B(SQReq) = (p — 1)o? + 0T XT(I — %J)XH — (- 1o+ ATXTX . (3.15)

Por definicao Quadrado Médio é o quociente das Somas de Quadrados pelos respec-

tivos nuimeros de graus de liberdade, isto é,

QMReg SQR(;Q e
OMRes — SQRes
n—p

Logo,

1
E(QMReg) = o* + F@Txfxlﬁ e

1

E(QM Res) = o°.

Caso particular: No modelo de regressao linear simples dado pela equagao (2.21),
p=r(X)=2,B=p ¢ X, X, =5 22 Portanto, tem-se

E(SQTotal) = (n — 1)o* + 7 Zx
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E(SQReg) = o* + 37 Zx? e
i=1

E(SQRes) = (n — 2)o”.

Estimador da variancia residual

Dado que
SQR
E(QMRes) = E ( ¢ 63) — o2,
n—p
entao, um estimador nao viesado para o2
SQR
52 = SQTCS oy ipes
n—p

Tém-se, entdo, a partir de (3.9) e (3.10), as matrizes de variancias e covariancias

estimadas, substituindo-se o2 por QM Res.

Independéncia de 6 e 62

Lembrando que se Y ~ N(u, V), entao, uma forma quadratica Y7 AY e uma forma
linear BY sao independentes se e s6 se BV A = 0. Dado que V = Io?,

6=(X"X)'X"Y = B=(X"X)'x"

SQRes =Y'[I - X( X" X)'XT[Y = A=1T- X(X"X)'Xx"
tem-se
(XTX)' XTI - X(XTX)'X"o* = 0.

Portanto, 0 e 62 sao independentes.

Distribuicao das Somas de Quadrados

Lembrando que se Y ~ N(u,V), entdo, a forma quadritica Y7 AY tem uma

distribuicao x? nao central com r(A) graus de liberdade e parametro de nao centralidade § =

1

§MTAM, isto é,
T 2

Y AY ~ X))
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1
se e s0 se AV ¢é idempotente. Se § = §MTAM = 0, entao a distribuicao é uma x? central com
r(A) graus de liberdade, isto é,

T 2
Y2 AY ~ Xjpay-

Para o modelo linear dado pela equagao (3.1) tem-se u = X80, V = Io? e que as

1 1
matrizes —J, H = JX(XTX)*IXT, I — H e H— —J sao simétricas e idempotentes. Entao,
n n

1 1 T 1 2
gSQTOtCLZ = EY (I - EJ)Y ~ X[n—l,ﬁ]

1

o2

1 1
—55QReg = Y'(H - ;J)Y ~ Xtr-1.]

1 1
—SQRes = Y (I - H)Y ~ x}
g g

(n—p)
I rer .
para § = 27‘26 X7 X8, pois

1 1 1
O'XT(I--J0)X0 = 0"X"(H--J)X0=0"(X"X - -X"JX)6
n

n n

0 o” «
= |a 5T}[o X?Xll [ﬁ]:ﬁTXITXIB'

Caso particular: No modelo de regressao linear simples dado pela equagao (2.21),

n 1 -
p=r(X)=2B=p e XX, =" 22 Portanto, para § = ﬁﬁfZQf
i=1

n

1 1 _ 1 &
ESQTotal =3 Z<YZ —-Y)? = — ny ~ X%n—l,é)
=1

- g
=1

1 )
—5SQReg = — > (Vi—Y)* ~xf)

=1

1 1 — .
20QRes = — (Yi = Yi)? ~ Xueay-
=1
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Independéncia das SQReg e SQRes

Lembrando que se Y ~ N(u, V), entdo, as formas quadraticas Y7 AY ¢ Y'BY
sao distribuidas independentemente se AV B = 0 (ou, equivalentemente se BV A = 0). Dado
que

E@&Wﬂ”mFéﬂYe SQRes=Y"(I - H)YY
entao,
(H — %J)I(I _ H)o?— (H - HH - %J + %JH)U2 ~0

mostrando que SQReg e SQ Res sao independentes.

e~ . QM Reg
Distribuicao do quociente m
Em geral, as hip6teses de interesse sao sobre os parametros 87 = [ B1 Pa o+ B |,
mantendo-se o parametro 5y (ou «) no modelo, isto é, deseja-se testar a hipotese Hy : 1 =
fo = ...= P =0 (correspondendo ao modelo Y = « + €) versus H, : ndo Hy. Isso equivale a
verificar se realmente existe uma relacao linear entre Y e Xy, Xs, ..., Xj. Ja foi visto que:

1 1
;SQR&S ~ X72’pr € ;SQRGQ ~ X;2971,5

1

emqued = — BT XT X3¢0 parametro de nio centralidade, e, além disso, sdo independentes.
o

Logo, sob Hy: 1 = s = ... =[x = 0, tem-se que § = 0,

1
PSQR@Q ~ Xo_, (central)

SQReg

(p—1)o?
“S5QRes ™ frinr

(n —p)o?

F =

Portanto, rejeita-se a hipétese Hy : 3 = 0, a um nivel de 1007% de significancia, se

QM Reg

Fcac e —
: QM Res

> F

p—1,n—p;y

ou se P(Fip_2 > Feue) < 7y, em que, em geral, v = 0,05 ou vy = 0,01.

Quadro da analise da variancia e teste F

A partir dos resultados obtidos, pode-se obter o esquema do quadro da andlise da
variancia e teste F mostrados na Tabela 13. Essa forma de apresentacao da andlise é chamada,

por alguns autores, de andlise parcial.
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A soma de quadrados de regressao é a reducao na soma de quadrados residual devido
a inclusao dos parametros (i, s, . . ., O (ou das varidveis X1, X, ..., X}) nomodelo Y = fy+e,

isto é7 SQR@Q = R(ﬁhﬁ% B 76/6‘50) = R(/BOJ 617ﬁ27 s 75’6) _R(60)7 sendo R(ﬁﬂ?ﬁl?ﬁ% B 7Bk)
a soma de quadrados de residuos para o modelo Y = Gy + 51Xy + ... + 5k Xp + 2 ¢ R(fp) a

soma de quadrados de residuos para o modelo Y = §; + ¢.

Tabela 3.1: Esquema de andlise de variancia e teste F

Causas de variagao G.L. S.Q. Q.M. E(Q.M.) F
_ AT SQReg 1 QM Reg
Regressao k=p—-1|6 XTY —C o1 o+ Ifl,BTXlTXl,B = QMRes
SQR
Residuo n—op por diferenca nQ— ;S o2
Total n—1 | YL, Y?-C

o (DL

Outro tipo de analise é a andlise sequencial, em que os parametros vao sendo adi-
cionados ao modelo sequencialmente. Considerando-se, por exemplo, uma variavel resposta Y

e duas variaveis X; e X, regressoras, o modelo completo poderia ser
E(Y) = B0+ fi1X1 + S X

e o quadro de Analise de Variancia sequencial poderia ser o apresentado na Tabela 14, sendo
R(51|Po) a reducao na soma de quadrados residual devido & inclusao do parametro 5 (ou da
variavel X7) no modelo Y = 5y + €; R(Ps|5o, /1) a redugdo na soma de quadrados residual

devido & inclusdo do parametro B2 (ou da varidavel X5) no modelo Y = By + 51 Xy + ¢

Tabela 3.2: Esquema de analise de variancia sequencial e teste F

Causas de variacao | G.L. S.Q. Q.M. F
Bo 1 R(fo)

B11Bo 1 R(B1|Bo) = R(Bo, B1) — R(Bo) Fy
Ba|B1, Bo 1| R(B2|Bo, B1) = R(Bo, Br, B2) — R(Bo, B1) Fy
Parametros 3 R(0)

Residuo n—3 por diferenca San%ZS
Total n Y'Y
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Nesse caso, as hipoteses testadas pelo teste F' sao de acordo com a ordem estabelecida
no quadro de analise de variancia, isto €,

(i) Fy para testar Hp: fy =0 ignorando Xo

(i) Fy para testar Hy: 5, =0 ajustado para Xj.

Testes de Hipdteses

Seja '@ uma combinacao linear dos parametros e seu estimador ¢76. Entao, do

teorema de Gauss-Markov,
"0 ~ N0, " XTX) e 0?)

e, portanto,

T T
7 c'0—-co ~ N(0,1)

o\/cT(XTX)1c
pois, E(Z) = 0 e Var(Z) = 1. Por outro lado,

QM Res
W =(n—-p-~—5—~x,

0—2 n—p-*

Logo,
c’—c"

zZ 0 ;
pu— ~/ n_p.
w \/cT(XTX)—lc QM Res
n—p

Portanto, rejeita-se, a um nivel 1007% de significancia, a hipétese Hy : ¢'0 = ¢’ em favor
de

:eT0 < 0y se tegre < —tn—pry OUse Pty_p < tearc) < 7;
H,, : c'0 > c'0y se toue > tnpry ou se Pt,_p > teae) <7
H,, :c'0 # c0, se |teae| > tnpiy ouse P([tu_p| > [teac) <73

c’0—c'o,

sendo t.ge = .
\/cT(XTX)*lc QM Res

Assim, por exemplo, no teste da hipotese Hy : 5, = 0 ignorando X, tem-se

c’' = (0,1,0) € teae = 6—}, sendo Bl calculado para o modelo ignorando X5. No teste da

S{P1
hipétese Hy : 1 = B2 que equivale a Hy : 31 — 3, = 0, tem-se ¢!’ = (0,1, —1).

Principio do Residuo Condicional
Testes de hipdteses mais gerais podem ser feitos por meio da comparacao de modelos

e do uso do Principio do Residuo Condicional. Seja o modelo completo (modelo ¢) dado por
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Y; = Bo+ BiWir + BoWig + ... + B Wi +;  (modelo c)

sendo E(g;) = 0, Var(g;) = E(¢?) = 0%, E(gse) = 0, &; ~ N(0,0?) e W, fungoes de X;;. Assim,

)

por exemplo,
Yi = Bo + B1Xi1 + BoXio + 83 X3 + &

ou
Y = Bo + 51X + B2 X2 + 53Xi21 + 54X,‘22 + B Xi1 X2 + €5

Matricialmente, tem-se:
Y =W_.0.+¢e,

em que Y é o vetor das observacoes, de dimensoes n x 1; W . é a matriz do modelo, de dimensoes
n X p, sendo p = k+1 o numero de parametros; 6. é o vetor, de dimensoes p x 1, de parametros
desconhecidos e €. é o vetor, de dimensoes n x 1, de variaveis aleatorias nao observaveis.

Pelo método dos quadrados minimos, tem-se que:

.= (WIW,)"'WY,

Y. =W,

SQP. = SQP(Po,P1,--.,0k) = éijY, com p = k + 1 graus de liberdade,
SQTotal(ndo corrigida) = Y'Y, com n graus de liberdade,

SQRes. =YY — 9ZWCTY, com n — p graus de liberdade.

Suponha que se deseja testar a hipdtese:
Hozﬁerl:ﬂerQ:u-:ﬁk:O (m<k)

Sob Hy, tem-se o modelo reduzido (modelo r)

Y =B+ 61:Wi + BoWia + ... + BuWim +&; (modelo 1)

com representacao matricial dada por
Y =W,0, +¢,

em que W, é a matriz do modelo, de dimensoes n x r, sendo r = m+1 o nimero de parametros;
0, ¢é o vetor, de dimensoes r X 1, de parametros desconhecidos e &, é o vetor, de dimensoes

n x 1, dos erros.

Pelo método dos quadrados minimos, tem-se que:

0, = Ww,)"'wly,
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Y, =W,0,,

SQP, = SQP(Bo, f1y- -\ Pm) = észY, com r = m + 1 graus de liberdade,
SQTotal(ndo corrigida) = Y7Y, com n graus de liberdade,

SQRes, =YY — éfW;:FY, com n — r graus de liberdade.

Logo, a reducao da SQResiduo devido a adi¢ao dos parametros B,,11, Bmi2s - - -, Bk

ao modelo r é dada por

R(BerlaﬂerQ) s 75k‘60751a s 7ﬁm) = SQR@ST - SQR@SC = SQPC - SQPT

com (p — r) graus de liberdade, o que é conhecido como Principio do Residuo Condicional.

Assim satisfeitas as pressuposicoes estabelecidas para o modelo, tem-se

R(Berla BerQ’ ‘e 7Bk‘507 517 <. 7ﬁm) SQR(EST - SQReSC

_ p—r _ p—r N
F= SQRes. - QM Res, Fyprnp
n—p

e rejeita-se Hy, a um nivel de 100v% de significancia, se F' > Fj,_, ,_p..

Ezemplo I: Seja o caso particular em que W;; = Xj;, isto é,

Yi = 50 + BlXil + 52X7;2 + ...+ Blek’ =+ E; (modelo C) (316)

e a hipdtese a ser testada
Hy:B;=0 paraalgum 1<j;<Ek

o que equivale ao modelo reduzido

Y =00+ 1 Xi+ BoXio+ ...+ Bjm1 X jo1 + BjaXijri + ...+ B Xik + &, (modelo 1)

com m = p — 1 parametros a serem estimados.

A matriz W, e o vetor 0, ficam, entao,

7o Bo
gs! I
1 X11 R X17j_1 X17j+1 e Xlk
1 XQ ce )(27 i1 ng' . sz
WT: DY ..-1 “ .. ...J -..]+1 “ .. . .. e 07’.: Wjil - ﬁjil
1 Xt oo Xogor Xoge1 oo X " ”B "
L Ym—1 1 | Bk ]

Logo,
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SQP, = @fW;FY, com r = p — 1 graus de liberdade,
SQRes, =YTY — SQP, com (n—p+1) graus de liberdade

e a reducao na soma de quadrados do residuo devido a hipotese Hy é dada por
R(Hy) = SQRes, — SQRes. com 1 grau de liberdade

o que leva a estatistica

_ R(ﬁj‘ﬁo; By 7ﬁj717 5j+1, .- -5k) _ SQRes, — SQRes,

F
QM Res, QM Res,

~ F]-vn_p'

e rejeita-se Hy : f; = 0, a um nivel de 1007% de significancia, se F' > F} ;,_p...
Essa mesma hipotese pode ser testada pelo teste ¢, isto é,

~

_ B —0_ BAj
s(B;)  s(By)

~Y

n—p

em que Bj e S(Bj) sdo estimados sob o modelo completo (modelo c). Verifica-se que F = 2.

Essa é a chamada anédlise parcial, pois os #’s sao estimados conjuntamente.
Ezemplo 2: Usando-se o mesmo modelo ¢ dado por (3.16) e a hipitese a ser testada
Hyo:p1=02=p vs Hy:p1# B
tem-se que o modelo reduzido fica
Y= 0o+ BXa+ X+ ...+ B Xur + &

ou, ainda

‘YZ = Bo+ BXS + BsXis+ ...+ B Xix + & (modelo 1) ‘

com m = p — 1 parametros a serem estimados e X = X;; + Xja.

A matriz W, e o vetor 8, ficam, entao,

8l B
1 Xy +Xe X3 ... Xu 70 60
1
I Xor+Xoo Xog ... Xy
Wr: . .. .« .. . .. DY .« .. e er: ’yz - 63
1 an_'_XnQ Xn3 Xnk
_f)/mfl | L 5k |

Logo,

SQRes, =Y'Y — SQP, com (n—p-+1) graus de liberdade



90 Clarice G.B. Demétrio & Silvio S. Zocchi

e a reducao na soma de quadrados do residuo devido a hipétese Hy é dada por
R(Hy) = SQRes, — SQRes. com 1 grau de liberdade

o que leva a estatistica

~ Fl,n—p
e rejeita-se Hy : f1 = (2, a um nivel de 1007% de significancia, se F' > F} ,_,...

Ezemplo 3: Seja o modelo ¢ dado por (3.16) e o teste da hipétese:

HO:{/81:2
fa=1

que corresponde ao modelo reduzido
Y= Po+2Xi + Xip + 3 X3 + ... + Bp X + &

com m = p — 2 parametros a serem estimados, ou, ainda

Zi=Po+ 3 Xis+ ...+ BXir + & (modelo r)

sendo que Z; =Y; — 2X;; — X5 é a nova variavel resposta, sendo o termo 2.X;; + X;» conhecido

como offset. Entao,

T T
1 X Xy ... Xu 70 60
1 3
1 Xps Xou ... X
we=| PR e b=m | =| A4
1 X5 Xou ... X
_’Ym—2_ _61@_

A reducgao na soma de quadrados do residuo devido a hipétese Hy : f1 =2 e By =1
¢ dada por:
R(Hy) = SQRes, — SQRes. com 2 graus de liberdade
o que leva a estatistica
R(Hy)

2
F=—%2—~F,_
QM Res, 2

e rejeita-se Hy : f1 =2 e [ =1, a um nivel de 1007% de significancia, se F' > Fy,,_...

Ezxemplo 4: Seja o modelo ¢ dado por (3.16) e o teste da hipétese:

H, - P — 28 = 4f33
B1+28, =6
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Resolvendo-se o sistema de equacgoes para (1 e (5, essa hipdtese é equivalente a

I p1 =3+ 283
0" 3

B2 = 5 3
que corresponde ao modelo reduzido

3

Y, =B+ (3+205) X + (5 — B3)Xio + B3 Xis + ... + B Xir + &

com m = p — 2 parametros a serem estimados, ou, ainda

Zi = Po+ B3 X+ ...+ fpXi + & (modelo 1)

3
em que Z; = Y; —3X;1 — §Xi2 ¢ a nova variavel resposta, X = 2X;; — X5 + X3, sendo o termo

3
3Xi1 + §XZ-2 conhecido como offset. Entao,

1 XP Xy ... Xu o bo

X* X X 71 B3

W, — 2 Ko ... Xgg e 0,= | ~ | 5
1 X' X oo X

L Ym—2 1 | ﬁk |
Logo,
R(Ho)

F 2

=—= ~ [,
QM Res, 2np
e rejeita-se Hy : By — 20y = 4833 e [ + 202 = 6, a um nivel de 100v% de significancia, se
F> FQW—ZJW‘

3.5 Coeficiente de Determinacao Miiltiplo

E usado como uma medida descritiva da qualidade do ajuste obtido, definido por

2 SQReg | SQRes
SQTotal SQTotal

e indica a proporcao da variacao de Y que é explicada pela regressao. Note que 0 < R? < 1.
Entretanto, o valor do coeficiente de determinacgao deve ser usado com precaucao,

pois depende do nimero de observacoes da amostra, tendendo a crescer quando n diminui.

Além disso, é sempre possivel tornd-lo maior, pela adigao de um numero suficiente de termos.

Assim, se, por exemplo, nao ha pontos repetidos (mais do que um valor Y para mesmos X's)
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uma regressao multipla com n — 1 = k varidveis regressoras dara um ajuste perfeito (R* = 1)
para n dados. Quando hd valores repetidos, R? nao serd nunca igual a 1, pois o modelo nao
poderd explicar a variabilidade devido ao erro puro.

Embora R? aumente se se adiciona uma nova varidvel ao modelo, isto nao significa
necessariamente que o novo modelo é superior ao anterior. A menos que a soma de quadrados
residual do novo modelo seja reduzida de uma quantia igual ao quadrado médio residual original,
o novo modelo terd um quadrado médio residual maior do que o original, devido a perda de 1
grau de liberdade. Na realidade esse novo modelo podera ser pior do que o anterior.

A magnitude de R?, também, depende da amplitude de variacao das varidveis re-
gressoras. Geralmente, R? aumentard com maior amplitude de variacao dos X’s e diminuird
em caso contrario. Assim, um valor grande de R? poderd ser grande simplesmente porque
os X'’s variaram em uma amplitude muito grande. Por outro lado R? poders ser pequeno
porque as amplitudes dos X’s foram muito pequenas para permitir que uma relagao com Y
fosse detectada.

Dessa forma, vé-se que R? nao deve ser considerado sozinho, mas sempre aliado
a outros diagnésticos do modelo. Numa tentativa de correcao dos problemas apontados, foi
definido o coeficiente de determinacao ajustado para graus de liberdade, indicado por R?.

Tem-se que:
B SQReg  SQRes
SQTotal — SQTotal’

O coeficiente de determinacao ajustado ¢ definido por:

1-R*=1

1

) p— SQRes "1 )

1-Rpr= = (1-R)=R*=R>—
—ISQTotal n=p n=p
n—

1

(1-R?)

Excluindo-se o caso em que R? = 1, tem-se que R? < R2?. Note que R? pode ser

negativo.

3.6 Exemplo

Considere os dados do Exercicio 5 do item 1.4.1 (pagina 16) referentes a medidas
de diametro a altura do peito (D) e altura (H) de arvores (black cherry) em pé e de volume
(V') de arvores derrubadas. O objetivo desse tipo de experimento é verificar de que forma essas
variaveis estao relacionadas para, usando-se medidas nas arvores em pé, poder se predizer o
volume de madeira em uma area de floresta.

A Figura 3.2 mostra os graficos de dispersao das varidveis duas a duas para os dados

observados sem transformacao e com transformagao logaritmica. Pode-se ver que existe uma
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Figura 3.2: Gréfico de dispersao - valores observados e transformados

relacao mais forte entre volume e diametro a altura do peito, do que entre volume e altura.
Além disso, que a variavel altura tem variabilidade maior do que a variavel diametro a altura
do peito.

As Tabelas 3.3 e 3.4 mostram os resultados obtidos para a anédlise dos dados sem
transformacao e com transformacao logaritmica. Verifica-se que existem evidéncias, ao nivel
de 1% de significancia, que os efeitos tanto de diametro a altura do peito como de altura sao
significativos, sendo que o efeito de diametro a altura do peito é maior que o de altura, tanto
para o caso de dados nao transformados como para transformados. H& necessidade, porém,
de um estudo mais detalhado, usando-se andlise de residuos e diagnodsticos, para a escolha do
modelo final.

E importante, lembrar, também, que o teste para o modelo com ambas as variaveis
(regressao parcial) simultaneamente tem um nivel de significancia conjunto, enquanto que na
analise seqiiencial nao se sabe o nivel conjunto de significancia dos testes.

A necessidade de transformacao pode ser explicada, considerando-se que volume é

proporcional ao produto de diametro a altura do peito pela altura, isto é,

V ~ 70D51 Hﬁz

logo,
log(V') = Bo + Pilog(D) + Palog(H) + €

Testes ¢ (equivalentes aos testes F') e intervalos de confianca para os parametros e

intervalos de previsao para V podem ser obtidos de forma semelhante ao que ja foi visto no
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capitulo 2.

3.7 Exercicios

1. Reescrever os modelos de regressao a seguir, em notacao matricial (Y = X6 + €)

(a) Yi=Bo+ BiXa +e

(b) Vi = B0+ b1 X} + &

(¢) Yi= B+ Bilog(Xa) + &

(d) Vi =B+ Bi(Xia — Xur) + &

Yi = Bo + B1( X — Xur) ficuy + &

Vi =5 X} + e

(g) Yi=Bo+ BiXa + BaXip + &

(h) Y; = Brza + Boxiy + &

(1) Yi=fo+ b1Xa + o X} + &

(4) Yi= Bo+ B1( X — Xur) ficuy + Bo(Xit — Xua) [izuy + €5

(e
(f

)
)
)
)
)
)
)
)
)
)

sendoxﬂ:Xﬂ—Xl,xingiQ—XQeizl,...,u,...,n.

2. Considerando-se os modelos do item anterior, E(g) = 0 e E(ee”) = Io?, obtenha, usando

0 método dos quadrados minimos, @ e Var(8).

3. Considere o modelo de regressao linear multipla

Y;:Oé‘f'ﬁlXil—i‘ﬁinQ"‘@' (Zzl,,n)

(a) Simule um conjunto de dados considerando-se que Xi; = —1, X9 = —1, X3 = 1,
Xn=1,Xp=-1,Xpp=1Xpp=~-1,Xp=10a=10, 8 =2, fo = —1e

(b) Baseando-se nos dados simulados no item (a), obtenha as somas de quadrados e o

quadro da andlise de variancia.
4. Considere o modelo de regressao linear segmentada
Yi=a+ 61<Xz - Xu)j{z<u} + 62(Xz - Xu)l{zzu} + €i, (l =1...,u... 7”)

em que I} sao variaveis indicadoras, que assumem o valor 1 quando a condigao entre

chaves estiver satisfeita ou o valor 0, caso contrario.
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(a) Simule um conjunto de dados considerando-se que X; = =2, Xy = —1, X3 = 0,
X4:1, X5:2,C¥:10, 51:2, 52:—1,?,6:3@52"\’1\](0,36)
(b) Baseando-se nos dados simulados no item (a), obtenha as somas de quadrados e o

quadro da anélise de variancia.

5. Considere os dados da Tabela 3.5 e o modelo de regressao linear multipla

Yi=a+ 51 Xi+ B Xio + & (i=1,...,n).

Determine as estimativas dos parametros.

(a)
(b) Faga a anédlise de variancia da regressao.

) Teste a hip6tese Hy : Sy = 0 contra H, : 5y # 0, a um nivel de significancia v = 0, 05.
(d) Teste a hipotese Hy : f; = 0 contra H, : 51 # 0, a um nivel de significancia v = 0, 05.
Determine os valores dos coeficientes de determinacao e de determinacao corrigido.

(e)
(f) Construa os intervalos de confianca para E(Y;) (i = 1,...,n), com um coeficiente de
confianca de 95%.

(g) Teste a hipdtese Hy : B2 = 0 contra H, : S5 # 0, a um nivel de significancia v = 0, 05.

(h) Determine a estimativa de Y}, para X, = 2 e X3y = 4 e construa o intervalo de

previsao para Y; com um coeficiente de confianca de 95%.

6. Considere os valores apresentados na Tabela 3.6 e o modelo de regressao linear multipla
Yi = Bo+ 51 Xi + feXia + B3 Xiz + &
e suponha que os ¢;’s sdo independentes e g; ~ N(0, 0?). Pede-se:

(a) Faca a andlise de regressdo parcial e interprete o teste F' e os testes t para os

parametros.
(b) Faga a anélise de regressao sequencial, considerando a seqiiéncia X7, Xo| X7 e X3/ X7, Xo.
(c) Fazer o teste F' para as hipdteses:
i Hy:8=0¢ By=0
ii. Hy: By = ps.
iii. Hy: By = Bs.
iv. Hy:p1r=1¢e B1+ 0+ B3 =1.
v. Hy: 0y = =203 e 381 = 20,.



96 Clarice G.B. Demétrio & Silvio S. Zocchi

7. Considere os dados do do exemplo 4 da Secao 1.3 ( pag. 10 e 11) o modelo de regressao
linear multipla
Yi =B+ X+ o Xio+e (i=1,...,n).

Pede-se:

(a) Obter as estimativas de minimos quadrados dos parametros do modelo.

(b) Obter as estimativas das variancias e covariancias das estimativas de minimos qua-

drados dos parametros do modelo.

(c) Fazer a andlise de variancia da regressao e concluir, considerando o nivel de signi-

ficancia 0,05.

Quais pressuposicoes foram consideradas para resolver este exercicio? Existe alguma que
nao esteja satisfeita? Caso a resposta seja sim, quais sao as possiveis consequéncias sobre

a analise e as conclusoes obtidas?

8. Usando os dados do exemplo 4 da Segao 1.3 ( pag. 10 e 11), pede-se:

(a) Fazer a andlise de regressao parcial e a sequencial, considerando o modelo de re-
gressao
Yi=po+ 51 Xi+ B2 + ¢
sendo X; = X;; e Z; = X;;. Tirar conclusoes.
(b) Dados os modelos
E(Y) = apx +a1XX, E(Y) = boz—i-blzz, E(X) = COZ+CIZZ e E(Z) = dOX +d1XX,
obter
i. as estimativas dos parametros
. Yyx, Yyz, Xxz e Zzx e
iii. os residuos (chamados residuos parciais) éyy = Y — YYX, fyz =Y — sz,
Exz =X —Xxzeézx =2 —Zzx
(c) Obter as estimativas dos parametros fyx e By das retas passando pela origem
(pois, em ambos os modelos ambas as variaveis tém soma nula), considerando, res-
pectivamente, £y 7 versus €y z e £y x versus € zx. Verifique que By x = Bl e Byz = Bg.
Nota: Veé-se, portanto, que: [3; é o coeficiente de regressao entre Y e X ajustado
para Z (ou eliminada a influéncia de Z sobre Y e sobre X) e (5 é o coeficiente de

regressao entre Y e Z ajustado para X (ou eliminada a influéncia de X sobre Y e
sobre 7).

(d) Obter a correlagao entre éy 7 e £xz.
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Tabela 3.3: Analise de variancia, teste F' e estimativas - Dados sem transformacao

Modelo E(Y) = By + 51X1

Causas de variagao | G.L. S.Q. Q.M. F
DAP 1 7.581,8 | 7.581,8 | 419,4 x %
Residuo 29 524, 3 18,1

Total 30 | 8.106,1

Y = —36,94 + 5,066 X, R?>=0,935 R?>=0,933

s(Bo) = 3,36 e s(B1) = 0,247
Modelo E(Y) = By + f2X2

Causas de variacao | G.L. S.Q. Q.M. F
Altura 1 | 2901,2 ] 2901,2 | 16,2
Residuo 29 | 5.204,9 | 179,5

Total 30 | 8.106,1

Y = —87,12+ 1,543X, R?=0,358 R2=0,336

s(Bo) = 29,27 e s(B2) = 0,384

Modelo E(Y) = By + f1X1 + B2X> - Parcial

Causas de variagao | G.L. S.Q. Q.M. F
DAP e Altura 2 7.684,4 | 3.842,2 255, 0 * *
Residuo 28 421,9 15,1

Total 30 | 8.106,1

Y = —57,99 + 4,708X; +0,339X, R2=0,948 R%=0,944
s(Bo) = 8,64, s(B1) = 0,264 e s(f2) = 0,130

Modelo E(Y) = po + f1X1 + B2X2 - Sequencial

Causas de variacao | G.L. S.Q. Q.M. F
DAP 1 7.581,8 | 7.581,8 | 503, 1 * *
Altura|DAP 1 102,4 102,4 6, 8
Residuo 28 421,9 15,1

Total 30 | 8.106,1

Modelo E(Y) = po + f1X1 + S2X2 - Sequencial

Causas de variacao | G.L. S.Q. Q.M. F
Altura 1 2.901,2 | 2.901,2 | 192,5 * *
DAP|Altura 1 4.783,0 | 4.783,0 | 317,4 *
Residuo 28 421,9 15,1

Total 30 | 8.106,1

F1,20:0,05 = 4,18, F328:0,05 = 3,34 € F1 28,005 = 4,20
F1.29.001 = 7,60, F5 28001 = 5,45 e F 280,01 = 7,64
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Tabela 3.4: Analise de variancia, teste F' e estimativas - Dados transformados

Modelo E[log(Y)] = Bo + b1 log(X1)

Causas de variagao | G.L. | S.Q. Q.M. F
DAP 1 7,9254 | 7,9254 | 599, 7 * *
Residuo 29 | 0,3832 | 0,0132

Total 30 | 8,3087

log(Y) = —2,353 + 2,2 log(X1) R?>=0,954 R?=0,952
s(By) = 0,231 e s(B1) = 0,089

Modelo E[log(Y)] = Bo + B2 log(X2)

Causas de variagao | G.L. | S.Q. Q.M. F
Altura 1 3,496 | 3,496 21,06 * *
Residuo 29 | 4,8130 | 0,166

Total 30 | 8,3087

log(Y) = —13,96 + 3,982 log(X2) R%?=0,421 R*=0,401
s(Bo) = 3,76 ¢ s(B2) = 0,868

Modelo Eflog(Y)] = Bo + 51 log(X1) + B2 log(X2) - Parcial

Causas de variacao | G.L. S.Q. Q.M. F
DAP e Altura 2 8,1228 | 4,0614 615, 36 * *
Residuo 28 | 0,1855 | 0,0066

Total 30 | 8,3087

log(Y) = —6,632 + 1,983 log(X1) + 1,117 log(X2) R%=0,978 R2? =0,976
s(Bo) = 0,799, s(B1) = 0,0,075 e s(82) = 0,204

Modelo Eflog(Y)] = Bo + 51 log(X1) + B2 log(X2) - Sequencial

Causas de variagao | G.L. | S.Q. Q.M. F
DAP 1 7,9254 | 7,9254 1196, 5 *
Altura|DAP 1 0,1978 | 0,1978 29,9 * x*
Residuo 28 | 0,1855 | 0,0066

Total 30 | 8,3087

Modelo Eflog(Y)] = Bo + 51 log(X1) + B2 log(X2) - Sequencial

Causas de variagao | G.L. | S.Q. Q.M. F
Altura 1 3,4957 | 3,4957 527, 8 * x*
DAP|Altura 1 4,6275 | 4,6275 698, 6 * *
Residuo 28 | 0,1855 | 0,0066

Total 30 | 8,3087

Fi 29,005 = 4,18, F298,005 = 3,34 e F1 280,05 = 4,20
P 290,010 = 7,60, Fh 5,001 = 5,45 e Il 280,01 = 7,64
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Tabela 3.5: Valores de X;1, X;pe Y;, (i =1,...,6).

Xy 0 1 1 2 2 3
Xy 0 2 4 2 4 6
Y 1,5 6,5 10,0 11,0 11,5 16,5

Fonte: HOFFMAN, R. & VIEIRA, S. (1983). Andlise de Regressio. Uma Introdugdo a
Econometria. 2* ed. Ed. Hucitec, Sao Paulo, pdg. 124.

Tabela 3.6: Valores de X;1, X2, Xize Y; (i =1,...,14).

i X X Xiz Y X X Xz Y
1 -2 2 -2 85 1 0 0 60
2 41 -1 0 109 1 1 0 70
3 -1 0 40110 O 0 -1 50
4 -1 0 0 4.0 || 11 0 0 0 5,0
5 -1 0 5012 0 0 0 50
6 1 -1 0 3,0 || 13 0 0 1 3,0
7 1 0 0 6,014 2 -2 2 05

Fonte: HOFFMAN, R. & VIEIRA, S. (1983). Andlise de Regressio. Uma Introdugao a
Econometria. 2* ed. Ed, Hucitec, Sao Paulo, pag. 147.
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O programa em R utilizado para a obtencao dos resultados foi

# Libraries needed #
library (MASS)

library(car)

# Minitab Cherry Tree Data
#
# Volume of usable wood in 31 black cherry trees from

# Minitab Student Handbook (1985), Ryan, Joiner and Ryan.

# D = diameter at 4.5 ft from ground (inches)
# H = height (feet)
# V = volume (cubic feet)

##trees<-read.table("Tree.dat", header=TRUE)
##require(trees)

data(trees, package=’datasets’)

data() # lists all datasets

attach(trees)

D<-trees[,1]
H<-trees[,2]
V<-trees[,3]

# first examine the data
par (mfrow=c(2,3))
hist(D, main="Girth")
hist(H, main="Height")

hist(V, main="Volume")

boxplot(D, main="Girth")
boxplot (H, main="Height")

boxplot (V, main="Volume")

#Scatterplot

pairs(trees)

plot(trees)

scatterplot.matrix(trees) # uses library(car)
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## Fitted models ##
mod1<-1m(V~1)
mod2<-1m(V~D)

summary (mod2)
mod3<-1m(V~H)

summary (mod3)
mod4<-1m(V~D+H)

summary (mod4)
anova(modl, mod4)
anova(modl, mod2, mod4)

anova(modl, mod3, mod4)

## Log transformed data ##

#Scatterplots

logD<-log(D)

logH<-log(H)

logV<-log (V)
ltrees<-cbind(logD, logH,logV)

pairs(ltrees)

## Fitted models ##
mod1<-1m(logV~1)
mod2<-1m(logV~logD)
summary (mod2)
mod3<-1m(logV~1logH)
summary (mod3)
mod4<-1m(logV~logD+logH)
summary (mod4)
anova(modl, mod4)
anova(modl, mod2, mod4)

anova(modl, mod3, mod4)
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Capitulo 4

Analise de Residuos e Diagndsticos

4.1 Introducao

No modelo linear Y = X0 +e = pu+ €, os elementos ¢; do vetor € sao as diferencas
entre os valores observados (Y]'s) e aqueles esperados pelo modelo (y;s). Sao chamados erros,
representam a variagao natural dos dados e admite-se que os €’s sdo independentes e, além disso,
g; ~ N(0,0?), isto é, comportam-se como especificado pelas pressuposicoes das pagina 70 e 71.
Entretanto, nem sempre é o caso e, se as suposigoes sao violadas, tém-se as falhas sistemdticas
(ndo linearidade, nao-normalidade, heterocedasticidade, nao-independéncia dos erros, efeito
cumulativo de fatores que nao foram considerados no modelo etc) e a andlise resultante pode
levar a conclusées duvidosas. Outro fato bastante comum é a presenga de pontos atipicos (falhas

isoladas), que podem influenciar, ou nao, o ajuste do modelo. Elas podem surgir devido a:

erros grosseiros na variavel resposta ou nas variaveis explanatorias, por medidas erradas

ou registro da observacao, ou ainda, erros de transcricao;
- observacao proveniente de uma condigao distinta das demais;
- modelo mal especificado (falta de uma ou mais variaveis, modelo inadequado etc);

- escala errada, talvez os dados sejam melhor descritos apds uma transformacao, do tipo

logaritmica ou raiz quadrada;

- distribuigao da variavel resposta errada, por exemplo, tem uma cauda mais longa do que

a distribuicao normal.

Ajustado um determinado modelo a um conjunto de dados, para a verificacao das
pressuposigoes devem ser considerados como material basico: os valores estimados (ou ajusta-

dos), f1; = Y;, os residuos, 7; = Y; — [i;, a variancia residual estimada, 6% = s> = QM Res, e os

103
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elementos da diagonal (leverage) da matriz de projecao

hl h12 e hln CC’{
hia ha ... hay, T
H-=X(X"X)'x7=| " ™ S B K 8 S T
hln hgn Ce hn CL'Z;
isto é, hy = h; = =7 (X7 X) 'y, sendo x! = [ X Xp ... X, ] )

Uma idéia importante é a da delecao (deletion), isto é, a comparacao do ajuste do
modelo escolhido, considerando-se todos os pontos, com o ajuste do mesmo modelo sem os
pontos atipicos. As estatisticas obtidas pela omissao de um certo ponto i sao denotadas com
um indice entre parénteses. Assim, por exemplo, s?l.) representa a variancia residual estimada
para o modelo ajustado, excluido o ponto i.

As técnicas usadas para a verificagao do ajuste de um modelo a um conjunto de
dados podem ser formais ou informais. As informais baseiam-se em exames visuais de gréaficos
para a deteccao de padrdes, ou entao, de pontos discrepantes. As formais envolvem aninhar
o modelo sob pesquisa em uma classe maior pela inclusdo de um parametro (ou vetor de
parametros) extra. As mais usadas sao baseadas nos testes da razao de verossimilhangas e

escore. Parametros extras podem aparecer devido a:

inclusao de uma covariavel adicional;

- aninhamento de uma covariavel X em uma familia indexada por um parametro v, sendo

um exemplo a familia de Box-Cox;
- inclusao de uma variavel construida;

- inclusdo de uma variavel dummy tomando o valor 0 (zero) para a(s) unidade(s) discre-
pante(s) e 1 (um) para as demais. Isso é equivalente a eliminar essa observagao do
conjunto de dados, fazer a andlise com a(s) observagao(des) discrepante(s) e sem ela(s) e
verificar se a mudanca no valor da SQRes. é significativa, ou nao. Depende, porém, de

localizar o(s) ponto(s) discrepante(s).

4.2 Tipos de residuos

Os residuos tém papel fundamental na verificagao do ajuste de um modelo e vérios
tipos foram propostos na literatura (Cook & Weisberg, 1982; Atkinson, 1985; Miazaki & Stan-
genhaus, 1994).
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a)

Residuos ordinarios - Os residuos do processo de ajustamento por quadrados minimos
sao dados por:

ri =& =Y — [l

Entretanto, enquanto que os erros ;s sao independentes e com a mesma variancia, o

mesmo nao ocorre com os residuos ordinarios, isto é,

Var(¢) = Var[(I - H)Y] = (I — H)o*>.

Em particular, a variancia do i-ésimo residuo é dada por:

Var(r;) = Var(é;) = (1 — h;)o?

e a covariancia dos i-ésimo e i’-ésimo residuos por:

COV(M,TZ'/) = COV(éi,éi/) = —hWO'Z.

Assim, usar r; = £; pode nao ser adequado devido a heterogeneidade de variancias. Foram,

entao, propostas diferentes padronizagoes para sanar esse problema.

Residuos estudentizados internamente (Studentized residual) - Considerando-se
52 = QM Res como a estimativa de 02, tem-se que um estimador nao tendencioso para
Var(e;) é dado por:

Var(g;) = (1 — hi)s* = (1 — h;)QM Res

e como E(r;) = E(§;) = E(Y; — 1;) = 0, entdo, o residuo estudentizado internamente é:

, Ei Yi — i
TSty = =

@”(éi) 5\/<1 — hy) B \/(1 — hi)QMRQS.

Esses residuos sao mais sensiveis do que os anteriores por considerarem variancias distin-
tas. Entretanto, um valor discrepante pode alterar profundamente a variancia residual
dependendo do modo como se afasta do grupo maior das observagoes. Além disso, nume-

rador e denominador sdo varidveis dependentes, isto é, Cov(é, QM Res) # 0.

Residuos estudentizados externamente (jackknifed residuals, deletion resi-
duals, externally studentized residual, RStudent) - Para garantir a independéncia
do numerador e denominador na padronizacao dos residuos, define-se o residuo estuden-
tizado externamente, como:

rseu) =
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sendo que s?i) é o quadrado médio residual livre da influéncia da observacao i, ou seja, a
estimativa de o2, omitindo-se a observacao i. Prova-se que:
) n—p-—1
rSe() = rsij | ——————
n—p-—rsi

i
sendo que p é o nimero de parametros independentes.

A vantagem de usar rse) € que, sob normalidade, ele tem distribuicao ¢ de Student
com (n —p—1) graus de liberdade. Embora nao seja recomendada a prética de testes de
significancia na analise de residuos, sugere-se que a i-ésima observacao seja merecedora de
atencdo especial se |rse;| for maior do que o 100(1 — l)—ésimo percentil da distribuicao
t com (n —p — 1) graus de liberdade, sendo que 7, o nivel de significancia, é dividido por

n por ser este o numero de pontos sob andlise.

4.3 Estatisticas para diagndsticos

Um ponto aberrante, ou atipico ou extremo é aquele que tem h; e/ou residuo grandes,
caracterizando discrepancias isoladas. No estudo desses pontos sao importantes as nocoes de
leverage, consisténcia e influéncia (ver pag 404, McCullagh & Nelder, 1989), como mostrado
na Figura 4.1, estando o ponto extremo indicado por um circulo. Na Figura 4.1(a), o valor
de X para o ponto extremo estd proximo da média. Sua exclusao nao afeta a estimativa
do coeficiente angular mas reduz muito o intercepto, melhorando o ajuste do modelo. Na
Figura 4.1(b) o ponto extremo é consistente com os demais e sua inclusdo nao afeta o ajuste
grandemente mas melhora a precisao de B . Na Figura 4.1(c) a exclusao do ponto extremo afeta

grndemente o ajuste.

Figura 4.1: Diagramas de dispersao

Assim, uma observacao pode ser classificada como:
a) Inconsistente: quando destoa da tendéncia geral das demais, isto é, tem residuo

(rse() grande, como mostra a Figura 4.1 no confronto de (a) e (c) versus (b). Em geral, é
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inconsistente se |rse;| > tia com nivel de significancia igual a 100v%. Um ponto

Lin—p—1}>
inconsistente é considerado um outlier quando tem leverage (h;) pequeno e residuo (rse)
grande.

b) Ponto de alavanca: quando tem medida de leverage h; grande, como mostra a
Figura 4.1 no confronto de (b) e (c) versus (a). Em geral, é grande se h; > 2. Pode ser
classificado como bom (b), quando consistente, ou ruim (c), quando inconsistente.

c¢)Influente: Quando uma observagao esta distante das outras em termos das varidveis
explanatdrias ela pode ser, ou nao, influente como mostra a Figura 4.1 no confronto de (a) e (b)
versus (c¢). Uma observagao influente é aquela cuja omissao do conjunto de dados resulta em
mudancas substanciais em certos aspectos do modelo. Ela pode ser um outlier, ou nao. Uma ob-
servacao pode ser influente de diversas maneiras, isto é, no ajuste geral do modelo (DF FitSy;,
C) ou Dg;y grandes), no conjunto de estimativas dos parametros (DF BetaS(; grandes), na
estimativa de um determinado parametro (DF BetaS(; grande para um determinado 3;), na
escolha de uma transformacao da variavel resposta ou de uma variavel explanatoéria.

Observacao: No pacote estatistico R, a i-ésima observacgao é considerada influente

se |DFBetaS(;)| > 1, se |DFFitSg| > 3v/p/(n —p), se |1 — COVRATIO| > 3p/(n — p), se
D(z) > F{O,OB;p;n—p}u ou se h; > 3p/n

A seguir sao descritas as estatisticas citadas.
a) Elementos da diagonal da matriz de projecao H (h;, leverage) - A distancia de
uma observagao em relac¢ao as demais é medida pelo h (medida de leverage).

No caso particular da regressao linear simples, usando-se variavel centrada z; = X; — X,

tem-se:
1 W5} 1
1 . 1 1 1
H= 2 n ] [ ]
0 ) Tn
n 3
1z, >oic1 T
e, portanto,
1 2 1 (X;— X)?
hi=—+ nxl 5= —+ ( - 2) , elementos da diagonal de H
nooYT on dic1 T
e

1 i 1 (X, - X)Xy — X ,
hig = — + et = — 4 ( I ), elementos fora da diagonal de H
n

Z?:l :1:22 n Z?:l 3712

o que mostra que a medida que X se afasta de X o valor de h; aumenta e que o valor

minimo de h; é —. Esse valor minimo ocorre para todos os modelos que incluem uma

n
constante. No caso em que o modelo de regressao passa pela origem, o valor minimo de
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h; é 0 para uma observacao X; = 0. O valor maximo de h; é 1, ocorrendo quando o
modelo ajustado é irrelevante para a predicao em X; e o residuo é igual a 0. Sendo H

uma matriz de projegao, tem-se

h1 h12 c. hln h1 h12 . hln hl h12 ce hln
H— H2 _ h12 hg . hgn _ h12 h2 . hgn hlg hg Ce hgn _
hln h2n e hn hln h2n hn hln h2n see hn
e, portanto,

b= S h =1 SR = (1 - ) = SR
=1

il i i i
concluindo-se que 0 < h; < 1e Zzzl h; = 1. Além disso,
r(H) = tr(H) = o[ X (X" X) ' X" = o (X" X) ' XX = t2(I,) = Y by =p,

=1

e, entao, o valor médio de h; é g
No processo de ajuste, como
hi  his ... hi, Y,
i— HY — his he ... hay, Y,
hin hon ... hy Y.

tem-se

fii =Y hiaYe = haYi+haYo + . 4 hiYi+ .+ bV, com 1<i<n.
—

Vé-se, portanto, que o valor ajustado ji; é a média ponderada dos valores observados e
que o peso de ponderacao é o valor de h;:. Assim, o elemento da diagonal de H é o
peso com que a observacao Y; participa do processo de obtengao do valor ajustado ji;.
Valores de h; > %, segundo Belsley, Kuh & Welsch (1980, p.17) indicam observagoes que

merecem uma analise mais apurada.

DFBeta - E importante quando o coeficiente de regressao tem um significado pratico.
Mede a alteracao no vetor estimado 0 ao se retirar a i-ésima observagao da andlise. E

dado por
1

XTx) el

Nao tem interpretagao simples. Cook & Weisberg (1982) propuseram curvas empiricas

para o estudo dessa medida.
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c)

DFFitS - Mede a alteracao provocada no valor ajustado pela retirada da observacgao .
E dada por

DFFit(Z B x;( 0 0(1 ) i — i)

T

DFFitS; = = ;
ZtS(Z) (1 — hl) S(z)(l — hz)% (1 - hz) rse;

N é chamado potencial de influéncia e é uma medida da

DFFitS T(XTX) \ar,

ou, ainda,

sendo que o quociente

distancia do ponto X em relal(;éo as demais observagoes. Belsley, Kuh & Welsch (1980,

pdg. 28) sugerem que valores absolutos excedendo 2 P podem identificar observacoes
n

influentes.

Distancia de Cook

E também uma medida de afastamento do vetor de estimativas provocado pela retirada
da observacao . E uma expressao muito semelhante ao DF F'itS mas que usa como
estimativa da variancia residual aquela obtida com todas as n observagoes, ou ainda, usa

o residuo estudentizado internamente. E dada por:

.. P 2
® ps? (1 — hy;)? ps? (1—hy)zs ) (1—h)
ou, ainda,
hi 1
0= T=h

Distancia de Cook modificada

Atkinson (1981, pag. 25) sugere uma modificacao para a distancia de Cook

oo\ oNE
o= (AR ol = (52) Prees

4.4 Tipos de graficos

a)

Valores observados (Y) vs varidveis explanatérias (X;) - Esse tipo de gréfico indica
a estrutura que pode existir entre a variavel dependente e as diversas covariaveis. Pode
indicar, também, a presenca de heterocedasticidade. Pode, porém, levar a uma idéia falsa

no caso de muitas covaridveis (a nao ser que haja ortogonalidade entre todas).
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Variavel explanatéria X; vs varidvel explanatéria X - Esse tipo de grafico pode
indicar a estrutura que pode existir entre duas variaveis explanatérias. Pode indicar,
também, a presenca de heterocedasticidade. Pode, porém, levar a uma idéia falsa no caso

de muitas covaridveis (a nao ser que haja ortogonalidade entre todas).

Residuos vs varidveis explanatérias nao incluidas (Xy,.,) - Pode mostrar se existe
uma relacao entre os residuos do modelo ajustado e uma variavel ainda nao incluida no
modelo. Pode mostrar, também, a evidéncia de heterocedasticidade. Pode levar, porém,
ao mesmo tipo de problema apontado nos itens (a) e (b). Uma alternativa melhor para

esse tipo de gréfico é o gréfico da varidvel adicionada (Added variable plot).

Residuos vs varidveis explanatérias incluidas (Xgeniro) - Pode mostrar se ainda

existe uma relagao sistemédtica entre os residuos e a varidvel X; ja incluida no modelo,

2

Jentro deve ser incluida. Esse tipo de grafico apresenta o mesmo

isto €, por exemplo se X
tipo de problema que o citado nos itens (a), (b) e (c). Alternativa melhor para isso é o
grafico de residuos parciais (Partial residual plot). O padrao para esse tipo de grafico é
uma distribuicao aleatoria de média 0 e amplitude constante. Desvios sistematicos podem

indicar :

- termo quadrético (ou ordem superior) faltando,

- escala errada da variavel explanatéria.

Residuos vs valores ajustados - O padrao para esse tipo de grafico é uma distribuicao

aleatéria de média 0 e amplitude constante. Pode mostrar heterogeneidade de variancias.

Gréficos de indices - servem para localizar observagoes com residuo, h (leverage),

distancia de Cook modificada etc, grandes.

Gréfico da variavel adicionada ou da regressao parcial (Added variable plot)
Embora os gréficos de residuos vs varidveis nao incluidas no modelo possam indicar a
necessidade de variaveis extras no modelo, a interpretagao exata deles nao é clara. A
dificuldade estda em que, a menos que a variavel explanatoéria, considerada para inclusao,
seja ortogonal a todas as variaveis que ja estao no modelo, o coeficiente angular do grafico
de residuos nao é o mesmo que o coeficiente angular no modelo ajustado, incluindo a
variavel em questao. Esse tipo de grafico pode ser usado para detectar a relacao com uma
variavel explanatéria e como isto é influenciado por observacoes individuais. No caso do
modelo linear geral, tem-se

E(Y) = X0 +~U

sendo U a varidvel a ser adicionada (pode ser uma variavel construida). O interesse esta

em se saber se v = 0, isto é, se nao héa necessidade de se incluir a variavel U no modelo.
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h)

A partir do sistema de equacoes normais

xT 0 xTy X"X60+X"U54 = X'Y
S x vl D =] A
v g vy UTX0+UTU4 = UTY
tem-se
6= (X"X)"'XxTy — (XTX)"'XTU4
(&

. UTI-H)Y U'I-H)(I-HY wlr
TTUTI-HYU T UTI-H)I-HU  uwlu

que é o coeficiente angular de uma reta que passa pela origem e em que r =Y — X 0 =
(I — H)Y sao os residuos de Y ajustado para X e u* = (I — H)U sao os residuos de U
ajustado para X.

O gréfico da varidvel adicionada (added variable plot) de r versus u* tem coeficiente
angular 4 (diferente do gréfico de r vs U). Ele pode mostrar, também, como a evidéncia

para a inclusao de U depende de observacoes individuais.

Esse grafico, portanto, é obtido a partir dos residuos ordinérios da regressao de Y como
funcao de todas as covaridveis, exceto U = X, versus os residuos ordindrios da regressao
de U = X; como funcao das mesmas covaridveis usadas para modelar Y. Assim, por
exemplo, para um modelo com 3 covaridveis, o grafico da variavel adicionada para X3 é
obtido a partir de

p=0o+ X1+ 0Xo=r=Y —p

X3250+31X1+B2X2:>U*:X3—X3

Gréfico de residuos parciais ou grafico de residuos mais componente (Partial
residual plot) - Se o interesse estd em se detectar uma estrutura omitida, tal como
uma forma diferente de dependéncia em U, um grafico usando U pode servir melhor.
Esse grafico também, tem coeficiente angular 4. Consiste em se plotarem os residuos do
modelo E(Y') = X0 + U mais 4U versus U, isto é, no grafico de # = r + 4U versus U.
Por isso ele, também, é chamado de grafico do residuo mais componente.

Gréficos normal e semi-normal de probabilidades (Normal Plots e Half Nor-
mal Plots) - Segundo Weisberg (1985) o grafico normal de probabilidades destaca-se
por dois aspectos:

- identificacao da distribuicao originaria dos dados e

- identificacao de valores que se destacam no conjunto.
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Seja uma amostra aleatéria de tamanho n. As estatisticas de ordem correspondentes
aos residuos obtidos a partir do ajuste de um determinado modelo a essa amostra sao
d(l), d(g), - ,d(i), - ,d(n).

O fundamento geral para a construcao do grafico normal de probabilidades é que se os
valores de uma dada amostra provem de uma distribuicao normal, entao os valores das
estatisticas de ordem e os Z; correspondentes, obtidos da distribui¢ao normal padrao sao
linearmente relacionados. Portanto, o grafico dos valores, d(;) versus Z; deve ser uma reta,
aproximadamente. Formatos aproximados comuns que indicam auséncia de normalidade

sao:

— S (Esse) - indica distribui¢oes com caudas muito curtas, isto é, distribui¢oes cujos

valores estao muito proximos da média,

— S invertido (Esse invertido) - indica distribui¢bes com caudas muito longas e,

portanto, presenca de muitos valores extremos,

— J e J invertido - indicam distribuicoes assimétricas, positivas e negativas, respec-

tivamente.

Esses graficos, na realidade sao muito dependentes do nimero de observagoes, atingindo
a estabilidade quando o nimero de observagoes é grande (em torno de 300). Para a

construcao desse grafico seguem-se 0s passos:

i) ajuste um determinado modelo a um conjunto de dados e obtenha d(;), os valores
ordenados de uma certa estatistica de diagndstico (residuos, distancia de Cook, h
etc);

ii) dada a estatistica de ordem na posicao (i), calcule a respectiva probabilidade acu-

mulada p; e o respectivo quantil, ou seja, o inverso da funcao de distribui¢ao normal

®(.), no ponto p;. Essa probabilidade p; é, em geral, aproximada por

B 1 —cC
n—2c+1

sendo 0 < ¢ < 1. Diversos valores tém sido propostos para a constante c. Varios

Di

autores recomendam a utilizagao de ¢ = 3’ ficando, entao,

Zo— ot (L2030 0
n+ 0,25

iii) coloque, em um grafico, d;) versus Z;.

Esse gréfico tem, também, o nome de (- plot, por relacionar os valores de um quantil

amostral (d;) versus os valores do quantil correspondente da distribui¢ao normal (Z;).
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A construcao do grafico semi-normal de probabilidades (half normal plot) é o resultado do
1+n—0, 125)

conjunto de pontos obtidos por valores |d|(i) versus Z; onde Z; = &1
2n+0,5

McCullagh & Nelder (1989) sugerem o uso do grafico normal de probabilidades para
residuos e o gréfico semi-normal de probabilidades (half normal plot) para medidas po-
sitivas como é o caso de h (medida de leverage) e da distancia de Cook modificada. No
caso do grafico normal de probabilidades para residuos, espera-se que na auséncia de
pontos discrepantes, o aspecto seja linear, mas nao ha razao para se esperar que o mesmo
aconteca quando sao usados h ou a distancia de Cook modificada. Os valores extremos
aparecerao nos extremos do grafico, possivelmente com valores que desviam da tendéncia

indicada pelos demais.

Para auxiliar na interpretacdo do grafico semi-normal de probabilidades (half normal
plot), Atkinson (1985) propos a adigdo de um envelope simulado. Este envelope é tal que
sob o modelo correto as quantias (residuos, leverage, distancia de Cook etc) obtidas a
partir dos dados observados caem dentro do envelope. Esse grafico é obtido, seguindo-se

OS passos:

i) ajuste um determinado modelo a um conjunto de dados e obtenha d(;, os valores
absolutos ordenados de uma certa estatistica de diagnéstico (residuos, distancia de
Cook, h (leverage) etc);

ii) simule 19 amostras da varidvel resposta, usando as estimativas obtidas apds um
determinado modelo ser ajustado aos dados e os mesmos valores para as variaveis

explanatorias;

iii) ajuste o mesmo modelo a cada uma das 19 amostras e calcule os valores absolutos

ordenados da estatistica de diagndstico de interesse, d;‘f(i), jg=1,...,19,:=1,...,n;
iv) para cada i, calcule a média, o minimo e o maximo dos d;f(z.);

v) coloque em um grafico as quantidades obtidas no item anterior e d;) versus Z;.

Demétrio & Hinde (1997) apresentam um conjunto de macros que permitem fazer esses

graficos para uma grande variedade de modelos, usando o GLIM.

j) Valores observados (Y) ou Residuos versus tempo - Mesmo que tempo nao seja
uma variavel incluida no modelo, graficos de respostas (Y) ou de residuos versus tempo
devem ser feitos sempre que possivel. Esse tipo de grafico pode levar a deteccao de padroes
nao suspeitados, devido ao tempo ou, entao, a alguma variavel altamente correlacionada

com tempo.
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4.5 Exemplo - Regressao linear simples

Continuando a andlise dos dados do Exemplo 2 do item 1.3.1 referentes a doses de
de fésforo organico X e medidas de fésforo disponivel (Y') no solo, pode-se ver na Figura 4.2
um conjunto padrao de graficos de residuos e diagndsticos, obtido pelo uso do pacote estatistico

R, apds o ajuste do modelo, com os comandos

par (mfrow=c(2,2))
plot(mod2)

Residuals vs Fitted Normal Q-Q plot
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Figura 4.2: Conjunto padrao de gréaficos do R para diagnésticos em regressao.

Observa-se que em todos os graficos ha destaque para as observagoes 3, 5 e 7.
Entretanto, nenhuma delas teve valor de distancia de Cook D; maior do que Fison.7p =
0, 7665478, ou seja, nenhuma observacao ¢é considerada influente segundo esse critério.

A Figura 4.3 mostra alguns graficos, usados para o estudo informal da normalidade
dos residuos, e que podem ser obtidos com os comandos

par (mfrow=c(1,3))
qgnorm(rstudent (mod2) ,ylab="Residuos padr. ext.", main="")

qqline(rstudent (mod2))

hist(rstudent(modl), probability="TRUE", main="")
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lines(density(rstudent (mod2)))
rug(rstudent (mod2) )
boxplot (rstudent (mod2))

Residuos pad et
Densiy

Theoretical Quantiles rstudent(modz)

Figura 4.3: Grafico normal de probabilidades, histograma e boxplot dos residuos estudentizados

externamente (rse).

Pela andlise da Figura 4.3 suspeita-se da presenca de dois valores discrepantes e
da bimodalidade da distribuigao dos residuos. Convém ressaltar, no entanto, que os nimero
de observagoes é pequeno e assim, mesmo supondo que a distribuicao dos erros seja normal,
a probabilidade de aparecerem valores aparentemente discrepantes é grande. A partir dos
resultados do teste de Shapiro-Wilk apresentados a seguir, conclui-se que nao hé evidéncias
para dizer que a distribuigao residual nao seja normal, considerando o nivel de significancia de
5%, pois p-value = 0.1683 > 0.05.

shapiro.test(rstudent(mod2)) # Teste de normalidade de Shapiro-Wilk
Shapiro-Wilk normality test

data: rstudent(mod2)
W = 0.8829, p-value = 0.1683

Analisando o grafico do perfil de verossimilhanca para o modelo de transformacgao
de Box-Cox apresentado na Figura 4.7, observa-se que o intervalo de confianca para A inclui o
valor 1, o que sugere a nao necessidade de transformacao da variavel Y.

Apesar de se ter notado a presenca de duas observacoes aparentemente atipicas no
grafico normal de probabilidades (Figura 4.3) o grafico de probabilidades dos residuos estuden-
tizados externamente com envelope simulado, apresentado na Figura 4.5 a esquerda, mostra

que tais valores nao possuem valores grandes de residuo pois estao dentro do envelope. Tal
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Figura 4.4: Grafico do perfil de verossimilhanca para o modelo de transformagao de Box-Cox e

grafico dos valores absolutos de rse vs valores ajustados em escala log-log.
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Figura 4.5: Grafico de probabilidades dos residuos estudentizados externamente com envelope
simulado e grafico dos valores absolutos de DFFitS wvs indice, com limite dado por 24/p/n =
0,943.

informagao pode ser confirmada se se realizar o teste para o valor de rse, apresentado a seguir,
considerando o valor p de Bonferroni.
> outlier.test(mod2)

max|rstudent| df unadjusted p Bonferroni p

2.397595 6  0.05346982 0.4812284

Observation: 7 # N&o é significativo pois Bonferroni p = 0.4812284 >0.05
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Por outro lado, analisando o gréafico dos valores absolutos de DFFitS vs indice, nota-
se que a observacao indice 7 é potencialmente influente sobre o ajuste do modelo. Analisando
as medidas padroes de influéncia do R, apresentadas a seguir, duas observagoes sao destacadas
(LeT).

> IMi<-influence.measures(mod2) #0Obs.: as medidas dffit e dfb estdo estandartizadas
> IM1
Influence measures of

Im(formula = Y ~ X)

dfb.1. dfb.X dffit cov.r cook.d hat inf
1 0.0695 -5.56e-02 0.0695 1.958 0.002816 0.307 *
2 0.1954 -1.40e-01 0.1986 1.670 0.022492 0.221
3 -0.8404 b5.74e-01 -0.8649 0.750 0.290144 0.198
4 0.2143 -1.02e-01 0.2509 1.375 0.034364 0.133
5 0.2758 2.52e-17 0.4834 0.890 0.103919 0.111
6 -0.0287 8.45e-03 -0.0391 1.535 0.000888 0.117
7 0.3122 -1.02e+00 -1.3745 0.472 0.562807 0.247 *
8 -0.0108 3.53e-02 0.0476 1.804 0.001319 0.247
9 -0.3264 6.83e-01 0.7974 1.774 0.323156 0.418
> summary (IM1)

Potentially influential observations of
lm(formula = Y ~ X)

dfb.1_ dfb.X dffit cov.r cook.d hat
1 0.07 -0.06 0.07 1.96_x 0.00 0.31
7 0.31 -1.02_% -1.37 0.47 0.56 0.25

Convém lembrar que o R considera a i-ésima observagao influente se |DFBetaS;| > 1,
se |DFFitS;| > 3v/p/(n — p), se |1 — cov.ry| > 3p/(n — p), se D; > Fipn_p}, Ou se h; > 3p/n.
Para o exemplo em questao, o R considera a i-ésima observagao influente se |DFBetaS;| > 1,
se |DFFitS;| > 1,603, se |1 — COVRATIO| > 0,857 se D; > Fiso:2,7y = 0,7665478 ou se
h; > 0,667.

Segundo os resultados do teste a seguir, como o valor de p = 0,5942836 > 0,05,
conclui-se que nao ha evidéncias de que haja heterogeneidade de variancias a um nivel de

significancia de 5% de probabilidade.

> # Homogeneidade de varidncias? #
> ncv.test(mod2) # Non-constant Variance Score Test

Non-constant Variance Score Test
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~ fitted.values
Chisquare = 0.2837042 Df =1

Variance formula:
p = 0.5942836

4.6 Exemplo - Regressao linear miiltipla

Continuando a analise dos dados do Exemplo 5 do item 1.3.1 referentes a medidas
de concentragoes de fésforo inorgéanico (X;) e fésforo organico (X3) no solo e de contetiido de
fésforo (Y') nas plantas crescidas naquele solo, pode-se ver na Figura 4.6 um conjunto padrao
de gréficos de residuos e diagnosticos, obtido pelo uso do pacote estatistico R, apds o ajuste do
modelo. Observa-se uma possivel inadequacao do modelo, destacando a 17* observacao como
influente e com residuo elevado. Sugere, por outro lado, que uma transformagao da variavel
resposta Y talvez seja necessaria.

Residuals vs Fitted Normal Q-Q plot
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Cook’s distance
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Figura 4.6: Conjunto padrao de gréaficos para diagndsticos do R - Sem transformacao.

4.7 Familia Box-Cox de tranformacoes
Conforme ja foi visto, o modelo linear classico é valido sob as pressuposicoes:

(i) simplicidade de estrutura para o valor esperado da varidvel resposta (aditividade do mo-
delo);
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(ii) independéncia dos erros;
(iii) homogeneidade de variancias e
(iv) normalidade aproximada de erros aditivos.

Se nao for possivel satisfazer a esses requisitos na escala original dos dados, pode
ser que uma transformacao nao linear dos dados possa produzir homogeneidade de variancias
e distribuicao aproximadamente normal.

Indicagoes para a necessidade de uma transformacao de dados podem ser tteis.
Assim, no caso de dados nao-negativos, como, por exemplo, volumes, medidas de tempo até
que um evento ocorra, pode ser que uma transformacao logaritmica leve a uma distribuicao
aproximadamente normal. Naturalmente, se todos os dados estiverem longe do zero com uma
dispersao pequena, a transformacao nao tera muito efeito. Se, porém, a razao entre o maior
e o menor valores for em termos de poténcias de 10, uma transformacao sera desejavel. Uma
outra alternativa ¢ o uso da teoria de Modelos Lineares Generalizados em que se usam ou-
tras distribuicoes, diferentes da normal, para a modelagem dos dados. Assim, o uso de uma
transformacao logaritmica é diferente do uso de uma distribuicao normal com funcao de ligagao
logaritmica. No primeiro caso tem-se que os dados na escala original tém uma distribuicao
log-normal enquanto que no segundo tém distribui¢ao normal (Aitkin et al, 1989).

Box & Cox (1964) propuseram uma familia de transformagoes dada por

Yr—1 N0
Y(A) = A 7
log(Y) A=0

(4.1)

sendo A o parametro da transformacao e Y a variavel resposta. Na auséncia de uma trans-
formacao, A = 1.
Para observacoes (Y, z7),i =1, 2,..., nex! = (X1, X2, ..., X;x) assume-se que
existe algum A\ tal que
Y;(A) ~ N(xIB,0%), i=1,...,n
ou seja, o objetivo é determinar A (ou uma escala para Y), tal que sejam verdadeiras as

pressuposicoes:
(i) os residuos sejam normais;
(ii) a variancia seja homogénea (constante) e
(iii) o modelo seja aditivo.

O método mais usado para a estimacao do parametro A é o método do perfil de ve-
rossimilhanca. Consiste em considerar um modelo com p+2 parametros, isto é, os p parametros

de B, 02 e )\, e estima-los em dois estagios:
M )
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Para )\ fixado, obter as estimativas de mdxima verossimilhanga para 3(\) e 02()\). Considerando-
se que Y;(\) ~ N(xfB,0%), i=1,...,n, entao,

FYi(N); B,0%,0) = (2m0®) 2 exp{~[V;(A) — 27 BT [Yi(\) — 2] 8]/ (20%)},
e a funcio de verossimilhanca para o vetor Y'(\) é dada por:
L(B,0* N Y) = (210°) " exp{~[Y (\) - XB]"[Y (\) — XB]/(20%)}
ou, exprimindo-se em termos da varidvel original Y, usando (4.1), fica
L(B,0* N Y) = (210°) " exp{~[Y (\) - XB'[Y (\) — XB]/(20%)} J

sendo J, o jacobiano da transformagéo definido por:

n

/\—1
z' .

=1

O logaritmo da fungao de verossimilhanca fica, entao,

(B0 \Y) = —glog(az)—%[Y(/\)—Xﬁ]T[Y( )~ X B+ (A—1) Zlog )+constante.

Derivando-se ¢(3, 0%, \;Y) em relacio a 3 e a 02, obtém-se as derivadas parciais:

or 1

B ;XT[Y(/\) — X ]
ol n 1 T
que igualadas a 0 resultam em:
P T yv\—1 %7 A2 S 1 317 3
B = (XTX)IXTY () e 8200 = = = ¥ () - XA Y(\) - X

A substituigao da estimativa de maxima verossimilhanga 62(\) pela de quadrados minimos,

A
isto é, por 62(\) = SO
n JR—

nao afeta o préximo passo.

Substituindo-se os resultados obtidos em £(3,02, \;Y') obtém-se

lnaz(A) = —= log -1) Zlog + constante

Essa expressao parcialmente maximizada, ou também chamada de perfil de verossimi-
lhanga (na realidade perfil do logaritmo da fungao de verossimilhanga) é, portanto, uma
fungao de A que depende da soma de quadrados residual, S(A) e do jacobiano. Ocorre,
porém, que as somas de quadrados residuais obtidas para diferentes valores de A nao sao

comparaveis, pois depende da grandeza das observagoes.
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Uma forma mais simples para l,q..()\), porém equivalente, é obtida, usando-se a
forma normalizada da transformacao, isto é, usando-se

YN

Z(A) - Jl/n

e, sendo J = [, Y, tem-se que J'/" = Y*~! em que Y é a média geométrica das ob-

servacoes. Logo,

Y (\) Ut A#0
Z(0N) =20 =00 v . (4.2)
Y Yiog(Y) A=0

Verifica-se que o jacobiano dessa transformacao, em relagao a variavel original, passa
a ser igual a 1 e, portanto, o logaritmo da fun¢ao de verossimilhanga parcialmente maximizada
pode ser escrito como

linaz(N) = —g log(6?) + constante

o = T Lizo) - xBTIZ0) - X8 = L2000 - HIZO) e B =
(XTX)"'XTZ(\). Tem-se, portanto, que R(\) é a soma de quadrados residual de Z(\).

A estimativa de méxima verossimilhanga, A, é o valor de A que maximiza l,,,,(),

sendo

ou, equivalentemente, minimiza R(\). Tem-se, entdo, que um método pratico para se obter A

segue 0S pPassos:
(i) escolhe-se uma grade de valores para A, de -2 a 2;

(i) para cada valor fixado de A, obtém-se B(A) e R(A) (ou S(A) se néo for utilizada a trans-

formagao normalizada);

(ili) faz-se um grafico dos pares (A, R(\)) ou (A, S(N)) se nao for utilizada a transformacao

normalizada);
(iv) escolhe-se o valor de A para o qual o gréfico passa pelo minimo.

No R isso é feito, utilizando-se os comandos:

library (MASS)

boxcox(modelo, data= nome)

depois de ajustado o modelo desejado aos dados. O grafico resultante mostra, também, um
intervalo de confianca para A, com um coeficiente de confianca igual a 95% de probabilidade.
Ha interesse, ainda em se obter um intervalo de confianga para A por dois motivos. O primeiro

deles é para verificar se o intervalo contém o valor A = 1, o que indicaria nao haver necessidade
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de transformacao. O segundo, para identificar se o intervalo cobre algum valor de A cuja
interpretacao seja mais simples. Um intervalo de confianga, com um coeficiente de confianga

de 100(1 — a)% para A é obtido a partir dos valores para os quais
A 2[€mam(5‘> — lnaz(N)] < Xia}'

Entao, um intervalo de confianca, com um coeficiente de confianca aproximadamente

igual a 95% de probabilidade, incluird todos os valores de A para os quais
N 2[lmae(N) = linaa(N)] < 3,84}

Um procedimento pratico seria tragar uma reta no grafico de f,,..(A) contra A,

passando pelo ponto

~

1
Crnaz(N) — 3 3,84

A reta corta a curva em dois pontos e os A’s correspondentes a esses pontos formam

o intervalo de confianca aproximado para .

Variavel construida

Uma maneira de se verificar a necessidade de transformagao de varidveis (resposta
ou explanatérias) é por meio do uso de uma varidvel construida como uma varidvel adicional
no modelo. Essa variavel construida podera ser usada com o teste da razao de verossimilhanca
ou, entao, com o added variable plot ou o partial residual plot.

(i) Transformacgao para a varidvel resposta

Considerando-se a familia de transformagoes dada pela expressdo (4.2), tem-se que a

expansao de Z(A) em série de Taylor em relagao a A\g conhecido é:
ZO) % Z(h) + (= Ao)u(o)
sendo u(Ag) = Z'(N)|a=n,- Entao,
Z(Xo) =Z(A) = (A= o)u(h) = XB+yute

Mas, a partir de (4.2) tem-se:

MY 1Y M ogY — (YA — 1)(YA 14+ AV 1 ogY)
()\YA—l)Q

uy) = 20 =

Y MogY — (Y* = 1)(+ +logY)
AY A1
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(i)

Assim para o teste de Hy : A = 1, isto é, a nao necessidade de transformacao da variavel

resposta, a variavel construida fica:
Y
(1) = Y{log = ~ 1)

enquanto que para o teste de Hy : A = 0, isto é, a necessidade de transformacao logaritmica

para a variavel resposta, a variavel construida fica:
. logcY .
u(0) =Y log Y(% —logY)

Transformacao para uma varidvel explanatoéria
Para a verificacao da necessidade de transformacao da variavel explanatoria X, faz-se:
E(Y) =8, X; + Xt = Z()
J#k
e, usando-se expansao de Z(\) em série de Taylor em relagao a \g, tem-se
ZOA) =~ Z(Xo) + (A= 2)Z' (o) = D B X + BeXp® + Br(A — X)X} log X,
Jj#k

pois, Z'(\) = BkX,;\O log X. Portanto, testar Hy : A = )¢ é equivalente a testar Hy : v =0
para a regressao com a variavel construida v = X*° log X}, com X*°, j4 incluida no modelo.

Assim, para o teste de Hy : A = 1, tem-se:
p
j=1

em que u = Xjlog X é a variavel construida. A influéncia de observagoes individuais
na evidéncia de uma transformacgao pode ser pesquisada, usando o gréafico da variavel

adicionada.

Transformacao simultanea das variaveis resposta e explanatérias

Para a transformacao simultanea da varidvel resposta e de todas as variaveis explanatérias
(exceto a constante 1 = 1) & mesma poténcia, a varidvel construida u*(\g) para A\g = 1

¢ dada por:

P
u= Zﬂij log X; —u(1)

Jj=2

Y
em que u(1) = y(log v 1) e X é referente ao termo constante.
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4.8 Exemplos

(i) Continuando a andlise dos dados do Exercicio 2 item 1.3.1 referentes a doses de
de fésforo organico X e medidas de fésforo disponivel (Y') no solo, pode-se ver pelo grafico do
perfil de verossimilhanca para o modelo de transformacao de Box-Cox apresentado na Figura 4.7
que o intervalo de confianca para A\, com um coeficiente de confianca de 95% de probabilidade,

inclui o valor 1, o que sugere a nao necessidade de transformacao da variavel Y.

-31.0
|

0.1
o

log-Likelihood
|
Absolute Studentized Residuals
0.5
|
&

-325
|

70 80 100

lambda Fitted Values

Figura 4.7: Grafico do perfil de verossimilhanca para o modelo de transformagao de Box-Cox e

grafico dos valores absolutos de rse vs valores ajustados em escala log-log.

(ii) Continuando a analise dos dados do Exemplo 5 do item 1.4 referentes a medidas
de concentragoes de fésforo inorgéanico (X;) e fésforo organico (X3) no solo e de conteiido de
fésforo (V') nas plantas crescidas naquele solo, o grafico do perfil de verossimilhanga para a
transformagao de Box-Cox (ver Figura 4.8), sugere a transformacao Y=z =1 /Y. Adotando

essa transformacao, o novo modelo fica:

E (%) = ﬁo -+ ﬁle + BQXQ. (43)

Com a transformagao sugerida, o novo conjunto de graficos para diagnodsticos do R
apresentado na Figura 4.9 nao revela maiores problemas além da presenga de uma observacao
potencialmente influente, a 62.

A analise de variancia e os testes para os parametros do modelo podem, entao, ser

obtidas, usando-se o R.

> Anova(ML2) ######## Atenc8o!! NZo utilizar, neste caso, o comando anova(),
que faz o ajuste seqiiencial
Anova Table (Type II tests)

Response: 1/sqrt(Y)
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Figura 4.8: Grafico do perfil de verossimilhanga para a transformagao de Box-Cox .
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Figura 4.9: Conjunto padrao de gréaficos para diagndsticos do R - Dados transformados (Y%)

Sum Sq Df F value Pr(>F)
X1 0.00179467 1 12.7947 0.002753 **
X2 0.00000032 1 0.0023 0.962599
Residuals 0.00210400 15

Signif. codes: 0 ‘“*xx’ 0.001 ‘*x’ 0.01 ‘x> 0.05 “.” 0.1 ¢ > 1
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> summary (ML2)

Call:
Im(formula = 1/sqrt(Y) ~ X1 + X2)

Residuals:
Min 1Q Median 3Q Max
-0.0205370 -0.0060990 0.0002617 0.0052467 0.0261430

Coefficients:
Estimate Std. Error t value Pr(>|tl)
(Intercept) 1.276e-01 9.342e-03 13.659 7.23e-10 *x*x*

X1 -1.141e-03 3.189e-04 -3.577 0.00275 *x*
X2 1.133e-05 2.377e-04 0.048 0.96260
Signif. codes: O “*x**’ 0.001 ‘**’ 0.01 ‘x> 0.05 ‘.’ 0.1 ¢ > 1

Residual standard error: 0.01184 on 15 degrees of freedom
Multiple R-Squared: 0.5171, Adjusted R-squared: 0.4527
F-statistic: 8.031 on 2 and 15 DF, p-value: 0.004256

Pode-se concluir, a partir dessas anélises, que a varidavel X, nao € significativa, dado
que a variavel X estd no modelo. Assim, o novo modelo sugerido passa a ser o de regressao

linear simples:

B <%) — B+ BiX (4.4)

que pode ser ajustado, no R, por meio dos seguintes comandos:

> ML3<-1m(1/sqrt(Y)~X1)
> par(mfrow=c(2,2))

> plot(ML3)

> summary (ML3)

Call:
Im(formula = 1/sqrt(Y) ~ X1)

Residuals:
Min 1Q Median 3Q Max

-0.0204612 -0.0061195 0.0002214 0.0051938 0.0263184

Coefficients:
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Estimate Std. Error t value Pr(>lt|)
(Intercept) 0.1279927 0.0042439 30.159 1.58e-15 *x**
X1 -0.0011336 0.0002739 -4.138 0.000772 **x*

Signif. codes: 0 ‘*xx’ 0.001 ‘*x’ 0.01 ‘x> 0.05 ‘.’ 0.1 ¢ * 1

Residual standard error: 0.01147 on 16 degrees of freedom
Multiple R-Squared: 0.517, Adjusted R-squared: 0.4868
F-statistic: 17.13 on 1 and 16 DF, p-value: 0.0007717

> anova(ML3)

Analysis of Variance Table

Response: 1/sqrt(Y)

Df Sum Sq Mean Sq F value Pr(>F)
X1 1 0.00225255 0.00225255 17.127 0.0007717 *%*x*
Residuals 16 0.00210432 0.00013152

Signif. codes: O ‘*x**x’ 0.001 ‘*x’ 0.01 ‘x> 0.05 ‘.’ 0.1 ¢ > 1

que revelam que este modelo é um modelo adequado.
Podem-se construir, ainda, outros graficos para verificar se o0 modelo 4.4 esta ade-
quado, através dos seguintes comandos:

par (mfrow=c(2,2))

# Grafico dos valores observados contra ajustados #
plot(fitted(ML3),1/sqrt(Y))
identify(fitted(ML3),1/sqrt(Y))

# Grafico abs(DFFitS) vs indice #
plot(abs(dffits(ML3)))

abline (3*sqrt (ML3$rank/ML3$df .residual) ,0,1ty=2)
identify(1:n,abs(dffits(ML3)))

# Grafico quantil quantil com envelope simulado #
qq.plot (ML3,simulate=TRUE,reps=1000)

# Grafico do perfil de verossimilhanga para a transformagido de Box-Cox #
boxcox (ML3)

que produzem os gréficos da Figura 4.10 que confirmam a adequagdo do modelo final (4.4).
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Figura 4.10: Conjunto extra de graficos para diagndsticos do R - Modelo final (4.4)

(iii) Considere os dados do exercicio 8 do item 1.3.1 referentes a um experimento de
irrigagao em batata plantada em terra roxa estruturada (solo argiloso) em que foram medidas as
laminas (L, mm) de dgua a diferentes distancias do aspersor e as correspondentes produtividades
(P, t/ha).

Ajustando-se o modelo de regressao linear simples aos dados de irrigagao, observa-
se, claramente, a influéncia da 12* observagdo sobre o ajuste (ver Figura 4.11), confirmada
pelo seu valor grande de distancia de Cook (valor maior do que Fisox2;10p = 0,7434918) no
ultimo grafico da figura 4.12. Note que em todos os quatro graficos dessa figura, tal observagao é
destacada, sendo que o primeiro grafico sugere, ainda, que talvez o modelo nao esteja adequado,
o que pode ser observado pela nuvem de pontos em formato de () e o terceiro nao sugere a
necessidade de uma eventual transformacao da variavel resposta P.

De modo a solucionar os problemas levantados por esta andlise inicial, pode-se continuar
a andlise por dois caminhos diferentes: procurar um novo modelo ou analisar os dados sem a ob-
servagao destacada. Convém ressaltar que esta ultima alternativa deverd somente ser escolhida se o
pesquisador que realizou o experimento comprovar que houve algum tipo de falha relativa a essa ob-
servagao. Partindo para o ajuste do modelo de regressao quadratica aos dados tem-se que os graficos
de diagnéstico (nao apresentados) revelam problemas semelhantes aos anteriores. Quando se ajusta o
modelo de regressao cubica, no entanto, os graficos de diagnéstico (figura 4.13), aparentemente, nao

revelam nenhum problema.
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Figura 4.11: Gréfico de dispersao e modelos ajustados e grafico de dispersao com intervalos
de 95% de confianca para a resposta média E(P) (— — —) e para a resposta predita P (---),
supondo o modelo de regressao ctbica.

Tabela 4.1: Estimativas dos parametros dos modelos de regressao adotados, com respectivos

erros padrdes entre parénteses, 2,72, e AIC.

Estimativas dos parametros

Regressao Bo Bl 32 53 r? ij_ AIC

Linear 10,71349  0,02629 0,4523 0,3975 72,35493
(4,850392) (0,009148)

Linear sem a 12* obs. 1,85402 0,04605 0,8672 0,8524 52,10291
(3,007421) (0,006007)

Quadratica -28,29 0,1818  -0,0001452 0,8086 0,7661 61,73754

(9,996)  (0,03841) (3,547e-05)
Cubica 48,69 -0,3009  0,0008074 -5,945e-07 0,928 0,901 52,00372

(22,11)  (0,1348) (0,0002625) (1,632¢-07)

Resumo do ajuste do modelo de regressao ctibica (ver programa em capitulo sobre o R)

ML3<-1m(P"L+I(L~2)+I(L"3))
par (mfrow=c(2,2))
plot (ML3)
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Residuals vs Fitted Normal Q-Q plot
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Figura 4.12: Conjunto padrao de graficos do R para diagndsticos em regressao - Regressao

linear.

> summary (ML3)

Call:
Im(formula = P ~ L + I(L"2) + I(L"3))

Residuals:
Min 1Q Median 3Q Max
-2.5419 -0.5974 0.1654 0.6854 2.0551

Coefficients:
Estimate Std. Error t value Pr(>ltl)
(Intercept) 4.869e+01 2.211e+01 2.202 0.05880 .

L -3.009e-01 1.348e-01 -2.231 0.05617 .
I(L"2) 8.074e-04 2.625e-04 3.076 0.01522 =*
I(L"3) -5.945e-07 1.632e-07 -3.643 0.00656 *x*

Signif. codes: 0 ‘*xx’ 0.001 ‘*x’ 0.01 ‘x> 0.05 ‘.” 0.1 ¢ * 1
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Residuals vs Fitted Normal Q-Q plot
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Figura 4.13: Conjunto padrao de graficos do R para diagndsticos em regressao - Regressao

cubica.

Residual standard error: 1.706 on 8 degrees of freedom
Multiple R-Squared: 0.928, Adjusted R-squared: 0.901
F-statistic: 34.38 on 3 and 8 DF, p-value: 6.414e-05

Anélise de variancia para o modelo de regressao cubica.
> anova(ML3)

Analysis of Variance Table

Response: P
Df Sum Sq Mean Sq F value Pr (>F)

L 1 146.247 146.247 50.270 0.0001030 *x*x
I(L"2) 1 115.203 115.203 39.599 0.0002346 *x*x
I(L"3) 1 38.604 38.604 13.269 0.0065634 *x*

Residuals 8 23.274 2.909

Signif. codes: 0 ‘“*xx’ 0.001 ‘*x’ 0.01 ‘x> 0.05 ‘.” 0.1 < > 1
Medidas de influéncia

> summary(influence.measures (ML3))
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Tabela 4.2: Tempos de sobrevivéncia de ratos apds envenenamento.

Tempo Tipo Trat.[Tempo Tipo Trat.[Tempo Tipo Trat.[Tempo Tipo Trat.
0,31 1 1 0,45 1 1 0,46 1 1 0,43 1 1
0,82 1 2 1,10 1 2 0,88 1 2 0,72 1 2
0,43 1 3 0,45 1 3 0,63 1 3 0,76 1 3
0,45 1 4 0,71 1 4 0,66 1 4 0,62 1 4
0,36 2 1 0,29 2 1 4 2 1 0,23 2 1
0,92 2 2 0,61 2 2 0,49 2 2 1,24 2 2
0,44 2 3 0,35 2 3 0,31 2 3 0,40 2 3
0,56 2 4 1,02 2 4 0,71 2 4 0,38 2 4
0,22 3 1 0,21 3 1 0,18 3 1 0,23 3 1
0,30 3 2 0,37 3 2 0,38 3 2 0,29 3 2
0,23 3 3 0,25 3 3 0,24 3 3 0,22 3 3
0,30 3 4 0,36 3 4 0,31 3 4 0,33 3 4

Potentially influential observations of

lm(formula = P ~ L + I(L"2) + I(L"3)) :
dfb.1_ dfb.L dfb.I(L"2 dfb.I(L"3 dffit cov.r cook.d

1 1.02_% -0.90 0.80 -0.73 1.44 22.98_*% 0.58

12 -0.40 0.47 -0.54 0.62 1.52 30.42_% 0.65

hat

1 0.93

12 0.95

Exemplo 1:

Os dados da Tabela 4.2, referem-se a tempos de sobrevivéncia de ratos apds envenenamento
com 4 tipos de venenos e 3 diferentes tratamentos (Box e Cox, 1964). Como pode ser constatado na
Figura 4.14, os dados sem transformacao apresentam heterogeneidade de variancias que é amenizada

quando se usam os inversos dos valores observados ou os valores observados elevados a -3/4.

Tempo de sobrevivéncia

02 04 06 08 10 1.2
| | |
S
-

]

ELEL E‘é

=

1/(Tempo de sobrevivéncia)

T T T T T T T T T 17T
11 31 12 32 13 33

11 31 12 32 13 33

Y—3/4

10 15 20 25 30 35

(Tempo de sobrevivéncia)*(-3/4)

T=
g

=

T T T T T T 1T 17T
11 31 12 32 13 33

Tipos de venenos e tratamentos Tipos de venenos e tratamentos

Tipos de venenos e tratamentos

Figura 4.14: Box-plots para as observagoes da Tabela 4.2, com e sem transformacao.

Usando-se o modelo

Tempo;; = Tipo; + Trat; + Tipo.Trat;; + €;5
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em que €;; ~ N(0, 02), e o grafico para verificar a necessidade de uma transformacao na familia Box-
Cox, obtém-se A= —0,75 conforme a Figura 4.15. Entretanto, o valor A = —1 est4 no intervalo de

confianga e 1/Y tem uma interpretacao melhor nesse caso, isto é, representa a taxa de mortalidade.

Y 1Y Yy —3/4

95%

-28

95%

-29

| 95%

1 1
|
-30
|

20 22 24 26 28 30

Log(funcgo de verossimilhanca)

Log(fungéo de verossimilhanca)
Log(fungéo de verossimilhanca)

-31
|

-62 -60 -58 -56 -54 -52

-20 -15 -10 -05 00 0.0 05 10 15 20 0.5 1.0 15 20

A A A

Figura 4.15: Graficos para escolha de transformacao na familia Box-Cox, Tabela 4.2.

Ajustando-se, também, os modelos
% = Tipo; + Trat; + Tipo.Trat;; + €;
Tempoi_j?’/ i Tipo; + Trat; + Tipo.Trat;; + 6;;

em que €;; ~ N(0,72) e &;; ~ N(0,¢(?), obtém-se os outros dois graficos da Figura 4.15, mostrando que o
valor A = 1 est4 incluido no intervalo de confianga e que, portanto, ambas as transformacoes tornaram
a escala da varidvel da varidvel resposta adequada. A Figura 4.16, com os gréaficos dos valores ajustados
versus valores observados sem e com transformacao, dos valores ajustados versus residuos e graficos
normais de probabilidades, confirma esses resultados, mostrando claramente a falta de ajuste para o
caso do modelo normal para a varidvel sem transformacgao e que ambas as transformacoes resolveram
o problema de heterogeneidade de variancias e da falta de normalidade da varidvel resposta. Outros
modelos, supondo distribuicao normal com funcao de ligacao inversa, distribuicbes gama e normal
inversa, foram usados e deram resultados piores.

Os resultados da Tabela 4.3 mostram que em ambos os casos existem evidéncias de efeito
significativo de tipo de veneno e de tratamentos mas nao de interacdo entre eles. Entretanto, a
evidéncia é muito mais forte para o caso em que foram feitas as transformacoes 1/tempo e tempo3/4.

Exemplo 2: Considere os dados do Exercicio 5 do item 1.4.1 (pagina 16) referentes a
medidas de didmetro a altura do peito (D) e altura (H) de &rvores (black cherry) em pé e de volume
(V) de arvores derrubadas. O objetivo desse tipo de experimento é verificar de que forma essas
varidveis estao relacionadas para, através de medidas nas arvores em pé, poder se predizer o volume

de madeira em uma area de floresta.

4.9 Transformacao e funcao de ligacao
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Quantis tedricos
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Figura 4.16: Graficos dos valores ajustados versus valores observados sem e com transformacao,

dos valores ajustados versus residuos e graficos normais de probabilidades, Tabela 4.2.

A Tabela 4.4 refere-se a produgoes médias didrias de gordura (kg/dia) no leite de uma
unica vaca durante 35 semanas (McCulloch, 2001). E comum supor que a producao média de gordura
Y; tem distribuicdo com média

i = atfe"’ti,

em que t representa a semana, «, 3 e -y sao parametros desconhecidos.

Portanto,

log p1; = log a + Blog(t;) + viti,

o que mostra a necessidade do uso de funcao de ligacao logaritmica. Pode-se supor ainda que Y; ~
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Tabela 4.3: Analise da variancia para os tempos de sobrevivéncia de ratos apds envenenamento,

sem e com transformacao inversa, Tabela 4.2.

Tempo 1/Tempo Tempo—3/4
Fonte GL SQ QM F SQ QM F SQ QM F
Tipo 21,0330 0,5165 23,27*F 34,877 17,439 72,46** 11,9261 5,9630 68,45**

Tratamento 3 0,9212 0,3071 16,71** 20,414 6,805 28,35** 7,1579 2,3860 27,39**
Interagao 6 0,2501 0,0417 1,88 1,571 0,262 1,09  0,4859 0,0810 0,93
Residuo 36 0,8007 0,0222 8,643 0,240 3,1361 0,0871

Tabela 4.4: Produgoes médias didrias de gordura (kg/dia) do leite de uma vaca.

0.31 0.39 0.50 0.58 0.59 0.64 0.68
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N(MZ) TQ)a isto éa

Y; = U —+ 67, = atfe'yti + 67;,
em que 0; ~ N(0,72). Isso equivale, portanto, ao MLG em que a varidvel resposta Y tem distribuicao
normal com funcao de ligagao logaritmica e preditor linear que é igual a log a + Slog(t;) + 7it;.

Entretanto, na pratica ¢ comum supor que log(Y;) ~ N(log u;, 0%), isto é,
log(Y;) = log ; + € = log a + Blog(t;) + ti + €,

em que ¢ ~ N(0,0%). Isso equivale, portanto, a0 MLG em que a varidvel resposta log(Y) tem
distribui¢ao normal com fungao de ligagao identidade e mesmo preditor linear log « + 3 log(t;) + 7it;.

A Figura 4.17 mostra que a distribuigdo normal com funcao de ligacao logaritmica produz
um melhor ajuste do que adotar uma transformagao logaritmica dos dados e supor uma distribuigao
normal com fungao de ligacao identidade. Isso é confirmado nos gréaficos de valores ajustados wversus

valores observados apresentado na Figura 4.18. O programa em R encontra-se no Apéndice.

4.10 Exercicios
1. Para cada varidvel Y apresentada na Tabela 20, ajuste o modelo de regressao linear simples e:

(a) Obtenha, parai=1,...,n:
i. os residuos ordindrios (r;)
ii. os residuos estudentizados internamente (rsi;)

iii. os residuos padronizados externamente (rse;)
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Figura 4.17: Valores observados e curvas ajustadas
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Figura 4.18: Gréficos de valores ajustados wversus valores observados obtidos para o modelo
normal para log(Y’) com fungao de ligagdo identidade e para o modelo normal para Y com

funcao de ligacao logaritmica.

iv. os elementos h;; da diagonal da matriz de projecao H
v. os valores DF BetaS;), para By e B1, ¢ DFFitS;
vi. os valores da distancia de Cook, D(;), e da distancia de Cook modificada, C';
(b) Construa os gréficos:
i. deY vs X
ii. de rse vs valores ajustados
iii. de indices para h;;, DFFitS;;) e Dy;
(c) Responda:
i. Ha pontos de alavanca? Sao bons ou ruins?

ii. Ha pontos inconsistentes?
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iii. H& pontos influentes?

iv. Ha outliers?

Tabela 4.5: Valores de X; e Yy, (u=1,...,4), i=1,...

Programa SAS:

options

0

N o 0w N

12

run;

2. Prove que

9.

8.
12.
15.
22.
19.
21.
24.
33.

nodate
6 10.
4 11.
6 12.
1 13
8 17.
1 21.
6 22.
0 22.
6 35.

p
4
2
8
.9
2
6
4
9

4

s=25;

10.
11.
15.
15.
18.
21.
21.
25.
30.

X I1 52 53 54
) ) b 7
1 84112114 154
2 12,6 12,8 15,0 13,7
3 15,1 13,9 15,9 11,9
4 228172186 9,1
5 10,1 21,6 21,5 11.6
6 21,6 22,4 21,7 8.9
7 24.0 22,9 25.3 12.2
12 33.6 35.4 30,6 16.8

data aula7a; input X Y1 Y2 Y3 Y4; cards;

W N oo 0 O b

6

18.
15.
13.
11.

9.
11.

8.
12.
16.

8

N © O = © N b

8

; proc reg;

model Y1 Y2 Y3 Y4=X/p influence r;

plot (Y1 Y2 Y3 Y4)*X /collect hplots=2 vplots=2;

plot (STUDENT. RSTUDENT.)*P./collect hplots=2 vplots=1;
plot (H. DFFITS. COOKD.)*obs./collect hplots=3 vplots=1;

1
C; = (”;p> " IDFFitS),

,9).
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ou seja, a distancia de Cook modificada, proposta por ATKINSON (1981) é proporcional ao valor

absoluto da medida DF'FitS, proposta por BELSEY et al (1980, p.15).

3. Sabe-se que a regiao de 100(1 — v)% de confianga para o vetor de parametros 6 é dada pelos

valores de 0 tais que

(0 - Q)TXTX(G - é) < pSZF{p7V7,Y}

sendo s? = QM Res uma estimativa de 02 com v = GLRes graus de liberdade e F, o percentil

100v% da distribuigao F' com p e v graus de liberdade. Essa regiao é delimitada por um elipséide

cujo volume, dependente do determinante de X7 X e de s2, é dado por

E o {s?/|XTX}1/2.
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Quando, no entanto, a i-ésima observacao ¢ deletada, o volume passa a ser
2 T 1/2
Egy o< {s) /1 X5 X[} 2,

Como uma forma de se determinar a influéncia da i-ésima observacao sobre o volume do elipséide
de confianga, BELSEY et al (1980, p.22) propuseram a medida chamada COV RATIO, dada por

Ey )2
_ JEG6)
COV RATIO = {E } )

Alternativamente, COOK e WEISBERG (1982, p.159) usam o logaritmo da razao entre os volumes,
porém ajustado pela razao dos valores F' da definicao das regioes de confianca. Segundo os
autores e ATKINSON (1987,p.227), essas medidas sdo confidveis como medidas de influéncia

geral? Justifique e ilustre por meio de um exemplo.

Graficos quantil-quantil (QQ-plot)

(a) Dados os valores de X: -3, -1, 1, 3, 5, 7,..., 23, 25, pede-se:

i. Simular valores de Y através da fungao
Y =100 - 3X +e,

onde e ~ N(0,1). Pede-se:

ii. Ajustar, aos dados gerados, o modelo de regessdo linear
Yi=0o+ b5 Xi+ei

e obter os residuos padronizados externamente rse;.

iii. Verificar se os residuos calculados em (b) tém distribui¢ao normal através do gréfico
normal de probabilidades (normal plot ou normal quantile-quantile plot ou ainda, QQ-
plot).

iv. Verificar se os residuos calculados em (b) tém distribuicdo normal através do normal

probability-probability plot ou PP-plot.

(b) Dado o conjunto de observagoes {9, 7, 3, 2, 8, 4} da varidvel aleatdria X, construa o grafico

quantil-quantil supondo cada uma das seguintes distribuicgoes:
i f(x) = 0,02x1,0)(7)
ii. f(z)=0,1jp;q(z)

1il. f(iC) = O, 04.%'1[0;5] (iU) + (O, 4 — 0, 0433)[[5;10] (.’B)

Observacao: Considerar, como funcao de distribuigao empirica,

oojw

N 7 —

Fleg)=——7 T (4.5)

sendo z(;) a i-ésima observagao do conjunto de n observagoes colocadas em ordem crescente.
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()

(d)

()

Dado o conjunto de observagoes {9, 7, 3, 2, 8, 4} da varidvel aleatéria X, construa o gréfico
quantil-quantil supondo distribuigdo uniforme discreta no intervalo [2;9]. Observagao:

Considere (4.5) como fungao de distribui¢ao empirica.

Gere uma amostra aleatéria de tamanho n = 20 de uma variavel aleatéria X com distri-
bui¢ao normal com parametros g =10 e o = 2.
X

—Z para essa amostra, sendo T a

i. Obtenha os valores da varidvel padronizada Z = =

média e s o desvio padrao amostrais.

ii. Construa o grafico quantil-quantil para Z supondo a distribuicao t de Student com
n —1 = 19 graus de liberdade e considerando (4.5) como fungao de distribuigao
empirica.

iii. Repita o item anterior considerando a normal padronizada e compare o grafico obtido

com o anterior.

iv. Construa o grafico formado pelos pontos de coordenadas (F -1 (% + %:;é) ,]z\(i)>,
i=1,...,n,sendo F~!(.) a funcdo inversa da funcdo de distribuicio acumulada t de
Student com n — 1 = 19 graus de liberdade.

v. Repita o item anterior supondo que F~1(.) a fungdo inversa da funcio normal padro-
nizada e compare o grafico obtido com o anterior. Observacao: Este grafico é chamado

half-normal plot.

Apresente um revisao bibliografica sobre o emprego da constante ¢ na fungao de distribuigao
empirica
- 1—cC
Flry) = —
(@) n—2c+1’
sendo z(;) a i-ésima observagao do conjunto de n observagoes colocadas em ordem crescente.
Qual valor de ¢ é utilizado para a construcao do grafico quantil-quantil para a distribuigao

normal no R? e no SAS? Observacoes repetidas podem causar problemas? Discuta.

Construir um envelope simulado para cada uma das distribui¢oes apresentadas no item 3b,

considerando o coeficiente de confianga 95%.

Grafico da variavel adicionada (added-variable plot) ou da regressao parcial
(partial-regression plot) e grafico de residuos parciais (partial-residual plot) ou

grafico de residuos mais componente (component + residual plot)

i. Considerando os valores de (X7, X, X3) apresentados na Tabela 16 (pagina 99), simule

valores de Y, através da funcao
Yo =10+3X; —2Xy+e

onde e ~ N(0,1). Pede-se:

A. Ajustar, aos dados gerados, o modelo

Yo, = Bo + 81 X1 + B2 Xo; + B3X3; + &
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B. Construir e interpretar o grafico da varidvel adicionada (added variable plot ou,

equivalentemente, partial regression leverage plot), para as varidveis X1, Xo e X3.

C. Construir e interpretar o grafico dos residuos parciais (partial residual plot) para
as variaveis X1, Xo e X3.

D. Ajustar, aos dados gerados, o modelo
Ya; = Bo + B1X1; + B2Xo; + i

ii. Considerando os valores de (X1, X9, X3) apresentados na Tabela 16 (pagina 99), simule

valores de Y3 através da funcao
Ys =5+4+3X) —2X2—|—X3—|—0,5X22—|—6

onde e ~ N(0,1). Pede-se:

A. Ajustar, aos dados gerados, o modelo
Y3; = fo + B1X1i + BaXo; + B3 X3 + &

B. Construir e interpretar o grafico da varidvel adicionada (added variable plot ou,
equivalentemente, partial regression leverage plot), para as varidveis X1, Xo e X3.

C. Construa e interprete o grafico dos residuos parciais (partial residual plot para as
variaveis Xp, Xo e X3.

D. Baseando-se nas conclusoes obtidas a partir dos graficos construidos nos itens (b)

e (c), proponha um modelo aos valores de Y3 gerados no item (a).

Tabela 8.1.
1 X1 Xio Xi3
T -2 2 2
2 -1 -1 0
3-1 0 0
4 -1 0 O
5-1 1 0
6 1 -1 0
71 0 0
8 1 0 0
91 1 0
10 0 0 -1
11 0 0 O
12 0 0 O
13 0 0 1
14 2 -2 2

(g) Considerando os valores de (X1, X9, X3) apresentados na tabela 8.1, simule os n = 14
valores de Y por meio da funcdo Y; = 10 + 3XZ-21 — 2X;9 + 0X;3 + &; (i=1,...,n), onde
gi ~N(0,1), e Cov(gj,ey) =0, i #i'. Pede-se:

i. Ajustar, aos dados gerados, o modelo
Yi = Bo + f1Xi1 + BaXiz + B3 Xi3 + &

(i=1,...,n), considerando-se &; ~ N(0,0?), e Cov(g;,e¢) =0, i # i'.
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ii. Construir e interpretar os graficos da varidvel adicionada (ou gréfico da regressao
parcial) para as varidveis X1, X2 e X3.
iii. Construir e interpretar os gréficos de residuos parciais (ou grafico de residuos mais

componente), para as variaveis X, Xs e X3.

iv. Com base nos graficos dos itens anteriores, propor um novo modelo e refazer os

graficos. Repetir o processo até que nao ocorram problemas.

4. O arquivo de dados trees, disponivel no pacote R, contém os dados de 31 cerejeiras (Black
cherry) da Floresta Nacional de Allegheny, relativos a trés varidveis: volume de madeira ttil
(Volume), em pés cubicos; altura (Height), em pés, e circunferéncia (Girth) a 4,5 pés (1,37

metros) de altura. Pede-se:

(a) Ajustar o modelo Volume; = By + f1Girth; + poHeight; +¢; (i=1,...,n), considerando-se
gi ~ N(0,02) e Cov(gj,ex) =0, i # '

(b) Construir e interpretar os graficos das varidveis adicionadas e gréaficos de residuos

mais componente para as variaveis circunferéncia e altura. H4 algum problema?

(c¢) Verificar se ha a necessidade de transformagao da varidvel resposta por meio do teste da

razao de verossimilhanga para A da familia Box-Cox de transformacoes.

(d) Verificar se ha a necessidade de transformagao da varidvel resposta por meio do gréfico
da variavel adicionada para a varidvel construida para a transformacao de Box-Cox. Este
grafico também ¢é chamado grafico da variavel construida para a transformacao de
Box-Cox.

(e) Verificar se ha a necessidade de transformacao das varidveis preditoras. (Transformagao
de Box-Tidwell)
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Capitulo 5

Correlacoes lineares simples e parciais

5.1 Correlacao linear simples

5.1.1 Introducao

Até esse ponto o interesse estava em se estudar por meio da relagao linear, qual a influéncia
de uma variavel fixa X, ou um conjunto de variaveis fixas X1, Xo, ..., X, sobre uma variavel aleatéria
Y. Assim, enquanto que na andlise de regressao é indispensédvel identificar a varidvel dependente, nos
problemas de correlagao isto nao se faz necessario.

Aqui, o interesse estd em se estudar o grau de relacionamento entre as varidaveis X e Y,
isto é, uma medida de covariabilidade entre elas. Assim, andlise de correlacao difere da analise de

regressao em dois pontos basicos:

i) Em primeiro lugar nao existe a idéia de que uma das varidveis é dependente de uma outra ou
de um conjunto de outras varidveis. A correlagao é considerada como uma medida de influéncia
mutua ou conjunta entre varidveis, ou seja, nao se esta preocupado em verificar quem influencia
ou quem ¢ influenciado. A andlise de regressao, como vem sendo tratada até aqui, tem por

objetivo encontrar equagoes que indiquem o valor médio de Y para valores fixados de X.

ii) Na andlise de correlagao todas as varidveis sdo, geralmente, aleatérias e a amostra é considerada
proveniente de uma distribuicao conjunta dessas variaveis. Evidentemente, a distribuicao normal

bidimensional é, geralmente, suposta para a variavel bidimensional (X,Y).

A principio poderia ser tomada a covaridncia entre X e Y como uma medida para essa

relacdo. No entanto, pela prépria definicao

Cov(X,Y) =E[(X — pux)(Y — py)]

nota-se que a covariancia pode assumir qualquer valor real. Desse modo, torna-se dificil interpretar
seus valores: o que é uma relacao fraca ou forte? Uma medida alternativa para isso é o coeficiente de

correlacao de Pearson.

143
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5.1.2 Distribuicao normal bidimensional

E interessante, inicialmente, estudar algumas das propriedades da distribuicdo normal
bidimensional. Seja X = (X7, X5)? um vetor aleatério com distribui¢do normal bivariada com vetor

de médias p e matriz de variancias e covariancias 3 (simétrica, positiva definida), isto é,

X =[5 |~ Mapz)

2
_ [ pxy } e T—| %% TXiXs
i [ Hx, OX1 X, 03(2

Fungao de densidade conjunta - A funcéo de densidade conjunta da distribuicao

normal bidimensional é dada por

1 1 X1 — px, >2
X1,X,(Z1,T2) = exp | —
Pl ) 2mox,0x,(1— )12 T [ 2(1 - p?) ( ox,
2
B 2p(Xl _HX1> <X2 —MX2> N <X2 —MX2> }
UXI UXQ UXQ
Fazendo-se
X - X, —
Zx, = A1THEX Zx, = A2 7 MXy
UXl UXQ
tem-se
_ 1 1 2 9 2
fz2x,,2x, (221, 20y) = W exp _W(le —2pzx,2x, + 2X,)

varidveis centradas padronizadas e p o coeficiente de correlagao entre X; e Xo.
Geometricamente, essa funcao é uma superficie em forma de sino cujo formato depende

das variancias e do coeficiente de correlacao.

Funcoes de densidades marginais - A funcao de densidade marginal de Xj, j = 1,2,

pode ser obtida através de:

1 o 1
fZX1 (le) = 2)1/2 / exp |:—2(1_p2)(Z§(1 - 2pZX12:X2 + 23(2) dZXQ.
—o0

2r(l—p
Mas

Z%{]_ - 2pZXIZX2 + Z%{Q = ngl - 2pZX12X2 + Z%{Q + p2Z§(1 - p2Z§(1 = (ZXQ - pZX1)2 + Zg(l(l - p2)
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Portanto,
1 o0 1, 1 )
foue) = g [ o [ o [ on o e
1 1, ] 1 o0 1 )
= \/% exp _§2X1 \/ﬂ(l — p2)1/2 . exp —W(ZXZ — sz1) dZX2
1
= mexp —§z§<1 (5.1)
1 1
pois, para u = —————(2x, — pzx;), tem-se du = ————=dzx,, 2x, = —00 = U — —00,
(1—p?) 7 1 1—p) 7

Zx, —r 00 = u — 00 e, entao,

e e Ce IC S L
(4 ——— (% — Pz z = —F ex —=Uu u = 1.
Logo,

1 1 (X - ;m)z
) =——exp|—= | —— .
Pt = o o [ (o
Tem-se, portanto, que X; ~ N(qu,ag(j).
Funcoes de densidades condicionais - A funcao de densidade condicional de X; dado

Xy = x;», j # 7 =1,2, pode ser obtida através de:

1 1
_7/)2)(2%1 —2pzx,2x, + 23(2) — zg(z} }

T Vrox, (1— p?)12 P {_; [(1

1 [ 1 9
= Vorox (1 — p2)1/? exp _—m(le — pzX,) ]
_ 1 exp __ 1 (X1—MX1 _pXQ—MX2)2
V 27TUX1(1 - p2)1/2 2(1 - p2) 00X, 0Xo

1 1 ox 2
— expl —————— | X, — +p2X (X, —
Varox, (1 - )72 Xp{ =gy, [ (oo ) }

1 1 )
—————exp — (X1 — pixy|x,)
V21O X, |x, { 20%, Xs Ha2
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ox
em que [y, |x, = Hx; T ,OU—XI(XQ — lx,) € a?mXQ = 0x,(1 — p?). Tem-se, portanto, que X;|X; ~
2

2
N(MX]"XJ-/ I O-Xj‘Xj/ )

Definigao: Dadas duas variaveis aleatérias X7 e Xo, chama-se de regressao de X; em

relagdo a Xo, a média da distribuicao condicional de X; dado X9 = x9, isto é, a

ox
Px|x, = B(X1]Xa) = px, + pUT;(Xz — [1x,)-

2

5.1.3 Momentos da distribuicao normal bivariada

Define-se momento de ordem r em relagdo a X7 e de ordem s em relagao a Xo como:

[e o] o0
ire = B(X]X3) = / / 523 fxs 0 (1, 22)d1 s,
— 00 —00

sendo r e s inteiros e nao negativos. Para a obtencao desses momentos pode-se usar a funcao geradora

de momentos dada por:

0o poo
MX1, X5 (tl, t2) = E(etlxl etQXQ) = E(€t1X1+t2X2) = / / €t1x1+t2x2fX1’X2 (1‘1, .Z‘Q)dl‘ldxg,
—o0 J—o0

que no caso da distribuicao normal bivariada resulta em:
tipx, +topx +l(t?0§( +t30% +2ptitaox, 0x,)
le,X2(t1,t2):€ 1 22 1 2 152/ —h < ty,teo < h, h>0.

Os momentos de ordem r em relagdo a X; e de ordem s em relagao a X9 sao obtidos por:

8T+sm(t1, tg)
prs = B(XT7X3) = W’t1:07t2:0

E f4cil verificar que:

8m(t1,t2)
Hx, = E(Xl) = HK(1,0) = Thl:o,mzo
82m(t1,t2)
B(X?) = H(2,0) = Ttl\tlzo,mzo = U%ﬁ + M?xl

e, portanto, Var(X1) = E(X?) — [E(X1)]? = O'g(l. Tem-se, ainda, que:

azm(tl,tg)
0t10ty
e, portanto, Cov(X1, X2) = E(X1X2) — E(X1)E(X2) = pox,0x, de onde se tem o coeficiente de

correlacao linear entre X; e Xo, isto é,

E(X1X2) = pa1y = lt1=0,t2=0 = POX,0X, + HX; 11X,

_ COV(Xl, XQ)
p OX,0X,
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5.1.4 Correlacao linear simples na populacao

Define-se o coeficiente de correlagao linear p entre as varidveis X; e Xo como

_ Cov(Xy, Xp)  E[(X1 — px, ) (X2 — px,)]
PX1,X2 ox,0 X, ox,0 %, .

A grande vantagem do uso do coeficiente de correlagdo em lugar da covariancia resume-se
no fato de que —1 < p < 1, simplificando sobremaneira sua interpretagao.
De fato,
Cov (X1, X2) (X1 — pxy) (X2 — pxsy)

PX1,X2 = =E )
0X10X, 00X, 00X,

que é a esperanca do produto de duas variaveis centradas padronizadas, isto é, de

- Xl — HX,

X, —
= e Zy, = 22 HXs

2
UX1 O-X2

Zx

sendo E(Zx,) = E(Zx,) =0, Var(Zx,) = Var(Zx,) = 1. Logo

\/aI"(ZX1 + ZX2) = Val“(ZXl) + Var(ZX2) + QCOV(le, ZX2) =2+ QpZXIZX2 >0= PZx,Zx, > —1

Var(ZX1 - ZXQ) = Var(ZXl) + Var(ZXQ) - QCOV(ZXI, ZXQ) =2- 2pZX12X2 >0= pZX12X2 <1

e, portanto,
-1 S pZXIZX2 S 1.
Mas pzy, zx, = Px,X,, POIS
(X1 — px,) (X2 — px Zx, —0)(Zx,—0
pX1X2 — E ( /J’ 1)( /“L 2) :E(ZX1ZX2):E ( 1 )( 2 )
L 00X, 00X, 1 1
(Zx, — :U’le) (Zx, — :U’ZXQ)
= E = P2y, Zxy
I 0Zx, 07y,
e, portanto,

-1 g pX1X2 S 1.
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5.1.5 Estimacao dos parametros da distribuicao normal bivariada

Dada uma amostra aleatéria, (X11, X12), (Xo1, X22), ..., (Xn1, Xn2), a estimagao dos parametros
1X,s Xy, OX,, OX, € p pode ser feita utilizando-se o método da maxima verossimilhanga. O logaritmo

da funcao de verossilhanca, considerando a distribuicao normal bivariada fica:

I = —nlog(2m) - Z[log(0%,) +1og(0%;,) +log(L — p*)]

B 1 Z”: <Xi1—,uX1>2_2sz‘1—MX1 Xio — 11X, " <Xi2_,uX2>2
2(1 - p?) & ox, ox, OX, OX;

Derivando-se [ em relacao a cada um dos parametros, igualando-se a zero e resolvendo-se

o sistema de equacoes, obtém-se:

E?:l Xi1 Z?:l Xiz

>z Xt Xio —
\/[z;;l X <2?:;Xﬂ>2] {ZZ X <2;;711Xz-2>2] |

5.1.6 Correlacao linear simples na amostra

Um estimador r para p é dado por:

_ Oon(X0,Xo) S (X — X)) (X — X) i) T2
0X,0X, \/Z?:I(Xﬂ — X1)2 Z;L:l(XQ - X2 \/Zz 1 ‘rzl Zz 1 l‘

Naturalmente —1 < 7 < 1. Pode ser notado que

D (X — X1)(Xig — Xo) \/Zz (X = X1)2 G,
"= —_ Y)2 = X2|X1A7-
Zi:l (Xll X) \/Zi:l i — XQ)
ou
> (X = X)(Xia — Xa) \/Z?:1(Xi2 -X2)2 Gx,
T = = 6X1|X2§

X =P o (X - Xy

e, portanto,
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. R
" = Bx,|x,Bx1| X2

o que mostra a relacdo entre a correlagdo linear e os coeficientes de regressao. Vé-se, também, que o
sinal de r é o mesmo do coeficiente de regressao 5. Nota-se, além disso, a importancia das variagoes
individuais de X1 e de Xo.

5.1.7 Testes de hipdteses

Caso 1: Pode-se mostrar que a distribuicao de r é normal apenas sob a suposicao de que

p =0, e, portanto, o teste da hipdtese:

Hy:p=0 wversus {

T
VA
OO O

é obtido a partir de:

Assim, obtém-se:

T
ZL/C(;Llczli\/n_Q

—r2

e, a um nivel de 100v% de probabilidade, rejeita-se Hy, em favor de:
Hga, :p <0 se tegre < —tn—oy ouse P(tp_o < teare) < 7;
He, : p >0 se tegie > th—ay ou se Pty_o > tege) <7 e
Hay 2 p# 0 se [teate| >ty 9.3 ouse P([tn—2| > [teate]) <7,

isto é, as regides de rejeicao de Hy sao dadas pelos intervalos de ¢ correspondentes as areas hachuradas

nas Figuras 2.6, 2.7 e 2.8, respectivamente.

Observacgao: No caso particular de H, : p # 0, tem-se que o teste t é equivalente ao teste

F', pois tgalc = Fge, isto é,
Fy. = SQReg _ r2(n —2)
¢ QMRes 1—r2
pois,

S (X — X)? S (Y, —Y)2 SQTotaly
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ou,

2 _ [ (X = X)(Yi - V)P 1 _ SQRLxy
B i (Yi=Y)? i (X — X)? - SQTotalx

Caso 2: Um segundo tipo de hipoteses de interesse ¢ dado por:

Hea, 2 p < po
Hy: p=pog versus Heq, :p>po
Hag:p#po

A distribuicao de r é simétrica apenas sob a suposicao de que p = 0, e portanto, a

distribui¢do normal para r nao é adequada para testar valores de p # 0. Fisher mostrou que, assinto-

ticamente,
1 1
U= —log rr_ arctanh(r) ~ N(8,0%)
2 1—7r
1 1 1
sendo § = §log 11_2 e JIQJ =3 Logo,

Z = (U = d0)v/(n —3) ~ N(0, 1)
e, portanto, para testar Hy : p = pg, calcule:

1 1+r
i) U= =1
i) Oglfr

2

—llo L+ o
T2 % T

i) 2. = (U — 6o)/(n = 3)

i) do

e, a um nivel de 100v% de probabilidade, rejeita-se Hy, em favor de:

Ha, i p < poseze<—zyouse P(Z < z)<n;
Hy,:p>0sez.>zy0use P(Z>t.)<~vy e

Hg, = p#0se |z| < z3 ouse P(|Z| > |z|) < 7.

Caso 3: No caso de varias variaveis o interesse pode estar no teste de:

Hoy:pr=p2=...=pm =po versus H,:nao Hy

Fisher mostrou que, assintoticamente,

1 147
Ui: 510g1_T: NN(&',O'(QJZ_)
14 p; 1 1 1+
sendo 5i:§log1_zz eo?]i = P Sob Hy, 6i:60:§10g1—22' Logo,
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m

X2=3"22= (Ui - 6)%(ni — 3) ~ 2
i=1

=1

e, portanto, para testar Hy : p1 = p2 = ... = p,, = po, calcule:
1 147
U= =1
) Ui=glosy—
1 1
i) 69 = = log *ro
2 " 1—=po

iii) X02 = EZL Zz'2 = Z?L(Ui - 50)2(”2' - 3)

Rejeita-se Hg se X2 > X'%/,m'

Caso 4: Ainda, no caso de varias varidveis o interesse pode estar no teste de:

Hy:p1=p2=...=pm=p (p nao especificado) wversus H, :nao Hy
. 1 1+
U;=-1
) Ui=glosg—

>imi(ni —3)
iii) Z; = (U; = U)v/ni —3
v) X7 =322 =5 (Ui = U)*(n; — 3)

Rejeita-se Hy se X2 > X%,mq-
Nota: No caso de nao rejeicao da hipétese Hy, o estimador r do coeficiente de correlacao

comum Sera:

eU _ e—U 62U -1

T = — = — —
eVl +e U V41

= tanh(U).
5.1.8 Intervalo de confianca para p

O método utilizado aqui para a construcao de um intervalo de confianga serd o método da
quantidade pivotal. Se @ = q(Y1,Ys,...,Y,;6), isto é, uma funcdo da amostra aleatéria Y7,Ys,..., Y,
e de 6, o parametro de interesse, e tem uma distribuicao que independe de #, entao ) ¢ uma quantidade

pivotal. Logo, para qualquer ~ fixo, tal que 0 < v < 1, existem ¢; e g2, dependendo de v, tais que
Pl <Q<gql=1-7.

Dado que
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Z = (U - 8)y/(n—3) ~ N(0,1)

1 1
sendo U = ilog T

1 1+
6=-1

1—r 0T 281
de confianga 1 — ~, é dado por,

p N . .
, entao, um intervalo de confianca para §, com um coeficiente
P

1 1 1
: —log +r:|:21 .
2V n—3

IC[p]l—'y- 2 1—7r

Outra forma de se obterem intervalos de confianga para p é através dos abacos de David,

que podem ser encontrados no Apéndice A.11 de Steel & Torrie (1980), paginas 594 e 595.

5.2 Correlagoes parciais

5.2.1 Introducao

Coeficientes de correlacdo parcial e miltipla sdo estritamente aplicdveis somente quando
o vetor (X1, Xj2,...,X;x) é aleatério. Entretanto, a despeito da falta de aleatorizacao do vetor é
sempre util calcular esses coeficientes.

A definigdo de correlagao parcial entre duas varidveis segue o mesmo principio do coefi-
ciente de regressao parcial na regressao multipla, ou seja, define-se a correlacao parcial entre duas
varidveis aleatdérias como a correlagdo simples entre essas duas varidveis ajustadas para o efeito linear
das demais varidveis. Assim, por exemplo, o simbolo 71234 é usado para indicar a correlacao simples
entre X; e Xo ajustados para X3 e Xy. Desde que o vetor é aleatdrio e o coeficiente é, principalmente,
descritivo, nao héa necessidade de uma determinada varidvel ser dependente.

Usando a definicao do coeficiente de correlacao linear simples, tem-se, entao, que

G12.34 _ 6(;/(X1|X3,X4;X2\X3,X4)
V0113402234 \/@(X1|X3,X4)@(X2|X3,X4)

12.34 =

sendo que,
Xi340= X1 — X1, com X = fo1+ B X3+ far Xu,

Xo31=Xa — Xz, com Xy = fo + BraXs + BaoXa,

XX =X)L V(X =X)L Y (X = X)(X — X))
01134 = — (5, 0234=—"""—">"— € 01234 = .
n—3 n—3 n—3
5.2.2 Definicao
Seja X = (X1, Xo,...,X;)T um vetor aleatério com distribuicio normal k-variada com

vetor de médias p e matriz de variancias e covariancias X (simétrica, positiva definida), isto é,



Modelos de Regressao

XNN}C([J,,E)
X1 w1 011 012 ... O1k
x=| %], p=|t| exm=|7 2 %
Xk 0 Okl Ok2 ... Okk

A funcao de densidade conjunta da distribuicao normal k-variada é dada por:

1

X1,X0,.. ., X)) = ——5=7

exp | <5 (X — "B (X - )|

Considere as partigoes:

X, iz Y1 X9
x=[x | n=[f] e ==] ]
Xy |0 M Mo o1 Moo |
sendo
§1 X1 M1 M1
2 2
Xl_ 2 3 XQ: ..T.n+2 M1 = M y Mo = ,um+ )
Xm Xk: Hm Mk
011 012 ... O1lm Om+1,m+1 Om+1im+2 --- Om4lk
o o ... O
Tp=| %% 92 e T sy, = | ImAZmAl Tmazma2 - Ome2k
Oml Om2 --- Omm Ok,m+1 Ok,m+2 <o Okk
e
O1m+1 O1m+2 --- Ol1k
T | 02m+1 O2m+y2 ... O2
N =23y | Jamtt TameE o U2
Omm+1 Omm+2 --- Omk
Demonstra-se que
X1~ N(uy,211) e Xo~ N(pg,X99) (distribui¢oes marginais)
e que
X1 X2~ N(p9,%112) ¢ Xo|X1~ N(pyq,%221) (distribui¢oes condicionais),
sendo
—1 —1
1o = py + 12355 (X2 — ps), 12 =311 — X123, 39y
e

Poi = o+ Zn (X1 — ) e Bogg =g — B B T

153
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Exemplo 1: Normal bidimensional
X1 H1 o1 012
x=[x%] =[] ==] )
X, |0 H 2 |’ 021 022 |’
2 2
012 2 912 2 912
P12 = p1+ (Xz—,uz), 0112 =019 = 011 — =01~ 5
022 022 op
e
021 2 0%2 2 0%2
po1 = po + — (X1 — 1), 0021=051 =00 — — =05 — —5.
011 011 o7
Exemplo 2: Normal tridimensional, sendo fixada a varidavel X3
X1 p1 o11 012 013
X=|Xo|, p=| 2|, X=| 021 02 023 |,
X3 “3 031 032 033
013
y y - 1 it 5 (X3 — p3)
_ 13 | _ 1 13 _ _
“1-2_[%3}_[#2}Jr[fm}?[X?’ Hs ] = 7%
3 po + —5 (X3 — u3)
03
e
2
2 073 013023
g g g g g a1 0'2 a1z 2
s = | o113 12.3}:[11 12}_{13}70 oon | — 3 3
1.2 012.3 0223 12 022 0923 | 52 [ o1 o2 ] 013023 5 O34
3 o190 — _ 723
o2 27 2
3 3

Exemplo 3: Normal com 5 varidveis, sendo fixadas as variaveis X3, X4 e X5. Portanto,

O11.345 012.345
Y12 = ] .

012.345 022.345

Por definicao, o coeficiente de correlagao parcial entre as varidveis X; e X;, 1 <1 < j <'m,
mantidas constantes as variaveis X, 11, Xint2,..., X (k =5, m=2e k—m = 3) é dado por:
_ Oijm+1,m+2,....k
\V/Oiim+1,m+2,...k Ojjm+1,m+2,..k

pij.m+l,m+2,...,k

O nidmero de graus de liberdade associado a 0;.m41,m+2,...k € dado por n — (k—m). No
Exemplo 3, a correlagao parcial entre X7 e X5, mantidas contantes as varidaveis X3, X4 e X5, é dada

por:

012.345

P12.345 = .
\/011.345 022.345

No Exemplo 2, tem-se:
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013023 J12 _ g13 023

Plos = 012.3 _ 012 = 5, _ VOo11022 V011033 /022033 _ P12 — P13023
87 Joris oms : ; : : —
! (o1 — %‘;)(022 — %z) (1 — Ufll(jgs)(l — 0;'22’0;533) \/( P13)( 023)

o que mostra a relacao entre o coeficiente de correlacao parcial e os coeficientes de correlacao simples.

De uma forma genérica, tem-se que dada a matriz de correlagoes simples e sua inversa,

isto é,
1 pi2 p13 - pi €11 €12 ... Cik
R— | P11 pa ... pa e R-1— | 1 c2 ... o
Pkl Pk2 Pk3 .- 1 Ckl Ck2 --- Ckk
define-se
—cij

Pijd,..i—1i+1,..5—1j+1,..k =

5.2.3 Estimativa do coeficiente de correlacao parcial

Considerando-se k variaveis X1, Xo, ..., X} com n observacoes, tem-se que a estimativa

de 3 pelo método da méaxima verossimilhancga é dada por:

Q'H QIQ q1k ZI‘% Zl’lxg lexk
S| 02 G2 .. Gu | _ 1| Yma Y23 .. Ywm
Okl Ok2 --- Okk YMoxyzg Y xowK ... Za:i

que é uma estimativa viesada. Isso, porém, nao importa na determinacao do coeficiente de correlacao,
pois os denominadores se cancelam.

No Exemplo 2, em que

__ 013023
Prog = 012.3 _ 012 033 _ 012033 — 013023
’ 011.3022.3 of o3 011033 — 02,)(099033 — 02
Vv \/(011_7;3)(022_732) V(011033 — 073) (022033 — 033)
sua estimativa é dada por
A Al 2
012033 — 13023 D T1T2 Y, TF — ), T1T3 ), T2T3

2.3 = (@11693 — 6%) (522093 — 63,) \/[Z 225 22— (Y x1x3)2} [Z 22312 — (2 x2x3)2] .
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5.2.4 Testes de hipdteses

Em funcao do que ja foi visto, tem-se que a estatistica para o teste da hipdtese:

Hay : pijomsimy2,..k <0
Ho : pijmt1,m+2,..k =0 versus Ha, : pijoms1i,my2,..k >0
Has @ pijomsimy2,.. k

¢ dada por:

Pijm+1,m+2,...k
tcalc: — \/n—(k:—m)—2
\/1 = PijmAl,mt2,. k

e, a um nivel de 100y% de probabilidade, rejeita-se Hy, em favor de:

Ha1 :p <0se e < _tnf(kfm)72;'y ou se P(tnf(kfm)72 < tcalc) <7
Hag :p >0 se tegre > tnf(kfm)fZ'y ou se P(tnf(kfm)f2 > tcalc) <7e

)

Hoy 0 p # 0 se [tearc| > tn—(k—m)—2;% ou se P(’tn—(k—m)—2’ > [teatel) < -

5.3 Exemplo

Os dados da Tabela 5.1 referem-se a um estudo sobre a resposta da cultura do milho
como fungao da quantidade de fosfato, porcentagem de saturagao de bases (X2) e silica (X3) em solos
acidos. A resposta (Y), em porcentagem, foi medida como a diferenga entre as produgdes (em lb/acre)
nas parcelas recebendo fosfato e aquelas nao recebendo fosfato (X1), dividida pelas produgoes das
parcelas recebendo fosfato, e multiplicadas por 100. Considerando-se esses dados, foi obtida a varidvel
produtividade Y; das parcelas recebendo fosfato, dada por Y1 = X3(1 + 1}6—0).

Nesse caso, as varidaveis X7, X9 e X3 sao aleatérias, e o interesse do pesquisador esta,
principalmente no estudo de correlacoes entre as varidveis. Na Figura 5.1 podem ser vistos os graficos
de dispersao para as varidveis duas a duas. Observa-se que existe uma correlagdo linear grande e
positiva entre as variaveis X; e Xo.

Os gréaficos da diagonal principal da Figura 5.2 mostram as densidades nao paramétricas
que revelam distribuigoes simétricas nao muito diferentes da distribuicao normal. Os graficos fora
da diagonal, por sua vez, apresentam elipses de contorno de distribui¢cbes normais bivariadas com
estimativas dos parametros dadas pela matriz de variancias e covariancias dos dados. Fornecem, desta
forma, uma visualizagdo gréafica da correlagao linear entre as varidveis observadas. As varidveis Y7 e

X1, por exemplo, mostram-se positiva e altamente correlacionadas. Para se obterem as matrizes de
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Tabela 5.1: Dados de resposta da cultura do milho (V') ao fosfato, em porcentagem, produti-

vidade na testemunha (X;), em lb/acre, porcentagem de saturacao de bases (X3) e silica (pH

do solo, X3)

Y Xi Xo X5

Y X5 Xo X5

88 844 67 5,75
80 1678 57 6,05
42 1573 39 5,45

- 37 3025 54 5,70

37 653 46 5,55
20 1991 62 5,00
20 2187 69 6,40

I8 1262 74 6,10
18 4624 69 6.05
4 5249 76 6,15
2 4258 80 5.55
2 2943 79 6.40
-2 5092 82 6.55
7 4496 85 6.50

Fonte: STEEL & TORRIE (1980).

Figura 5.1: Graficos de dispersao para as variaveis duas a duas.
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variancias e covariancias e de correlagoes de Pearson entre as varidveis Y7, X1, Xo e X3, utilizam-se

os comandos cov e cor, do seguinte modo

> cov(Dados6a)
Y1

# Matriz de varidncias e covaridncias #
X1 X2

X3

Y1 2255764.0780 2334575.5465 10591.389341 267.7395659
X1 2334575.5465 2631861.7198 14693.060440 340.2478022
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Figura 5.2: Graficos de dispersao das variaveis Yi, X;, X5 e X3, duas a duas, com respectivas
elipses de contorno de distribui¢coes normais bivariadas com parametros estimados a partir dos

dados e densidades nao paramétricas.

X2  10591.3893 14693.0604  193.763736  4.0351648

X3 267.7396 340.2478 4.035165 0.2095604
> cor(Dados6a) # Matriz de correlagdes #
Y1 X1 X2 X3

Y1 1.0000000 0.9581413 0.5066054 0.3894136
X1 0.9581413 1.0000000 0.6506456 0.4581515
X2 0.5066054 0.6506456 1.0000000 0.6332430
X3 0.3894136 0.4581515 0.6332430 1.0000000

que confirmam a correlacdo linear grande entre as varidveis Y7 e Xy (rx,y; = 0,9581413). Para se
testar a hipétese Hy : px,y; = 0 contra a hipdtese alternativa Hy : px,y; # 0, utiliza-se o comando

cor.test, da seguinte forma:

> cor.test(X1,Y1)
Pearson’s product-moment correlation

data: X1 and Y1
t = 11.5933, df = 12, p-value = 7.095e-08
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Tabela 5.2: Coeficientes de correlacao de Pearson entre as variaveis Yi, X, X5 e X3, e respec-

tivos valores-p dos testes para a presenca de correlagao entre parénteses.

Y Xy X X3

Y: 1,0000000 0,9581413 0,5066054 0,3894136
(7,095¢-08) (0,0645) (0,1687)

X1 0,9581413 1,0000000 0,6506456 0,4581515

(7,095¢-08) (0,01174) (0,09946)
X, 0,5066054 0,6506456 1,0000000 0,6332430
(0,0645)  (0,01174) (0,01506)

X5 0,3894136 0,4581515 0,6332430 1,0000000
(0,1687)  (0,09946) (0,01506)

alternative hypothesis: true correlation is not equal to O
95 percent confidence interval:
0.8696823 0.9869731
sample estimates:
cor
0.9581413

e dessa forma, como o valor-p (7,095e-08) é menor do que 0,05 rejeita~se a hipdtese de nulidade Hy a
um nivel de significancia 5% de probabilidade, ou seja, hd evidéncias para dizer que a correlacao linear
entre as varidaveis X; e Y] difere de zero. Pode-se dizer, portanto, que as variaveis produtividade sem
fosfato e com fosfato estdo positivamente correlacionadas e, ainda, que o intervalo de 95% de confianca
para px, y; € [0,8696823;0,9869731]. Na tabela 5.3 apresentam-se todos os coeficientes de correlacao
envolvidos e respectivos valores-p dos testes para correlagao.

Pode-se, por outro lado, estar interessado em obter a correlagao entre as varidveis producao
com fosfato (Y7) e porcentagem de saturagao de bases (X32), considerando-se fixa a produtividade na
testemunha (X;). Em outras palavras, tem-se interesse em obter a correlagao parcial entre Y7 e Xy
ajustada para X7, denotada por ry; x,.x,. Embora nao haja uma funcao que calcule diretamente essa
correlacao, pode-se, facilmente, obté-la calculando-se a correlagao entre os residuos da regressao linear

entre Y1 e X, e os residuos da regressao entre Xo e X1, o que pode ser feito, no R, da seguinte forma:

> cor(residuals(Im(Y1~X1)) ,residuals(Im(X27X1))) # r Y1,X2[X1
[1] -0.5372623

Embora o sinal dessa correlagao tenha sido oposto ao da correlagao entre Y7 e X5 (0,5066054),
um estudo mais detalhado mostraria que essas correlagoes nao diferem estatisticamente de 0. Ana-
logamente, podemos estar interessados na correlacao linear entre Xo e X3, ajustada para as demais

varidveis, ou seja, no coeficiente de correlacao parcial rx, x,.v;,x;, obtido da seguinte forma:

> cor(residuals(Im(X2"Y1+X1)) ,residuals(Im(X3~Y1+X1))) # r X2,X3|Y1,X1
[1] 0.4737149
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cujo grafico de dispersao entre as varidveis Xo e X3 ajustadas para Y7 e X7, é obtido por meio de:
> plot(residuals(Im(X27Y1+X1)) ,residuals (Im(X3~Y1+X1)))

Esse gréfico, apresentado na Figura 5.3, também é chamado de grafico de regressao parcial (“partial-
regression plot”) de X3 em fungao de Xa, ajustadas para as demais varidveis, Y7 e X7, ou gréfico da

varidvel adicionada (“added-variable plot”), que pode ser obtido, alternativamente, por meio de:

> av.plot (1m(X3"X2+Y1+X1) ,X2)
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Figura 5.3: Gréfico de dispersao entre as varidveis porcentagem de saturagao de bases (X3) e

pH do solo (X3), ajustadas para as varidveis Y; e Xj.

5.4 Exercicios
1. Dada a matriz de correlagoes simples
L pi2 pi3
R=|pi2 1 po3
P13 P23

obtenha R~ ! e £12.3, P13.2 € P23.1-

2. Usando os dados do exercicio 7 da 1* aula pratica, pede-se:
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(a) Obter os coeficientes de correlagao simples rxy, rzy e rzx, onde X; = Xy; e Z; = Xo;.

(b) Testar a hipétese Hy : pxz = 0 vs Hy : pxz # 0, com um nivel de significancia 5%.
3. Dado a tabela 10.1, de coeficientes de correlacao estimados, verificar as hipoteses:
:p1=0 wvs Hy:p1 #0
cps=0,3 vs Hy:pg 70,3
:p1=p2=0 vs H,:nao Hy
p1=p2=p3=ps=p vs Hy:nao Hy. Estimar p

Tabela 10.1. Coeficientes de correlagao estimados e respectivos tamanhos de amostra.

Amostra (1) n; r; Parametro
T 200,028 py
2 28 0.054 o
3 24 0407  ps
4 20 0.381  pi

4. Baseando-se nos dados apresentados na tabela 10.2, pede-se:

(a) Calcular os coeficientes de correlagao simples entre T e L, entre T' e N e entre L e N.
(b) Calcular os intervalos de 95% de confianca para prr, pry € pLN-
(c) Testar, com um nivel de significancia 5%, as seguintes hipdteses:

i. Hy:prp =0,5 vs Hy: prp #0,5.

ii. Ho:prp =pry =pry =0,7 vs H, : nao Hy.

iii. Hy:prr = prN = pN = p vs H, : nao Hy. Estimar p

Tabela 10.2. Comprimento do caule (7), do ramo (L)
e do caule basal (N) de Nicotiana.
¢t T L N[« T L N

1492719
2 44 24 16
32 12 12

NeJo oo\ Fari) FIE V)
LOLWLO T

10 45 21 21
11 41 22 14
12 48 25 22
13 45 23 22
14 39 18 15
15 40 20 14
16 34 15 15
17 37 20 15
18 35 13 16

5. Seja (X1, X2, X3, X4) uma varidvel aleatéria de dimensao 4 com distribuigao normal multiva-

riada. De uma amostra de tamanho n = 20, calculou-se a estimativa ¥ da matriz de variancias

e covariancias X, obtendo-se:

10
$ 9
—16

Pede-se estimar p12.4, p13.4, p34.12 € p23.14

20
-1 =

9 -1 -16
-3 -16

3 5 3
-16 3 27
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6. Mostre que o valor da estatistica F' para o teste da hipdtese Hy : f1 = [2 = 0, na andlise de

variancia, pode ser reduzido a

1-RY,, K

Os dados que se seguem referem-se a um estudo da resposta da cultura do milho (Y) ao fosfato,
porcentagem de saturacao de bases e silica em solos acidos. A resposta, em porcentagem,
foi medida como a diferenca entre as producoes nas parcelas recebendo fosfato e aquelas nao
recebendo fosfato (X1), dividida pelas produgoes das parcelas recebendo fosfato, e multiplicadas

por 100. Portanto, uma correlagao entre Y e X, foi introduzida nos calculos.

Y X;1 Xo X5Y X1 Xo X3
88 844 67 5,75[[18 1262 74 6,10
80 1678 57 6,05|(18 4624 69 6,05
42 1573 39 5,45|| 4 5249 76 6,15
37 3025 54 5,70|| 2 4258 80 9,55
37 653 46 5,565| 22943 79 6,40
20 1991 62 5,00 -2 5092 82 6,55
20 2187 69 6,40]| -7 4496 85 6,50

Y =resposta ao fosfato, em porcentagem.
Xj=produtividade na testemunha, em 1b/acre.
Xo=porcentagem de saturacao de bases.
X3=pH do solo.

Fonte: STEEL, R.G.D & TORRIE, J.H (1980). Principles and Procedures os Statistics. A
Biometrical Approach. 2% ed. Ed. McGraw-Hill, p.324.

Pede-se:

(a) Ajustar, a esses dados, o modelo E(Y) = 8y + f1X1 + [3X3
(b) Testar, com um nivel de significancia 5%, as seguintes hipGteses:
i. Hy:p1=pP3=0 vs H,:nao Hy
ii. Hy: 81 =0 wvs Hy: 51 #0
iii. Hy:B3=0 ws Hy:pB3#0
(c) Obter ry1.3, rysi, risy € R%/.m.

(d) Contruir intervalos de 95% de confianca para py1.3 e pys1. Esses intervalos incluem o

zero? Qual a conclusao?

(e) Testar, com um nivel de significancia 5%, a hipdtese Hy : py13 =0 vs H,: py1.3 # 0.

Um programa no SAS pode ser:

options nodate ps=25;

data aula9;
input X1 X2 X3 Yi;

cards;
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N ©O O O O - = = =

-2 8.5
0 1

0 4

0 4

0 5

0 3

0 6

0 6

0 7
-1 5

0 5

0 5

1 3

2 0.5

1. Seja (X,Y) uma varidvel aleatéria bidimensional com distribuigao apresentada na tabela 1, com

parametros p; e ps. Pede-se:

Calcular E(X), E(Y), E(Y|X =x), V(X), V(Y), Cov(X,Y) e pxy.
Construir um grafico que apresente o espago paramétrico.

Obter os estimadores de maxima verossimilhanca de p; e po2, para uma amostra aleatoria

simples de tamanho n, extraida de uma populagao com essa distribuigao.

Obter um estimador nao viesado para pxy para uma amostra aleatoria simples de tamanho

n, extraida de uma populagdo com essa distribuigao.

Como voceé testaria a hipdtese Hy : pxy = 0 contra H, : pxy > 0, com um nivel de
significancia v = 5%7 Essa hipétese é equivalente & hipétese Hy : p1 = % contra H, : p1 #
19
g

Exemplificar os procedimentos desenvolvidos nos itens anteriores utilizando, para isso, a
seguinte amostra {(—1;—1), (0; —1), (0;0), (0;0), (0;1), (1;1)}.

Tabela 1. Distribuigao de (X,Y)
_
Y -10 1
—1I[p1 p2 p2
0| p2 p1 p2
_1{ps p2 ;1

2. O arquivo trees, disponivel no pacote R, contém os dados de 31 cerejeiras (Black cherry) da

Floresta Nacional de Allegheny, relativos a trés variaveis: volume de madeira 1til (Volume),
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em pés cubicos; altura (Height), em pés, e circunferéncia (Girth) a 4,5 pés (1,37 metros) de
altura. Baseando-se nesse conjunto de dados, pede-se, usando o pacote R:
(a) Estimar o coeficiente de correlagao linear pac entre as varidveis altura e circunferéncia.

(b) Testar a hipétese Hy : pac = 0 contra H, : pac # 0, considerando o nivel de significancia

5%.

(c) Testar a hipdtese Hy : pac = 0,9 contra H, : pac # 0,9, considerando o nivel de

significancia 5%.

(d) Construir o intervalo de 95% de confianca para pac:.
3. Dada a tabela 2, de coeficientes de correlacao estimados, testar as seguintes hipdteses:
Hp:p1 =0 contra Hy: p1 #0
Hy:py =0,3 contra H, : pg > 0,3
Hy : p1 = p2 = 0 contra H, : nao Hy
(d) Ho: p1 = p2=ps=ps=pcontra H, : ndo Hy. Estimar p

Tabela 2. Coeficientes de correlagao estimados e respectivos tamanhos de amostra.

Amostra (2) n; r; Parametro

T 200,028 p1
2 28 0,054  po
3 24 0,407 p3
4 20 0,381  pu

4. Baseando-se nos dados apresentados na tabela 3, pede-se:

(a) Calcular os coeficientes de correlagao simples entre T e L, entre T' e N e entre L e N.
(b) Calcular os intervalos de 95% de confianca para prr, pry € pLN-
(c) Testar, com um nivel de significAncia 5%, as seguintes hipdteses:

i. Hy:prrp =0,5 contra H, : prr, # 0,5.

ii. Hy: prr = prN = pry = 0,7 contra H, : nao Hy.

iii. Hy: prr = prN = pLn = p contra H, : nao Hy. Estimar p

Tabela 3. Comprimento do caule (7), do ramo (L)
e do caule basal (N) de Nicotiana.

, T L N[« T L N
27 191[10 45 21 21
24 16|11 41 22 14
12 12|12 48 25 22
22 17|13 45 23 22
13 10([14 39 18 15
2919|115 40 20 14
14 15||16 34 15 15
20 14|17 37 20 15
16 15][18 35 13 16

OO UTERWN =
QO QO QO UTQ W QO s
NOOOWNNN =Y
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5. Em experimentos na area de Fitopatologia, freqiientemente estamos interessados em avaliar
visualmente o grau de infestacao de plantas por doencas. Essa avaliacao, no entanto, exige um
treinamento especifico para a cultura e doenca em questao. De modo a facilitar esse treinamento,
foram desenvolvidos programas computacionais que geram imagens de folhas com diferentes
porcentagens de infestacao para o pesquisador estimar visualmente e apresentam, em seguida,
a porcentagem de infestagao real. Com base nos resultados, o pesquisador pode verificar se esta
bem treinado ou nao. Considerando-se os resultados de um desses testes, apresentado na tabela
1:

(a) Ajuste o modelo de regressao linear simples e faca a anélise de residuos. H4 algum problema

com relacao as pressuposicOes necessarias para realizar testes de hipdteses?

(b) Calcule o coeficiente de correlacao linear de Pearson entre as porcentagens reais e estimadas
visualmente. Vocé acha que esse coeficiente de correlacao quantifica o quanto o pesquisador
estd bem treinado? Discuta.

(c) Faga o teste das hipdteses Hy: p =0 contra H, : p#0e Hy: p=0,9 contra H, : p # 0,9
considerando o nivel de significancia 5%. Estes testes avaliam se o pesquisador estd bem
treinado? Discuta.

(d) Faca o teste da hipdtese Hy : fp = 0, 1 = 1 contra H, : Nao Hy, considerando o nivel
de significancia 5%. Vocé acha que este teste serve para avaliar se o pesquisador estd bem

treinado?

Tabela 1. Porcentagens de area foliar com ferrugem reais e estimadas visualmente por um

pesquisador, para 10 folhas de amendoim.

Porcentagem de area foliar com ferrugem

N° da folha Estimada visualmente Real
I 10 19
2 10 17
3 8 18
4 40 34
5 40 41
6 15 17
7 30 26
8 80 51
9 60 49
10 60 50

Fonte: Dados obtidos através de simulacao a partir do programa Disease.Pro Version 5.1

6. Seja (X,Y) uma varidvel aleatéria com distribuigdo normal bivariada. Se a intengao de se
coletarem pares de observagoes de (X,Y) é a de quantificar a concordancia entre eles, LIN
(1989) sugere utilizar a medida chamada correlagao de concordancia pc, dada por:

2Cov(X,Y)

O'gc + 032, + (ux — py)?

pc =

e estimada por

R 2Cov(X,Y) B 23 zy
TR TP TR+ (- DE -V
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Este coeficiente pode variar de —1 a 1, e seu valor absoluto nao pode ser maior do que o
coeficiente de correlagdo de Pearson, r, ou seja, —1 < —|r| < r¢ < |r| < 1. Considerando-se os
dados da tabela 1, pede-se:
(a) Calcular o coeficiente de correlacao de concordancia de Lin.
(b) Obter o intervalo de 95% de confianga para pc usando o procedimento apresentado por
Lin (1989) ou Zar (1999, secao 19.13).
Referéncias:
Lin, L. I-K. 1989. A concordance correlation coefficient to evaluate reproducibility. Biome-
trics 45: 255-268.
ZAR, J. H. 1999. Biostatistical Analysis. 4*ed. Editora Prentice-Hall, New Jersey.
Seja X ~ Np(u;2) e M = [X1X5--- X,]7, uma amostra de tamanho n extraida dessa popu-
lacao. Verifique que a estimativa de X pode ser obtida por meio de

1
n—1

5

1 1 1
(MTM — MT1M> = MT (I - 1> M,
n n—1 n

sendo 1 a matriz n X n de uns e I, a matriz identidade, de tamanho n. Apresente um exemplo.

Seja (X1, X2, X3, X4) uma varidvel aleatéria de dimensao 4 com distribui¢cdo normal multiva-
riada. De uma amostra de tamanho n = 20, foi obtida a estimativa 3 da matriz de variancias
e covariancias I, dada por:
10 9 -1 -16

9 20 -3 -—16

-1 -3 5 3
-16 —-16 3 27

M>
|

Pede-se:

(a) Estimar pia.4, p13.4, p34.12 € p23.1a
(b) Testar, considerando-se o nivel de significancia v = 5%, as hipéteses:
i. Hy: pia.4a =0 contra Hy: p1aq4 #0
ii. Hy: pi34 =0 contra Hy : p13.4 # 0
iii. Hp : psq.12 = 0 contra Hg : p3g.12 # 0
iv. Ho : p23.14 = 0 contra Ho : pa3.1a # 0

2. Considerando-se os dados apresentados na Tabela 1,

(a) Construa os graficos de dispersao relacionando todos os pares de varidveis observadas.
(b) Obtenha a matriz de variancias e covariancias e a matriz de correlagoes entre as varidveis.

(c) Considere os resultados dos itens anteriores. H& algum problema para aparente para a

realizacao de testes de hipdteses sobre esses coeficientes?
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(d) Refaga os dois primeiros itens transformando-se todas variaveis por meio da tranformagao

logaritmica (log,)

(e) Construa o intervalo de 95% de confianga para o coeficiente de correlagao entre o logaritmo

da condutividade elétrica e o logaritmo da proporgao de cinzas.

(f) Obtenha 5000 amostras (com reposigao) de tamanho 96 dos pares de observagoes (log, Condut.;
log, Cinzas) e calcule, para cada uma delas, o coeficiente de correlagao linear r de Pearson.

Com base nos 5000 valores obtidos:

i. Construa um histograma (distribui¢ao empirica bootstrap de r).
ii. Calcule a média (estimativa bootstrap de p).
iii. Construa o intervalo formado pelos quantis de ordem 2,5 e 97,5 (intervalo bootstrap

de 95% de confianga para p, baseado nos percentis). Obs.: existem metodologias

bootstrap mais adequadas para a construcao de intervalos de confianga.

iv. Compare os resultados obtidos por meio da metodologia bootstrap, com os do item 2e.
(g) Seja X1 = log.Condut, X3 =log.N e Xy = log.Cinzas. Pede-se:

i. Estimar o coeficiente de correlagao linear entre X; e Xy, ajustado para X3 (pi2.3),
estimar pi3.2 € p23.1.
ii. Testar, considerando-se o nivel de significancia v = 5%, Hg : p12.3 = 0 contra Hy :
p12.3 # 0
iii. Calcular o coeficiente de correlacao linear r° entre os residuos dos modelos de regressao
X1 =00+ 1 Xs+ee Xo= 0y + 51X3 + € e verificar que 1123 = 1°.

3. Os dados que se seguem referem-se a um estudo da resposta da cultura do milho (Y) ao fosfato,
porcentagem de saturacao de bases e silica em solos acidos. A resposta, em porcentagem,
foi medida como a diferenca entre as producoes nas parcelas recebendo fosfato e aquelas nao
recebendo fosfato (X1), dividida pelas produgoes das parcelas recebendo fosfato, e multiplicadas

por 100. Portanto, uma correlacao entre Y e X; foi introduzida nos calculos.

Y X1 Xo X3[[Y X1 Xo X3
88 844 67 5,75([18 1262 74 6,10
80 1678 57 6,05|(18 4624 69 6,05
42 1573 39 5,45|| 4 5249 76 6,15
37 3025 54 5,70|| 2 4258 80 5,55
37 653 46 5,55|| 22943 79 6,40
20 1991 62 5,00]||-2 5092 82 6,55
20 2187 69 6,40]| -7 4496 85 6,50

Y =resposta ao fosfato, em porcentagem.
X=produtividade na testemunha, em lb/acre.
Xo=porcentagem de saturacao de bases.
X3=pH do solo.

Fonte: STEEL & TORRIE (1980), p.324.

Pede-se:
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(a) Ajustar, a esses dados, o modelo E(Y') = By + 1 X1 + f3X3
(b) Testar, com um nivel de significancia 5%, as seguintes hipGteses:
i. Hy:p1=pP3=0 vs H,:nao Hy
ii. Hy: 81 =0 wvs Hy: 51 #0
iii. Hy:B83=0 ws Hy:pB3#0
(c) Obter ry13, rysi, risy € R%’.IS'

(d) Testar, com um nivel de significancia 5%, a hipétese Hp : py1.3 =0 vs H, : py1.3 # 0.

4. Mostre que o valor da estatistica F' para o teste da hipdtese Hy : §1 = B2 = 0, na andlise de

variancia, pode ser reduzido a
2
5 .
1= Ry, k
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Tabela 1. Andlise fisico quimica de méis silvestres, produzidos por Apis mellifera L. 1758

(Hymenoptera: Apidae) em 1999, provenientes de 94 localidades do estado de Sao Paulo.

Local Condut. N Cinzas[[Local Condut. N  Cinzas
T 341,00 0,1735 0,1329 18 508,67 0,1671 0,3135
2 1177,67 0,2291 0,6721 49 951,00 0,1013 0,3086
3 614,33 0,2335 0,2266 50 902,33 0,1443 0,3786
4 751,67 0,1227 0,4187 51 1204,67 0,2298 0,6252
5 507,67 0,3238 0,1621 52 222,00 0,0543 0,0636
6 1110,67 0,4834 0,6120 53 544,00 0,1438 0,2920
7 290,00 0,2168 0,1368 54 349,67 0,1295 0,2012
8 329,00 0,2081 0,1174 55 340,33 0,0953 0,2085
9 367,67 0,2236 0,1382 56 405,00 0,0785 0,1454
10 846,67 0,3159 0,9188 57 803,00 0,1499 0,2869
11 626,00 0,2707 0,3721 58 235,67 0,0815 0,0325
12 592,33 0,2981 0,3518 59 191,00 0,0536 0,0578
13 216,67 0,2187 0,0999 60 525,67 0,1614 0,1503
14 743,67 0,4118 0,4004 61 649,00 0,0912 0,1326
15 626,00 0,4061 0,2136 62 769,33 0,2032 0,2792
16 371,67 0,2080 0,0916 63 801,00 0,1343 0,2085
17 387,00 0,1967 0,0807 64 561,33 0,1213 0,2829
18 391,67 0,2808 0,0838 65 389,00 0,0647 0,1296
19 595,67 0,2869 0,2144 66 977,67 0,1716 0,4197
20 947,33 0,3343 0,3816 67 660,33 0,2007 0,1967
21 329,67 0,1975 0,1264 68 649,00 0,0685 0,2610
22 230,67 0,1659 0,0897 69 465,33 0,0756 0,2024
23 160,67 0,1323 0,1296 70 736,67 0,1018 0,3426
24 382,67 0,1611 0,1578 71 1097,33 0,1568 0,3861
25 241,00 0,1757 0,1338 72 853,67 0,1114 0,3751
26 281,33 0,1220 0,1577 73 452,33 0,1154 0,2476
27 405,00 0,2301 0,1672 74 542,67 0,3075 0,2870
28 500,33 0,2345 0,2392 75 328,00 0,1263 0,1251
29 469,00 0,5833 0,1872 76 814,00 0,2042 0,3784
30 273,33 0,2264 0,0668 77 240,00 0,1203 0,1038
31 786,00 0,0986 0,2570 78 807,67 0,2499 0,4004
32 1175,33 0,1379 0,3985 79 639,00 0,3813 0,2109
33 1257,67 0,1219 0,5937 80 927,33 0,3303 0,3802
34 280,67 0,0778 0,0514 81 887,00 0,2491 0,2545
35 214,67 0,0848 0,0972 82 206,00 0,0485 0,0896
36 191,33 0,0507 0,1179 83 590,67 0,3019 0,2629
37 874,00 0,1457 0,5010 84 541,67 0,2739 0,2270
38 891,67 0,1220 0,3947 85 406,67 0,1877 0,3260
39 355,33 0,0658 0,1647 86 1064,33 0,2247 0,2771
40 287,00 0,1150 0,1404 87 844,67 0,1857 0,2766
41 198,33 0,0736 0,0930 88 869,00 0,3262 0,2289
42 647,67 0,1446 0,2002 89 738,00 0,2852 0,2795
43 599,00 0,1627 0,2336 90 263,67 0,1295 0,0893
44 508,67 0,1999 0,2307 91 400,33 0,0844 0,1913
45 391,00 0,1033 0,1025 92 677,00 0,1360 0,3007
46 471,00 0,1104 0,1879 93 580,33 0,1600 0,3218
47 261,00 0,1930 0,1822 94 397,67 0,2786 0,0956

Condut. = condutividade elétrica, em uS.
N = proporgao de nitrogénio proteico.

C'inzas = proporgao de cinzas.

Fonte: Assessoria estatistica, prestada por S.S. Zocchi (LCE/ESALQ/USP) a Gleuber M. Teixeira , em 25/02/1999.
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Capitulo 6

Métodos de Selecao de Variaveis

6.1 Introducao

O ajuste de um modelo aos dados pode ser encarado como uma maneira de substituir
um conjunto de dados observados Y por um conjunto de valores estimados ji a partir de um modelo
com um nimero, relativamente pequeno, de parametros. Logicamente, os [i’'s ndo serao exatamente
iguais aos Y’s, e a questao, entao que aparece é em quanto eles diferem. Isso porque, uma discrepancia
pequena pode ser toleravel enquanto que uma discrepancia grande, ndo. Assim, o objetivo é determinar
quantos termos sao necessarios na estrutura linear para uma descri¢ao razoavel dos dados.

Um numero grande de varidveis explanatérias (ou covariaveis) pode levar a um modelo que
explique bem os dados mas com um aumento de complexidade na interpretacao. Por outro lado, um
nimero pequeno de varidveis explanatérias (ou covaridveis) pode levar a um modelo de interpretacao
facil, porém, que se ajuste pobremente aos dados. Em geral, deseja-se um modelo intermediario que
explique bem os dados e que seja parcimonioso, isto é, com o menor nimero possivel de parametros.

Dadas n observagoes, a elas podem ser ajustados modelos contendo até n parametros.
Seja My, My, ..., M, uma sequéncia de modelos encaixados com p; < ps < ... < p, parametros,

matrizes de modelos X1, X9, ..., X,. Tem-se que
SQRes1 > SQRess > ... > SQRes, > 0.

O modelo mais simples é o modelo nulo que tem um unico parametro, representado por
um valor comum a todas as observacoes. A matriz do modelo, entdo, reduz-se a um vetor coluna,
formado de 1’s. Esse modelo atribui toda a variagao entre os Y’s ao componente aleatério. No outro
extremo estd o modelo saturado ou completo que tem n parametros, um para cada observagao. Ele
atribui toda a variacdo ao componente sistematico e, portanto, ajusta-se perfeitamente, reproduzindo
os proprios dados.

Na pratica, o modelo nulo é simples demais e o modelo saturado nao é informativo pois
nao resume os dados, mas simplesmente os repete. Existem, contudo, dois outros modelos limitantes,
porém, menos extremos. Certos parametros tém que estar no modelo como é o caso, por exemplo,
de efeitos de blocos. O modelo contendo apenas esses parametros é chamado modelo minimal pois

é aquele que contém os termos obrigatérios. Por outro lado, o modelo que contém o maior ntimero
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de termos que podem ser considerados é chamado de modelo maximal e, em geral, fornecerd a
estimativa de o2. Os termos desses modelos extremos sdo, geralmente, obtidos por interpretacoes a
priori, da estrutura dos dados. Como exemplo, pode-se usar um experimento em blocos casualizados
com os tratamentos sendo doses de um nutriente. Tem-se, entao:

Modelo nulo: E(Y) = S

Modelo minimal: E(Y') = By + f;

Modelo maximal: E(Y) = 8y + 8; + a;

Modelo saturado: E(Y') = By + 8 + o + Ba;

Modelo sob pesquisa: E(Y) = o + 3; +vX;

sendo [y uma constante, 3; o efeito de blocos, a; o efeito de doses de adubos consideradas como efeito
qualitativo (fator) e v o coeficiente de regressao linear, considerando as doses X; do nutriente como
efeito quantitativo.

No caso de modelos de regressao linear multipla, deseja-se modelar uma varidvel resposta
Y em funcao das varidveis explicativas X1, Xo,..., X, podendo envolver funcbes dessas varidveis
como, por exemplo, quadrados e produtos delas. A selecao de um modelo pode, entao, estar baseada

em duas diregoes:

(i) um modelo com o maior nimero possivel de varidveis, de tal forma que a predigao seja a melhor

possivel e

(ii) um modelo com o menor nimero possivel de varidveis necessdrias para um bom ajuste, pois a

obtengao de informacgoes a respeito de um nimero grande de varidveis aumenta o custo.

Entretanto, selecionar um modelo para um conjunto de variaveis nao é uma tarefa simples
e um problema adicional que pode aparecer é a existéncia de colinearidade entre as varidveis. Algumas
vezes, a natureza dos dados mostra o que estd ocorrendo, mas, em geral, hé necessidade da ajuda de
testes e graficos para escolher modelos que representem bem os dados. Em geral, escolhem-se os
modelos com menor SQRes, ou de forma equivalente maior R%. Dois tipos de procedimentos podem

ser podem ser adotados.
(i) métodos de selecao de subconjuntos das varidveis e

(ii) métodos de selecao das varidveis passo a passo - incluem ou excluem varidveis, sequencialmente.

6.2 Critérios usados na selecao de variaveis

A selecao de modelos pode estar baseada em diferentes critérios, como, por exemplo, na
escolha de subconjuntos de tamanho pré-determinado, ou, entao, na comparacao de estatisticas com

valores tabelados de referéncia. Dentre as estatisticas, destacam-se:
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(i)

(iii)

Teste F' - A comparagao entre dois modelos M, e M, com p < ¢ parametros pode ser feita

usando-se:

o SQRes, — SQRes,
(¢ — p) QM Res

sendo QM Res uma estimativa de o2, em geral, obtida a partir do modelo maximal (ou, entdo,

alguma estimativa do erro puro). Geralmente, usado nos métodos de regressao passo a passo.

Coeficiente de determinacao e coeficiente de determinagao ajustado

Dados, respectivamente, por:

SQRes
2_q_ PLhies
R SQTotal
¢ 1
R’=R%— (1 - R?),
n—p

geralmente, usados no método de todas as regressoes possiveis.

Estatistica de Mallows - Mallows (1973) propos para a selegdo de modelos uma estatistica
baseada na razao entre a SQRes do modelo sob estudo, com k = p — 1 varidveis explanatorias,

e uma estimativa para o2, isto é,

Mostra-se que C) é um estimador de

Fp—E(SQ}?Sp) (=)~ (n—p)— (n—2p) = p.

g

Para um dado nimero k = p — 1 de varidveis selecionadas, valores grandes de (), indicam
modelos com QM Res grandes. Qualquer modelo com C}, > p é uma indicacao de que existe um
viés devido a um modelo mal especificado (niimero insuficiente de termos). Se, por outro lado,

Cp < p, tem-se que o modelo maximal estd superparametrizado, isto é, contém muitas varidveis.

Mallows recomenda que se faga o grafico de C), versus p e se escolha como o melhor modelo
aquele em que o minimo de C), aproxima-se de p (sugere-se fazer a reta que passa pelos pontos
(p,p). As magnitudes das diferencas da estatistica C}, entre o 6timo e a vizinhanga do étimo

para cada submodelo, sao, também, de interesse.

Critério de informacao de Akaike (AIC)
AIC = —2log L + 2(ntimero de parametros ajustados)

sendo L a funcao de verossimilhanga.

Critério de informacao de Bayes (BIC)
BIC = —2log L + log[n(ntmero de parametros ajustados)]

sendo L a funcao de verossimilhanga. O critério BIC penaliza mais fortemente modelos com um
maior ntimero de parametros do que o AIC tendendo, dessa forma, a selecionar modelos com

um menor numero de parametros.
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6.3 Meétodos de selecao de variaveis

Todas as regressoes possiveis e melhor subconjunto

Esse método é bastante trabalhoso, pois envolve o ajuste de 2 modelos. Os modelos, sdo
separados em grupos de modelos com 7 varidveis, r = 1, 2, ..., k, sendo cada grupo ordenado de acordo
com algum critério, por exemplo, R?, escolhendo-se os modelos com maior R? de cada grupo ou, entéo,
menor QM Res. Se dois modelos apresentam valores préximos de R? e de QM Res, escolhe-se aquele
com menor nimero de parametros. E usada, também, a estatistica C,, de Mallows.

Como o niimero de regressoes possiveis cresce com o aumento do nimero de pardmetros,
foram propostos os métodos de regressao passo a passo, que embora nao sejam dtimos, requerem um

tempo computacional bem menor do que o de todas as regressoes possiveis.

Método do passo atras (backward)

Esse método consiste em ajustar, inicialmente, o modelo completo e, a seguir, eliminar

varidveis, uma a uma, com
(i) menor correlagao parcial com a resposta Y';
(ii) menor diminuigdo no R? ou
(iii) menor diminuicao significativa no teste F' parcial ou no teste ¢ parcial,

de acordo com algum critério de parada.

Os passos, baseados no teste F' parcial, a serem seguidos, so:
Passo 1

Ajustar o modelo completo com [ varidveis e obter SQ Res. com n — [ graus de liberdade.
Passo 2

Para cada uma das [ varidveis do modelo completo do Passo 1, considerar o modelo
reduzido, com a retirada de uma varidvel e calcular SQRes, com n — [ + 1 graus de liberdade e
_ SQRes, — SQRes,

F
QM Res.

Passo 3
Obter Fom
Passo 4

Comparar F},;, com F percentil da tabela de F' com 1 e n — [ graus de liberdade a

sai (
um nivel de significancia «; usa-se, em geral, a = 0, 10)
nao eliminar nenhuma variavel e parar o processo, ficando o modelo completo

(i) se le’n > Fsai’

com [ varidveis;
(i) se Frm < Fsais
com [ = [ — 1 varidveis.

eliminar a varidvel com F} , e voltar ao Passo 1 com novo modelo completo
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Método do passo a frente (forward)

Esse método consiste em incluir, inicialmente, no modelo a variavel com maior coeficiente

de correlacao simples com a varidvel resposta e, a seguir, variaveis, uma a uma, com
(i) maior correlagao parcial com a resposta Y';
(ii) maior aumento no R? ou
(iii) maior aumento significativo no teste F' parcial ou no teste ¢ parcial,

de acordo com algum critério de parada.

Os passos, baseados no teste F' parcial, a serem seguidos sao, entao,
Passo 1

Ajustar o modelo reduzido com m varidveis e obter SQ Res, com n—m graus de liberdade.
Passo 2

Para cada uma das varidveis nao pertencentes ao modelo do Passo 1, considerar o modelo

completo, com a adicdo de uma varidvel extra e calcular SQ Res. com n —m — 1 graus de liberdade e

_ SQRes, — SQRes,

F
QM Res.

Passo 3
Obter FméX
Passo 4
Comparar F 4. com Fen (percentil da tabela de F' com 1 e n—m — 1 graus de liberdade

a um nivel de significAncia a; usa-se, em geral, & = 0, 10)

(i) se Fi4x > Fen, incluir a varidvel com F} 4. e voltar ao Passo 1 com novo modelo reduzido

com m = m + 1 variaveis;

(i) se Fl 45 < Fen, nao incluir a varidvel com o F, e parar o processo, ficando o modelo completo

max
com m variaveis.

Método do passo a frente passo atras (stepwise)

Esse método consiste na mistura dos dois anteriores. Os passos, baseados no teste F
parcial, a serem seguidos sao, entao,
Passo 1

Ajustar o modelo reduzido com m variaveis e obter SQ Res, com n—m graus de liberdade.
Passo 2

Para cada uma das varidveis nao pertencentes ao modelo do Passo 1, considerar o modelo

completo, com a adi¢do de uma varidvel extra e calcular SQ Res. com n —m — 1 graus de liberdade e

_ SQRes, — SQRes,
N QM Res.

F



176 Clarice G.B. Demétrio & Silvio S. Zocchi

Passo 3
Obter Fméx
Passo 4

Comparar F. com Fep (percentil da tabela de F' com 1 e n —m — 1 graus de liberdade

max
a um nivel de significancia «; usa-se, em geral, o = 0, 10)

(i) se F,

max
com | =m + 1 varidveis;

> Fen, incluir a varidvel com F) 4. e passar para o Passo 5 com modelo completo

e passar para o Passo 5 com modelo completo

(i) se Fi4x < Fen, ndo incluir a varidvel com F 4

com [ = m varidveis.

Passo 5

Ajustar o modelo completo com [ varidveis e obter SQRes. com n — [ graus de liberdade.
Passo 6

Para cada uma das [ varidveis do modelo completo do Passo 4, considerar o modelo

reduzido, com a retirada de uma varidavel e calcular SQRes, com n — [ + 1 graus de liberdade e

_ SQRes, — SQRes,

F
QM Res,

Passo 7
Obter le’n
Passo 8
Comparar Fj, com Fg,: (percentil da tabela de F' com 1 e n — [ graus de liberdade a

um nivel de significancia «; usa-se, em geral, a = 0, 10)

(i) se F, > F.:, nao eliminar nenhuma variavel e voltar ao Passo 1 com novo modelo reduzido

min sai’
com m = [ varidveis e parar o processo se no Passo 4 nenhuma varidvel for incluida;

(i) se From < Faais

com m = [ — 1 varidveis.

eliminar a varidavel com Fmin e voltar ao Passo 1 com novo modelo reduzido

6.4 Exemplo

Considere os dados da Tabela 5.1, referentes a um estudo sobre a resposta da cultura do
milho como funcdo da quantidade de fosfato, porcentagem de saturagao de bases (X3) e silica (X3)
em solos acidos. Suponha que a variavel resposta de interesse seja Y7 e as demais, X1, Xo e X3, sejam
varidveis explicativas. Suponha, ainda, que se deseja selecionar o “melhor” subgrupo de varidveis
explicativas. Uma alternativa seria ajustar todos os possiveis modelos (no caso 23 = 8 modelos) e
escolher o melhor segundo algum critério. No caso de o ntimero de possiveis modelos ser muito elevado,
podem-se utilizar algoritmos como o método “branch-and-bound” que sé faz o ajuste dos modelos mais

provaveis de serem os melhores. Entre os critérios mais utilizados, estao os seguintes:



Modelos de Regressao

1. Critério de informagao de Akaike (AIC)

2. Critério de informagao de Bayes (BIC)

3. R? ajustado

4. Estatistica C}, de Mallow

No R, a selecao pode ser feita usando-se a funcao step da seguinte maneira:

> ML1<-1m(Y1~X1+X2+X3)

> step(ML1)
Start: AIC= 171.84
Yi ~ X1 + X2 + X3

Df Sum of Sq
- X3 1 16542
<none>
- X2 1 619186
- X1 1 19874994

Step: AIC= 169.98
Y1 © X1 + X2

Df Sum of Sq
<none>
+ X3 1 16542
- X2 1 693808
- X1 1 20088899

Call:

RSS
1709817
1693275
2312461

21568268

RSS
1709817
1693275
2403625

21798716

Im(formula = Y1 ~ X1 + X2)

Coefficients:
(Intercept) X1
1864.283 1.009

AIC
170
172
174
205

AIC
170
172
173
204

X2

-21.855

177

O algoritmo de escolha padrao dessa funcao é semelhante ao “stepwise” considerando, no

entanto, o valor de AIC para a escolha do modelo. Nesse método, inicialmente parte-se do modelo

completo, isto é, contendo todas as 3 varidveis explicativas (X1, X2 e X3), cujo valor de AIC é 171,84.

Em seguida, sdo ajustados os modelos com uma varidvel a menos (2 variaveis) e é escolhido o com

menor AIC, se for menor ou igual ao com todas as 3 variaveis. No caso, vé-se que a retirada da variavel

X3 do modelo reduz o AIC a 169,98. Partindo desse tltimo modelo (com X; e X5), vé-se, entao, se
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hé a necessidade de incluir X3, excluir Xo ou excluir X;. No caso, nenhuma dessas alternativas reduz
o AIC, levando a escolha do modelo final, com X; e Xo.

Uma alternativa bastante utilizada é ajustar todos os possiveis modelos e escolher o que
possui o menor nimero de parametros e valor da estatistica €}, de Mallow menor ou igual ao do

numero de parametros do modelo. No R, pode-se fazé-lo por meio de:

> selecao<-leaps(x=cbind(X1,X2,X3), y=Y1, method=c("Cp"))
> npar<-selecao$size
> Cp<-selecao$Cp
> cbind(npar,Cp,selecao$which)
npar Cp123
1 2 4.195131 1 0 O
1 2 118.737040 0 1 O
1 2 136.922502 0 0 1
2 3 2.097695 1 1 0 <== modelo indicado
2 3 5.656740 1 0 1
2 3 119.376079 0 1 1
3 4 4.000000 1 11

No caso, vé-se que o modelo mais adequado é o modelo (1 1 0), isto é, o que inclui as
varidveis explicativas X7 e Xs. E bastante comum, também, para facilitar a escolha do modelo,
construir o grafico de C), em funcao do nimero p de parametros do modelo, o que pode ser feito do

seguinte modo:

> plot(npar,Cp,xlab="N° de parametros (p)", ylab="Cp",ylim=c(0,15))
> abline(0,1)
> identify(npar,Cp)

[1] 4
> selecao$whichl[4,]
1 2 3

TRUE TRUE FALSE

gerando o grafico da esquerda da figura 6.1.
Uma outra alternativa seria escolher o modelo com o maior coeficiente de determinacao

ajustado, o que pode ser feito de forma analoga ao caso anterior, do seguinte modo:

selecao<-leaps(x=cbind (X1,X2,X3), y=Y1, method=c("adjr2"))
npar<-selecao$size

r2.aj<-selecao$adjr2

vV V V V

cbind(npar,R2.aj,selecao$which)
npar r2.aj 1 23
1 2 0.9112043 1 0 0
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Figura 6.1: Graficos da estatistica C), de Mallow em fungao do ntimero p de parametros do
modelo, com respectiva reta de referéncia C, = p, e do valor do coeficiente de determinacao

ajustado em funcao de p, respectivamente.

1 2 0.1947032 0 1 O
1 2 0.0809465 0 0 1
2 3 0.9310930 1 1 0 <== Modelo com maior R2 ajustado
2 3 0.9068060 1 0 1
2 3 0.1307816 0 1 1
3 4 0.9249357 1 1 1

> plot(npar,r2.aj,xlab="N° de parémetros (p)", ylab="r2 aj",ylim=c(0.8,1))
> abline(0,1)
> identify(npar,r2.aj)

[1] 4
> selecao$which[4,]
1 2 3

TRUE TRUE FALSE

gerando o griafico da direita da figura 6.1.

6.5 Exercicios
1. Considerando-se os dados apresentados na Tabela 8.1,

(a) Selecione as varidveis regressoras utilizando-se os métodos:

i. Passo atras (backward).
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ii. Passo a frente (forward).

iii. Passo a passo (stepwise).
(b) Calcule a estatistica C,, de Mallows para todos os possiveis modelos.
(c) Construa o grafico de Cp vs p e interprete-o.

(d) Compare os resultados.

2. Repita o exercicio anterior, considerando-se os dados apresentados na Tabela 9.1. e dizer qual

é o “modelo correto”.

Tabela 9.1. Valores de X1;, Xo;, X3, eY; (i=1,...,5).
i Xi; Xoy X3, Y

2200 806 7,3 6
3 -50 1058 11,0 8
4909 100 13,0 9
5 506 505 13,1 11

1

Fonte: WEISBERG, S. (1985). Applied Linear Regression 2* ed. Ed. Wiley, p.221.
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options nodate ps=25;

data

aula9;

input X1 X2 X3 Y1;
cards;

N O O © O H = =B =

proc

run;

proc

run;

proc

run;

proc

run;

proc

run;

proc

run;

proc

run;

proc

run;

|
N
(9]

O O O O » O O
|
O W U o NO O WO,

N P O O Fr OO O O O O O O

(&)

print data=aula9;

glm data=aula9;
model Y1=X1 X2 X3/ssl ss2;

reg data=aula9;

model Y1=X1 X2 X3;

ex9_1i: test X1=0, X2=0;

ex9_1ii: test X1=X2;

ex9_1iii:test X1=X3;

ex9_1iv: test X1=1,X1+X2+X3=1;
ex9_1v: test X2=-2xX3, 3*X1=2%X2;

reg data=aula9;
model Y1=X1 X2 X3/selection=backward;

reg data=aula9;
model Y1=X1 X2 X3/selection=forward;

reg data=aula9;
model Y1=X1 X2 X3/selection=stepwise;

reg data=aula9;
model Y1=X1 X2 X3/selection=rsquare;

reg data=aula9 graphics;
model Y1=X1 X2 X3/selection=rsquare noprint;

plot cp.#*np./chocking=red cmallows=blue vaxis=0 to 20 by
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1. Os dados que se seguem referem-se a um estudo da resposta da cultura do milho (V") ao fosfato,

porcentagem de saturacdo de bases e silica em solos acidos. A resposta, em porcentagem,

foi medida como a diferenca entre as producoes nas parcelas recebendo fosfato e aquelas nao
recebendo fosfato (X1), dividida pelas produgoes das parcelas recebendo fosfato, e multiplicadas
por 100. Considerando-se esses dados,

(a) Selecione as varidveis regressoras utilizando-se os métodos:
i. Passo atras (“Backward”).
ii. Passo a frente (“Forward”).
iii. Passo a passo (“Stepwise”).
(b) Calcule a estatistica C,, de Mallows para todos os possiveis modelos.
(c) Construa o grafico de Cp vs p e interprete-o.

(d) Compare os resultados.

Y X7 Xz X3

80 1678 57 6,05
42 1573 39 5,45
37 3025 54 5,70
37 653 46 5,55
20 1991 62 5,00
20 2187 69 6,40

Y X; X2 X3

18 4624 69 6,05
45249 76 6.15
2 4258 80 5.55
22943 79 6,40
-2 5092 82 6.55
-7 4496 85 6.50

Fonte: STEEL, R.G.D & TORRIE, J.H (1980). Principles and Procedures os Statistics. A
Biometrical Approach. 2% ed. Ed. McGraw-Hill, p.324.

em que Y =resposta ao fosfato, em porcentagem, X;=produtividade na testemunha, em 1b/acre,

Xo=porcentagem de saturacao de bases e X3=pH do solo.

Repita o exercicio anterior, considerando-se os dados apresentados na tabela 11.2. e dizer qual

é o “modelo correto”.

Tabela 11.2. Valores de Xi;, Xo;, X3, e Y; (i=1,...,5).
i X1y Xop X3 Y

2200 806 7,3 6
3 -50 1058 11,0 8
4 909 100 13,0 9
5 506 505 13,1 11

1

Fonte: WEISBERG, S. (1985). Applied Linear Regression 2* ed. Ed. Wiley, p.221.
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Programas no R

rm(list=1s(all=TRUE))

# Exemplo usando os dados de Hoffman #

Hoffman<-read.table("c:/Hoffmanl.txt",sep="\t",header=TRUE) #
Entrada dos dados attach(Hoffman) pairs(Hoffman) # Graficos de
disperséo

library(leaps) # Biblioteca de fungdes para a selegio de varidveis

Sintaxe da fungdo leaps:

leaps(x=, y=, wt=rep(l, NROW(x)), int=TRUE, method=c("Cp", "adjr2", "r2"),

nbest=10, names=NULL, df=NROW(x), strictly.compatible=T)

selegdo<-leaps (x=cbind(X1,X2,X3),y=Y1,method=c("Cp"))
npar<-selegio$size Cp<-selegio$Cp cbind(npar,Cp)

plot (npar,Cp,xlab="N° de parametros (p)", ylab="Cp",ylim=c(0,30))
abline(0,1)

Sintaxe da fungdo regsubsets:

regsubsets(x=, y=, weights=rep(1l, length(y)), nbest=1, nvmax=8, force.in=NULL,

force.out=NULL, intercept=TRUE, method=c("exhaustive", "backward", "forward", "seqrep"),

really.big=FALSE,...)

seleg8o<-regsubsets (x=cbind(X1,X2,X3),y=Y1,method=c("exhaustive"))
selecgéo

Subset selection object
3 Variables (and intercept)

Forced in Forced out

X1 FALSE FALSE
X2 FALSE FALSE
X3 FALSE FALSE

1 subsets of each size up to 3
Selection Algorithm: exhaustive

par (mfrow=c(1,2)) plot(seleglo,scale="r2")
plot(selegdo,scale="Cp")

# Exemplo usando os dados Swiss #

?swiss # Fornece informagdes

sobre os dados data(swiss) attach(swiss) pairs(swiss, panel =

panel.smooth, main = "swiss data",
col = 3 + (swiss$Catholic > 50))
Imi<-1m(Fertility ~ . , data = swiss) summary(lml)

selegdo<-regsubsets(x=swiss[,2:6],y=swiss[,1] ,method=c("exhaustive"))
summary (selegdo) par(mfrow=c(1,2)) plot(seleg8o,scale="r2")
plot(selegdo,scale="Cp")

seleg8o<-leaps(x=swiss[,2:6],y=swiss[,1] ,method=c("Cp")) selegdo
seleg8o$which[26,] npar<-selecio$size Cp<-selecdo$Cp
cbind(npar,Cp) plot(npar,Cp,xlab="N° de parametros (p)",
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ylab="Cp",ylim=c(0,30)) abline(0,1)

Fungdo step - Select a formula-based model by AIC.
step(object, scope, scale = 0,
direction = c("both", "backward", "forward"),
trace = 1, keep = NULL, steps = 1000, k = 2, ...)

slml <- step(Ilml) summary(slml) slmi$anova

# Exemplo usando os dados "fitness" do SAS #

fitness<-read.table("c:/Fitness.txt",sep="\t",header=TRUE) #
Entrada dos dados attach(fitness) pairs(fitness,panel =
panel.smooth) # Graficos de dispersfo lmi<-1lm(oxy ~ . , data =

fitness) # Andlise de regressfo parcial summary(lml)

Coefficients:
Estimate Std. Error t value Pr(>|t])
(Intercept) 102.93448 12.40326 8.299 1.64e-08 **x*

age -0.22697 0.09984 -2.273 0.03224 *
weight -0.07418 0.05459 -1.359 0.18687
runtime -2.62865 0.38456 -6.835 4.54e-07 **x
rstpulse -0.02153 0.06605 -0.326 0.74725
runpulse -0.36963 0.11985 -3.084 0.00508 *x*
maxpulse 0.30322 0.13650 2.221 0.03601 *

Signif. codes: O ‘**x%’> 0.001 ‘*x’> 0.01 ‘x’ 0.056 ‘.’ 0.1 ¢ > 1

Residual standard error: 2.317 on 24 degrees of freedom
Multiple R-Squared: 0.8487, Adjusted R-squared: 0.8108
F-statistic: 22.43 on 6 and 24 DF, p-value: 9.715e-09

library(car) av.plots(lml,ask=FALSE) # Graficos das varidveis

adicionadas

# Selegdo de variaveis # library(leaps) # Biblioteca de funcgdes
para a selegdo de variaveis
seleg8o<-leaps(x=fitness[,c(1,2,4,5,6,7)],y=fitness[,3],
method=c("Cp") ,nbest=10,names=names (fitness[c(1,2,4,5,6,7)]))
# nbest=10 => apresenta somente os 10 melhores grupos

# de k variaveis, para cada k

selegdo n.par<-selegdo$size Cp<-selegdo$Cp

cbind(n.par,Cp,selegdo$which) selegBo$which[27,]

# Grafico de Cp vs p # plot(n.par,Cp,xlab="No. de parametros (p)",
ylab="Cp",ylim=c(0,20)) abline(0,1,col="blue") identify(n.par,Cp)

Fungdo step - Select a formula-based model by AIC.
step(object, scope, scale = 0,
direction = c("both", "backward", "forward"),
trace = 1, keep = NULL, steps = 1000, k = 2, ...)

k: the multiple of the number of degrees of freedom used for the
penalty. Only ‘k = 2’ gives the genuine AIC: ‘k = log(n)’ is
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sometimes referred to as BIC or SBC.
?step slml <- step(lml) summary(slml) slmi$anova

library(MASS) ?stepAIC slml <- stepAIC(I1ml) summary(slml)

slmi$anova

Fung8o regsubsets - Generic function for regression subset
selection with methods for
formula and matrix arguments.
regsubsets(x=, y=, weights=rep(1l, length(y)), nbest=1, nvmax=8, force.in=NULL,
force.out=NULL, intercept=TRUE, method=c("exhaustive", "backward", "forward", "seqrep"),
really.big=FALSE,...)

selegio<-regsubsets(x=fitness[,c(1,2,4,5,6,7)],y=fitness[,3],nbest=1,method=c("exhaustive"))
selegdo summary(selegdo) par(mfrow=c(1,2)) plot(selegdo)

plot(selecdo,scale="Cp")

Programas no SAS

[k ok ok sk ook ok ok ok ok o ok ook ok ok ok oK ok oK ok KoK oK sk Kok ok oK oK ok Kok ok
/* Exemplo do SAS: Aerobic Fitness Prediction*/
[ ke okskoksk sk ok sk sk ok sk ok sk ok sk sk ok sk sk sk sk ok sk sk sk ok ok sk sk sk sk ok ok ok /

data fitness;

input age weight oxy runtime rstpulse runpulse maxpulse;
cards;

44 89.47 44.609 11.37 62 178 182

40 75.07 45.313 10.07 62 185 185

44 85.84 54.297 8.65 45 156 168

42 68.15 59.571 8.17 40 166 172

38 89.02 49.874 9.22 55 178 180

47 77.45 44.811 11.63 58 176 176

40 75.98 45.681 11.95 70 176 180

43 81.19 49.091 10.85 64 162 170

44 81.42 39.442 13.08 63 174 176

38 81.87 60.055 8.63 48 170 186

44 73.03 50.541 10.13 45 168 168

45 87.66 37.388 14.03 56 186 192

45 66.45 44.754 11.12 51 176 176

47 79.15 47.273 10.60 47 162 164

54 83.12 51.855 10.33 50 166 170

49 81.42 49.156 8.95 44 180 185

51 69.63 40.836 10.95 57 168 172

51 77.91 46.672 10.00 48 162 168

48 91.63 46.774 10.25 48 162 164

49 73.37 50.388 10.08 67 168 168

57 73.37 39.407 12.63 58 174 176

54 79.38 46.080 11.17 62 156 165

52 76.32 45.441 9.63 48 164 166

50 70.87 54.625 8.92 48 146 155

51 67.25 45.118 11.08 48 172 172

54 91.63 39.203 12.88 44 168 172

51 73.71 45.790 10.47 59 186 188
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57 59.08
49 76.32
48 61.24
52 82.78
proc reg

model

model
model

model

50.545 9.93 49 148 155
48.673 9.40 56 186 188
47.920 11.50 52 170 176
47.467 10.50 53 170 172

data=fitness graphics;

oxy=age weight runtime runpulse
/ selection=forward;

oxy=age weight runtime runpulse
/ selection=backward;

oxy=age weight runtime runpulse
/ selection=maxr;

oxy=age weight runtime runpulse

/ selection=rsquare cp;

rstpulse

rstpulse

rstpulse

rstpulse

maxpulse

maxpulse

maxpulse

maxpulse

Clarice G.B. Demétrio & Silvio S. Zocchi

plot cp.*np./chocking=red cmallows=blue vaxis=0 to 20 by 5;

run;




Capitulo 7

Polinémios Ortogonais

7.1 Introducao

No ajuste de um modelo de regressao polinomial de grau k£ do tipo
Y; = Bo+ B1Xi + B X7+ 4 BuX] + &

a n pares de observagoes, (X;,Y;), i =1,2,...,n, a matriz X' X é frequentemente mal condicionada,
isto é, quase singular, com problemas na estimacao dos parametros e da matriz de variancias e co-
variancias. Para se evitar isso, é possivel a construgao de outros polinémios que sejam ortogonais entre
si de tal forma que, no estudo da regressao, os coeficientes dos polindmios ortogonais sejam calculados
independentemente. Decorre disso que cada coeficiente pode ser estimado isoladamente e consequen-
temente, testado isoladamente, sendo o nivel conjunto de significancia dado por o = 1 — (1 — «a)*.

Seja, entao, o modelo

Yi=ag+ a1 P + aoPoj + -+ apPy; + &4 (7.1)
com os polinémios
P = o+
Py = 04 y212i + y20x?
Py = 30+ 317 + y3277 + Y33z) (7.2)
P = ko + k1T Tkttt
X;— X > X

\ = ’ . .« 7. I3 S
sendo, em geral, x; = X; — X ou entao no caso de niveis equidistantes, xr; = ——, para X =
q

187
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e q a distancia entre os niveis. Na forma matricial, Y = X0 + ¢, tem-se

Yy 1 P Py - Py Qg €1
v=| 2| x= |1 P e Ba g o oo 22
Yn 1 Pln P2n Pkn Qg En

Do capitulo 3, tem-se que o sistema de equagdes normais é dado por:
X'X0=X'Y

sendo 0 estimado por:
0= (X'X)"'X'Y

com matriz de variancias e covariancias dada por

V(O)=V[(X'X)'X'Y] = (X'X)'X'V(Y)X(X'X) = (X'X)o?,

sendo que
) Yoi P Y P i PiPai o Y PPy 0 >;pP; _0 , 0
X'X=|>.Py >,PiP; >,P; e Y PPy | = 0 0 >ubs 0
SiPei Y PeiPu > PuilPei - Y, PR 0 0 0 e Y P
e

2. Vi
> i PuYi

s L 20d4q )
Zi P kz‘Y;
pois, como os F;; sao construidos para serem ortogonais tem-se que a covariancia entre eles deve ser
igual a 0 e, portanto, »_, Pj;Pj;; = 0 para j # j' e >, Pj; = 0. Logo

XY =

-1 -

- 1 - - -

= 0 0 0 FDIRL
I 0 0 2i PiYi

Zi Plz ~ Zz P122
(X'xX)'=1| 0 1 i 0 e 6=(X'X)'X'Y = | S Py,
2 Do > PR
; L

0 0 0 i PriYi

- Zl Pl?l - %z Psz

Tem-se, portanto, que
=  PjiY;
do=Y e Ozjzzlij j=1,...,k,

obtendo-se, entao,

Yi=ado+ a1 P+ doPoi+ -+ &P
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que facilmente pode ser transformada em funcdo da varidvel original X;. Além disso,

V(dp) = —, V(a;) = ok ji=1,...,k e Cov(dj,ay) =0, j# 5.

Conforme ja foi visto, uma estimativa para o2 é dada por s> = QM Res e intervalos de

confianca e de previsao podem ser obtidos. Resta, entretanto, estimar os polinomios.

7.2 Construcao dos polinéomios

k(k
Ao se estabelecerem os k polinémios em 7.2 ficam definidos (;—3) parametros e a
k(k+1) k(k+1)
2 2

Logo, esse sistema ¢ inconsistente e ha necessidade de outras k restricoes. O que normalmente se faz,

condicao de ortogonalidade impoe restrigoes, isto é, define um sistema de equacoes.

por facilidade de célculo, é supor que 7;; = 1 e, portanto, os polindmios usados em (7.2) ficam:

1°grau : Py; = v10 + 2; )
2%grau : Po = y20 + Y2125 + T}
3ograu : P3; = 30 + Y312 + Y3207 + 7

kegrau : Py = Yo + Vi1 + yroxi + - + )

Sera desenvolvida, a seguir, a teoria para o calculo de polinémios ortogonais levando em
consideracao que os niveis de X sao equidistantes, teoria esta que pode ser generalizada para niveis

nao equidistantes. Considerando-se os polinomios dados em (7.2), e lembrando que com varidveis

centradas e os niveis de X equidistantes, tem-se que >, x?j_l =0(=1,...,k), ouseja, ) ,x; =
Spad =320 = -~ = 0. Além disso, o fato de se ter >, Pj; = 0 levard sempre & obtengao de
contrastes.

Determinagao de P;

Usando ), P1; = 0, tem-se

S Pui=) (notm)=nyo+ Y zi=nyo=0 = 719=0.
5 i

)

Portanto,

Ph' = Z;.
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Determinacao de P»;

Z Py = Z(’Yzo + yo17; + 27)
;

(2

= n720+V212$i+29%2
i i

= n720+21:?:0 = 7202—221-

(]

Z PPy = Z xi(y20 + Y2125 + %2)

) i
= ’Y2OZ%+7212!E?+Z$?
i i i

= ’yglzx?IO = ’)/2120.

Portanto,
2
P2i — xz _ ZZ xl
n
Determinacao de Ps;
Z Py = 2(730 + V312 + Y322 + T) (7.3)
i i

= n730+7312$i+7322$?+2x? =0

= ny30 + 732 Z x; =0, (7.4)

1
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Z PP = Z (30 4+ Y3125 + Y3027 + x3)

i
= V302$i+’7312$?+’732250?+237?

4
X

= Yy 2+ Y ai=0 = yu=-S"0
i i 2 T

2
i
Z Py Py, = Z (mf — Z;’) (v30 + Y3175 + 732%2 + fU?)
i

)

= 7302$§+’Y31Z$?+732296?+Z$?
—73021’ —7312 Z - 12 ZUC?)Z—%ZCU?Z%Q
% 7 %

(le?)Q] =0 = 7v32=0 (7.5)

Y32
~ Yt T T
(7.4), tem-se 39 = 0 e, portanto,

13:31':063—2%;l
(2
it

k pode ser obtida de modo andlogo aos demais.

Substituindo (7.5) em

A determinacao de Pj; para j = 4,...,
Pode-se adotar, alternativamente, o processo apresentado por NOGUEIRA (1978), que serve tanto para

niveis equidistantes quanto para nao equidistantes.
— X : < I
verifica-se que x; sao os termos de uma progressao aritmética

Considerando-se x; =

X.
e que se — tem correspondéncia biunivoca com os niimeros naturais, entao, pode-se escrever

X, - X 1
R R e

e, entao,
n+1 n(n? —1)
E 12_7

ngzzu_";l)?:g;z (n—1) 2

i=1 =1

1 1)(2 1
M e Y %= n(n+1)(2n + ) De forma semelhante, outras somas podem

. n -
pois, Zi:1 t= B i=1"? 6
ser obtidas e, assim, encontrar as expressoes para os polinomios ortogonais, com niveis equidistantes
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X, — X _ D¢
= — , para X = 2 Xi e q a distancia entre os niveis, como mostradas em Pimentel Gomes
q n
(2000):
Py =
2
n®—1
Py = x}— B
3n? -7
P3i = {L'i)’ — 20 €Ty (7.6)
3n? —13 3(n? —1)(n?-9)
Pu = = et 560
2 15n* — 230n2 + 4
Py o= o 5(n®—17) 3 5n 30n” 4 407)

i 18 1008 i

7.3 Analise de Variancia

Usando-se os resultados do capitulo 3, tem-se que

Y'Y =0 X'Y + ¢,

ou seja,
SQTotal = SQParametros + SQResiduo = SQP + SQRes.
No caso em questao,
%112 Y;
ixy — | 23y o7 2 o 2l = | | & v,
_ E(Z vi)? + (> Pu?)Z oy P2z‘32”z‘)2 N oY Pki§)27
no= > Pi > Ps; > b
ou seja,

SQParametros = Correcao + SQ Regressao.

Assim, a soma de quadrados da regressao de grau j é dada por

(3 PYi)?

SQReg.(grau _]) = W
it g

e o quadro da andlise de variancia fica
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Causas de variacao GL S
Regressao linear 1 O PuYa)? />, Plzi
Regressao quadrética 1 >, PaYi)?) >, Ps,
Regressao cibica 1 >, PuYi)?/ >, P
Regressao de grau k 1 >, PuY)?/ >, P2
Regressao k o'x’' Y —Corregao
~l
Residuo n—-k—1 YY-0X'Y
Total corrigido n—1 Y'Y —Correcao
Y;)?
sendo Corregao= M
n
7.4 Dados com repeticao
Sejam n pares de observagoes, (X;,Yiy), it =1,2,--- ;teu=1,2,--- ,r;, isto é, cada nivel

de X; é repetido r; vezes, aos quais se ajusta um modelo de regressao polinomial de grau k do tipo

Yiu = a0+ a1 Pi; + aoPo; + - 4+ apPri + €4

Do capitulo 3 tem-se que o sistema de equagoes normais é dado por:

X'X0=XY

sendo 6 estimado por:
6= (X'X)"'X'Y

com matriz de variancias e covariancias dada por

V(0)=V[(X'X)'X'Y] = (X'X)'X'V(Y)X(X'X) = (X'X) 'o?,

sendo
[ Y11 ] [ 1 P Py Py ]
Yo 1 Py Py Py
Yip, 1 Pn Py - Pn go
Y = , X = , 0 = ”1'
Y L Py Py P o
Yio 1 1t Py ket
L Yir, 1 Py Py oo Py |

€11
€12

E1rm

Etl
€12

5t7"t

Nesse caso, o procedimento de obtencao dos polindmios é bastante semelhante. Dado que

>iriPji=0e>,7PjiPy; =0, j # j', entao,

n=y " 0 0 0
0 S riPE 0 0
'X = P2 ... XY =
X'X 0 0 YniP o .

0 0 0 e STiPE

> PuYi

L 2itq.

Zi PkiYi.

i
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e, portanto, tem-se que
_ P..Y.
dO:Y e %:Lﬂg', jZl,...,k},
> Tini

sendo Y; = ), Yi,. Logo,
L (X PiY)?
SQReg.(grau j) = =—7F"—
> Tin%‘

Quadro Comparativo

Dados pareados|[Repeticoes iguais|Repeticoes diferentes
Py T T T
2 2 2
P% xZQ o ) 1,12 _ T’ZZ ) .’E? _ Ez 1
"y "
P 24T 3_21‘% , 3_Eiri
3 || x5 ST | @ 5T x5 —5 &
i g Zz € Ez T3y
Qo Y Y Y
y > PiYi 2 By > PiiYi
J . p2
Zz ji Zz 7t Zz T’LPji

7.5 Dados nao equidistantes

2j—1

Procedimento andlogo ao anterior, exceto pelo fato de que agora ), x; # 0, resultando

em calculos mais complicados. Alternativa mais simples pode ser obtida usando NOGUEIRA (1978).

7.6 Equivaléncia das férmulas obtidas e as usadas por
PIMENTEL GOMES (2000)

Foi visto que:

_ PY; - PiiT;
G=V e =2l 2iFali
Zz Jt Tzzf)]z

em que T; =Y; € o total do tratamento 7. Considerando M; o valor que torna os polinomios inteiros,

j=1,... k.

tem-se que:
2
gy TiPli MR SOGPT ST SCT
Zl Jt M: TZ@ ji TZ'L(M]PJl) TZZC ’I“KJ

C]z %

sendo Cji = Mjpji, Kj = Z C2 e B = ZT‘K
J

, valores tabelados em PIMENTEL GOMES (2000)

para diferentes niimeros de niveis.
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As somas de quadrados ficam:

SQReg.(grau j) =

e o modelo de regressao estimado

N

(3 PiTy)* _ M7 (X, PyTh)?

195

_ (Zz CjiTi)Z

2 2 2
TZ'LPﬂ MjTZini

T’Kj

Y; = do+ a1 P+ GoPoj + -+ - + Gy P

transforma-se em:

}A/Z- =Y + Bi1M 1Py + BoMsPo; + - - - +BkMk:Pkl

7.7 Exemplo

Os dados da Tabela 7.1 referem-se a produgdes de milho (Y'), em kg/parcela, de um

experimento casualizado em blocos de adubagao de milho com diferentes doses (X) de P>Os.

Tabela 7.1: Produgao de milho em kg/parcela, de um experimento de adubagao de milho

Blocos] 0 25 50 75 100 [Totals
I 3,38 7,15 10,07 9,55 9,14 39,29
II 5,77 9,78 9,73 8,95 10,17| 44,40
III 4,90 9,99 7,92 10,24 9,75 | 42,80
IV 4,54 10,10 9,48 8,66 9,50 | 42,28

Totais [18,59 37,02 37,20 37,40 38,56[168,77

Fonte: PIMENTEL GOMES (2000).

Considerando-se Doses de P>Os como varidvel qualitativa tém-se os resultados apresen-

tados na parte de baixo da Tabela 7.2, enquanto que na parte de cima é feito o desdobramento do
numero de graus de liberdade, usando-se Doses como varidvel quantitativa e polindmios ortogonais.
Veé-se que um polindémio de grau 3 explica o comportamento das médias de tratamentos. A equagao

estimada é dada por:
Y; = 4,712 4 0,276 X — 0,00483X 2 + 0,0000256 X >.

A Figura 7.1 apresenta os valores observados e a curva ajustada. Um modelo nao linear
talvez desse uma melhor explicacao do ponto de vista pratico.

O programa em R usado para os célculos foi:

milho<-read.table("a:milho.dat", header=TRUE)
attach(milho)

dose<-rep(seq(0,100,25),4)
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Tabela 7.2: Esquema de analise de variancia

Causas de variacao|G.L.] S.Q. [Q.M. F
Reg. Linear 1 | 40,64 [40,6444, 66 * *
Reg. Quadratica 1 ] 21,28 [21,28]23, 38 * %
Reg. de grau 3 1 9,23 9,23 |10, 14 % %
Reg. de grau 4 1 1,07 | 1,07 (1,18 ns
(Doses) (4) 1(72,22)]18,0619, 84 *
Blocos 3 2,73

Residuo 12 | 10,92 | 0,91

Total 19 | 85,87

Figura 7.1: Valores observados de producao de milho e curva ajustada.

bloco<-factor(gl(4,5))

## Modelos ajustados ##
mod1<-1m(Y~bloco+as.factor(dose))
anova(modl)
mod2<-1m(Y~bloco+poly(dose,4))
anova(mod2)
mod2<-1m(Y~bloco-1+poly(dose,4))
summary (mod2)
mod3<-1m(Y~poly(dose,3))
dose2<-dosexdose
dose3<-dose2*dose
mod4<-1m(Y~dose+dose2+dose3d)

summary (mod4)

#Grafico com curva ajustada e valores observados

plot(c(0,100), c(0,12), type="n", xlab="dose", ylab="produgdo")
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points(X,Y)

d<-seq(0,100,1)
lp<-predict(mod3,data.frame(X=d))
lines(d,lp,lty=1)

title(sub="Figura 1. Curva ajustada e valores observados")

#Grafico com intervalos

par(mfrow=c(1,1)) # um unico grafico

novoX<-data.frame (X=seq(min(X), max(X), by=((max(X)-min(X))/100)))
pred.w.clim<-predict(mod3, novoX, level=0.95, interval=c("confidence"))
pred.w.plim<-predict(mod3, novoX, level=0.95, interval=c("prediction"))
matplot (novoX, cbind(pred.w.clim, pred.w.plim[,-1]), 1lty=c(1,2,2,3,3),
col=c(1,1,1,1,1), type="1", xlab="Dose", ylab="Produg&o")

points(X,Y)

Os dados que se seguem referem-se aos totais de produtividade de cana-de-agicar, em
ton/ha, obtidos de um experimento casualizado em blocos com 6 repetigdes e 5 niveis de P2O5, em
kg/ha.

Niveis de P,O5 Totais de produtividade
0

145 30

50 482.70
100 508.32
150 489,78
200 463.50

Fonte: Campos, H. (1984). pag. 251.

Quadro da analise de variancia.

Causas de variacao GL ~ SQ QM F
Blocos 5 735,6497

Niveis de P 4 387,8748 96,9687 10,92(**)
Residuo 20 177,6581

Total corrigido 29

7.8 Exercicios
1. Considere o modelo de regressao
Y =B+ BiX + BoX?+ B3X% + ¢
e que os valores de Y sao observados para X = 1,2,3,4,5. Pede-se:

(a) Obter a matriz do delineamento.

(b) Obter os polinémios ortogonais até 3° grau por meio da ortogonalizacao de Gram Schmidt

das colunas da matriz do delineamento.
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(c) Verificar que os polindémios ortogonais fornecidos por meio da funcao poly() do R podem
ser obtidos por meio da normalizacdo das colunas (exceto a primeira) da matriz obtida no

item anterior.
2. Repita o exercicio anterior, considerando-se que ha

(a) Duas repetigoes para cada nivel de X

(b) Duas repeticoes para X = 1 e 2, e uma para X = 3,4, 5.
Os polinémios ortogonais sdo os mesmos?

3. Em um experimento de adubagdo em eucalipto (Fucalyptus grandis) conduzido em casa de
vegetagao, foram usadas 4 doses de K (0, 30, 60 e 90 ppm), obtendo-se as alturas, em cm,
apresentadas na tabela 12.1. Considerando-se que o experimento foi conduzido segundo o deli-

neamento inteiramente ao acaso com 3 repetigoes, pede-se:
(a) Obter os polinémios ortogonais até 3° grau.

(b) Verificar o ajuste de um polinémio de 3° grau a esses dados.

(c) Obter a equacao de regressao polinomial mais adequada.

Tabela 12.1. Dose de K, em ppm, e altura, em cm, de Fucalyptus grandis envasados.

Dose de K Altura
0 80 86 71
30 144 151 97
60 151 127 117
90 70 85 92

Fonte: Cicolim, R.A. e J.M. Gongalves (1992).

4. Repetir o exercicio anterior considerando-se que a terceira observagao relativa a dose 30 ppm

tenha sido perdida.
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Programas

#HSHSHHEHEH#EHE # Exercicio 1 # #####H###HSHEHEH
# No R # x<-c(1,2,3,4,5) X<-cbind(1,x,x"2,x"3) cbind(1,poly(x,3))

# No Maple V # with(linalg): ul:=vector([1,1,1,1,1]);
u2:=vector([1,2,3,4,5]); u3:=vector([1,4,9,16,25]);
u4:=vector([1,8,27,64,125]); GS:=GramSchmidt([ul,u2,u3,ud]);
normalize(GS[2]) ;evalf (%);

normalize(GS[3]);evalf(%);

normalize(GS[4]) ;evalf (%) ;

#HfHAHHEHAH#EHE # Exercicio 2 # ########HEHEHEHS
x1<-c(1,1,2,2,3,3,4,4,5,5) X1<-cbind(1,x1,x172,x1"3)
cbind(1,poly(x1,3))

x1<-c(1,1,2,2,3,4,5) X1<-cbind(1,x1,x172,x173) cbind(1,poly(x1,3))
HHH#HSHHH R HHEE # Exercicio 3 # ########HHHHASS
K<-c(0,0,0,30,30,30,60,60,60,90,90,90) Altura<-c(80,86,71,
144,151,97, 151,127,117, 70,85,92) Mi<-1lm(Altura“K+I(K~2)+I(K"3))
anova(M1) # Andlise seqiiencial

Analysis of Variance Table

Response: Altura

Df Sum Sq Mean Sq F value Pr(>F)
K 1 18.2 18.2 0.0537 0.822502
I(K"2) 1 7650.8 7650.8 22.6521 0.001428 **
I(K"3) 1 1.667e-02 1.667e-02 4.935e-05 0.994567
Residuals 8 2702.0 337.8
Signif. codes: O ‘**%’ 0.001 ‘*x’> 0.01 ‘x’ 0.056 ‘.’ 0.1 ¢ > 1

M2<-Im(Altura“poly(K,3)) # Andlise utilizando polindmios
ortogonais summary(M2) # Corresponde & andlise seqiiencial

Call:
Im(formula = Altura ~ poly(K, 3))

Coefficients:
Estimate Std. Error t value Pr(>|tl)
(Intercept) 105.9167 5.3063 19.964  4.13e-08 *x*x
poly(K, 3)1 4.2603 18.3780 0.232 0.82250
poly(K, 3)2 -87.4686 18.3780 -4.759  0.00143 ** ==> Modelo quadratico

poly(X, 3)3 0.1291 18.3780  0.007  0.99457 ==> No caso, corresponde ao
-—= teste da falta de ajuste
Signif. codes: 0 “***> 0.001 ‘x*’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ¢ ’> 1

Residual standard error: 18.38 on 8 degrees of freedom
Multiple R-Squared: 0.7395, Adjusted R-squared: 0.6418
F-statistic: 7.569 on 3 and 8 DF, p-value: 0.01008

Im(Altura”K+I(K"2)) # Ajuste do modelo quadratico
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Coefficients:
(Intercept) K I(K~2)
79.01667 2.56167 -0.02806

plot(K,Altura)
curve(79.01667+2.56167*x-0.02806*x"2,x=c(0,90) ,add=TRUE)

#H S # Exercicio 4 # #########HHSHEHE
K<-¢(0,0,0,30,30,60,60,60,90,90,90) # Dados sem a terceira
observagéo

# relativa a dose X=30
Altura<-c(80,86,71, 144,151, 151,127,117, 70,85,92)
M1<-1m(Altura“K+I(K"2)+I(K"3)) anova(M1) # Andlise seqiiencial

Analysis of Variance Table

Response: Altura
Df Sum Sq Mean Sq F value Pr(>F)

K 1 9.2 9.2 0.0642 0.8072

I(K"2) 1 8956.7 8956.7 62.5825 9.79e-05 *x*x*

I(K"3) 1 316.4 316.4 2.2108 0.1806

Residuals 7 1001.8 143.1

Signif. codes: 0 “***’ 0.001 ‘x*’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ¢

M2<-Im(Altura“poly(K,3)) # Anadlise utilizando polindmios

ortogonais summary(M2) # Corresponde & andlise seqiiencial

Call:
Im(formula = Altura ~ poly(K, 3))
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Coefficients:
Estimate Std. Error t value Pr(>|t|)
(Intercept) 106.727 3.607 29.589 1.30e-08 *x*x
poly(K, 3)1 3.032 11.963 0.253 0.807
poly(K, 3)2 -94.640 11.963 -7.911 9.79e-05 *** ==> Modelo quadratico
poly(K, 3)3 17.788 11.963 1.487 0.181
Signif. codes: 0 ‘**%’ 0.001 ‘x*x’ 0.01 ‘%’ 0.05 ‘.’ 0.1 ¢ > 1

Residual standard error: 11.96 on 7 degrees of freedom
Multiple R-Squared: 0.9026, Adjusted R-squared: 0.8608
F-statistic: 21.62 on 3 and 7 DF, p-value: 0.0006458

Im(Altura”K+I(K"2)) # Ajuste do modelo quadratico

Call:
Im(formula = Altura ~ K + I(K"2))

Coefficients:
(Intercept) K I(K"2)
81.07483 2.85896 -0.03187

plot(K,Altura)
curve(81.07483+2.85896%x-0.03187*x"2,x=c(0,90) ,add=TRUE)



